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Zusammenfassung

Die Wichtigkeit von Musikempfehlungsdiensten steht aufgrund des Überangebots

in der heutigen Zeit außer Frage. Daher wird in dieser Arbeit untersucht, inwieweit

sich der Prozentsatz korrekt klassifizierter Musiktitel verbessern lässt, wenn eine

kollaborative Filtermethode mit einem inhaltlichen Filter innerhalb eines hybriden

Recommenders verknüpft wird. Dies wird im speziellen Bereich der Produktions-

musik mit Hilfe eines naiven Bayes-Klassifikators bewerkstelligt. Ziel der Arbeit

ist es, ein Benchmark zu erarbeiten, welches vorhandene Feature-Kombinationen

und Algorithmen in ihrer Eignung zur Verbesserung der Empfehlungsgenauigkeit

vergleicht.

1 Einführung

1.1 Musikempfehlungsdienste

Personalisierte Musikempfehlungsdienste spielen in Zeiten von Audio-Streaming-Plattform-

en wie Spotify1, Napster2 und Rdio3 eine immer wichtiger werdende Rolle für den täglichen

Musikkonsum. War es früher oft nur möglich neue und interessante Musik innerhalb eines

begrenzten Umfelds zu entdecken, hierzu zählten Freunde, wie auch der Plattenladen oder

das Radio, die Printmedien und TV, trug die rasante Entwicklung des Internets dazu bei,

einen neuen Kanal zu erschaffen, der diese Beschränkung auf ein Minimum senkte. Durch

die Möglichkeit Musik online zu kaufen und zu bewerten, wurde es sogar unbekannteren

Künstlern möglich ins Blickfeld potentieller Hörer zu gelangen. Jede Hörer-Gruppe, und

hat sie auch einen noch so außergewöhnlichen Geschmack, findet heutzutage passende

Musik durch die Hilfe der Empfehlungen bekannter Online-Musik-Anbieter. Amazon4

als führender E-Commerce-Händler versucht dies u.a. durch die Präsentation zusätzlicher

Produkte, welche im Zusammenhang des angezeigten Artikels von anderen Kunden auch

gekauft wurden. Dem gleichen Prinzip folgt der Online-Dienst iTunes Music Store5. Last.fm6

bietet ganze Profilseiten der Interpreten an und empfiehlt nach eigenen Angaben auf

1https://www.spotify.com/
2http://www.napster.de/
3http://www.rdio.com/
4http://www.amazon.de/
5http://www.apple.com/de/itunes/
6http://www.lastfm.com Zuletzt geprüft 18.05.2014
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Basis der gehörten Musik. Dies geschieht vorrangig automatisch durch die Verwendung

ausgefeilter Algorithmen. Eine andere Variante zeigt der Musik-Streaming-Dienst Deezer7.

Er gibt seinen Kunden zusätzlich die Möglichkeit, Musikempfehlungen von sogenannten

Editoren zu erhalten. Dies sind extra engagierte professionelle Musikempfehler, welche

Hand in Hand mit den maschinell erstellten Vorschlägen zusammenarbeiten (Deezer, 2013).

1.2 Aufgabe von Musikempfehlungdiensten

Das Ziel der Musikempfehlung liegt für den Nutzer zum größten Teil in der Bereitstellung

interessanter Musik. Es geht dabei vorrangig um das Prinzip des Entdeckens von Neuem,

weniger um die Darstellung von Bekanntem. Wünschenswert ist der Vorschlag von unbe-

kannten Interpreten und Liedern basierend auf dem Geschmack des jeweiligen Anwenders.

Die Präferenzen können dabei implizit z.B. durch Hörgewohnheiten bestimmt werden, oder

auch explizit durch Nutzerbeurteilungen gehörter Songs, etwa im Hinblick auf Gefallen.

Da die manuelle Suche nach neuer und interessanter Musik heutzutage sehr zeitaufwändig

ist, denn das Musik- und Plattformen-Angebot ist für den Nutzer schier unüberschaubar,

umgeht die Musikempfehlung laut Böhringer (2013) dieses Problem. Mit ihr ist es viel

einfacher, schnell das Gesuchte zu finden und darüber hinaus Neues zu entdecken. Das

Resultat der Empfehlung liefert meistens eine Übersicht geeigneter Interpreten oder eine

geordnete Liste empfohlener Songs (Celma, 2008). Eine Playlist zu bestimmten Themen

(z.B. „Rock der 90’iger”) wäre vorstellbar oder auch eine zufällige Liste ähnlicher Titel

im Format eines Radios sind möglich. Celma (2008) beschreibt auch die Darstellung von

sogenannten Nachbarn als weitere mögliche Ausgabe einer Empfehlungsdienstleistung. Sie

gehören zu einer Anzahl weiterer Nutzer, mit ungefähr den gleichen musikalischen Interes-

sen. Vorteilhaft daran ist, dass im Profil der Anderen nach ansprechender Musik gesucht

werden kann und in diesem Zusammenhang soziale Netzwerke oder Gruppen mit gleichen

Vorlieben gebildet werden können. Das Empfehlungssystem kann die Informationen über

die Nachbarn zusätzlich nutzen, um bessere Empfehlungen zu generieren.

Nach Ricci et al. (2011) hilft ein Musikempfehlungssystem dem Nutzer beim Durchsuchen

von Musikbibliotheken, um neue, interessante Musikstücke auf Grundlage vorhandener

Interessen zu finden, ohne direkt nach einem bestimmten Titel gesucht zu haben. Wichtig

für einige Nutzergruppen ist, dass das Ergebnis glaubwürdig erscheint, indem zu neuen auch

7http://www.deezer.com/
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zusätzlich bekannte Musikitems präsentiert werden. Erst durch diese Art der Empfehlung

ist es möglich skeptische Nutzer von der Relevanz der Vorschläge zu überzeugen.

Aber auch der Anbieter, welcher die Musikempfehlung generiert, folgt Zielen. Hierzu

zählt nach Ricci et al. (2011) vorrangig die Steigerung des Verkaufs der Musiktitel, sei

es durch einen erhöhten Absatz angepriesener Alben und Singles oder, im Falle eines

Musik-Streaming-Dienstes, die Zunahme der Popularität der Musikstücke aufgrund einer

vermehrten Abspielrate. Dieses Ziel wird hauptsächlich durch geschaltete Werbung reali-

siert und erfolgt in Eigeninitiative des Services oder auf Anraten/ Bezahlung beauftragender

Labels. Weiter möchte der Service-Anbieter, wie oben schon genannt, das Vertrauen der

Nutzer stärken und damit die Zufriedenheit erhöhen. Ein Vorteil, der daraus entstehen kann,

ist die gefestigte Kundenbindung, welche gleichzeitig in einer gesteigerten Empfehlungsge-

nauigkeit resultiert, da der User das System vermehrt nutzt und somit die Interessen besser

bestimmt werden können.

Musikempfehlungsdienste oder, allgemein gesehen, Empfehlungssysteme lassen sich nach

Ricci et al. (2011) in Bezug auf due verwendeten Daten beschreiben und unterscheiden,

durch welche sie ihre Empfehlungen aufbauen. Diese Daten können sehr einfach in Form

einer Bewertung/Beurteilung (engl. Rating) eines Musikstücks gehalten sein oder sie

repräsentieren soziale Verbindungen zwischen den Nutzern. Generell gesehen sind immer

drei Objekte involviert:

• Daten über die (Musik-) Titel, welche als Gegenstand der Empfehlung agieren und

Lieferant für Informationen über Eigenschaften und Besonderheiten sind.

• Daten über die Nutzer, welche zur Personalisierung der Empfehlungen und Mensch-

Computer-Interaktion genutzt werden. Sie bilden außerdem die Grundlage zur Er-

stellung von Nutzermodellen, wodurch Probleme mit Datenmangel (unausgefüllte

Profilseiten), Überspezialisierung oder unzureichender Inhaltsanalyse umgangen

werden können (Symeonidis et al., 2007).

• Daten über die Transaktionen, welche den Interaktionen zwischen den Nutzern und

Empfehlungssystemen entsprechen und wichtige Informationen für die Generierung

von Empfehlungen enthalten. Hierzu gehören die Ratings, als bekannteste explizi-

te Form, oder Nutzerhandlungen, welche implizite Vorgänge, wie das Abspielen,

Stoppen oder Überspringen empfohlener Lieder bestimmen.



1 EINFÜHRUNG 9

Abbildung 1: Stockmusic.net - Zuletzt geprüft am 07.05.2014

1.3 Musikempfehlung im Bereich der Produktionsmusik

Produktionsmusik, welche für professionelle Medienproduktionen komponiert und produ-

ziert wird, nimmt eine besondere Stellung im Bereich der Musikempfehlung ein. Sie zielt

nicht auf den Musikkonsum potentieller, privater Anwender (engl. Business-To-Consumer

- B2C). Hierbei steht vielmehr das Kreativ-Unternehmen im Vordergrund, welches un-

bekannte Musik für einen bestimmten Zweck anvertraut bekommen möchte. So können

z.B. Werbefirmen anhand von Produktionsmusik nach einem geeigneten Stück für einen

neuen Spot suchen, ohne dass dieser schon bekannt ist oder erst produziert werden muss.

Mittels vorher definierter musikalischer Voraussetzungen erhält die Firma ein ausgesuch-

tes Portfolio an Musikempfehlungen für die Weiterverarbeitung. Diese Art der Empfeh-

lungsdienstleistung gehört in die Kategorie der Business-To-Business-Geschäftsmodelle

(B2B) und funktioniert auf die Weise, dass Musiken und dazugehörige Lizenzrechte von

Produktionsstudios und Labels erworben und anschließend in beschreibende Kategorien

zum Zwecke des Katalogverkaufs geordnet werden. Hierzu zählen neben Instrumenten-,

Gesangs- und Genre-Angaben auch die zu transportierenden Botschaften in Form von
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deskriptiven Stimmungsangaben. Abbildung 1 zeigt exemplarisch die Suchmaske der Web-

site Stockmusic.net8. Zu erkennen ist, dass auf der linken Seite in den eben genannten

Begriffskategorien gesucht werden kann und auf der rechten Seite eine Präsentation der Er-

gebnisse wiederzufinden ist. Durch die Stimmungsangabe sind die Ergebnisse gut von den

Kunden aus Sicht des intendierten Anwendungszwecks zu interpretieren und so liefert die

Datenbanksuche auch Songs, die in diesem Fall nichts mit dem Instrumententyp Mandoline

oder einem Duett als Gesangspart zu tun haben. Vielmehr wird das Fahren mit dem Auto

von dem Empfehlungsdienst mit aggressiver Gitarrenmusik in Zusammenhang gebracht.

Das Unternehmen Audiovisor9 geht noch einen Schritt weiter und baut ein Empfehlungs-

system anhand von Emotions-, Klang- und Sinnesangaben auf. Mit dieser Art der Wahl der

Ausdrucksdimensionen lässt sich die Suche nach passender Musik intuitiver, kreativer und

leistungsfähiger gestalten (Hartmann et al., 2014).

Am Ende eines Empfehlungsprozesses von Produktionsmusik hat der Kunde eventuell

einen Song für den neuen Spot ausfindig machen können. Was noch folgt, ist die Bezahlung

der Lizenzen und eine Meldung an die GEMA. Danach kann eine ungehinderte Nutzung

des Musikstücks stattfinden (Bode und Mueller, 2010).

1.4 Filtertechniken

Empfehlungsdienste unterliegen in unterschiedlichen Branchen sehr unterschiedlichen

Anforderungsprofilen und müssen demzufolge mit verschiedensten Datenmengen und -

sorten valide Empfehlungen generieren können. Dies geschieht durch gezieltes Filtern

vorhandener Informationen. Im folgenden Abschnitt soll ein kurzer Überblick über die

unterschiedlich angewandten Filtertechniken und deren Arbeitsweise gegeben werden.

Kollaborative Filterung

Die kollaborative Filterung (engl. Collaborative Filtering - CF) sagt nach Celma (2008)

Nutzerpräferenzen mit Hilfe vergangener Nutzer-Titel-Interaktionen voraus. Diese Interak-

tionen entstehen vorrangig durch das Sammeln expliziten Feedbacks in Form von Ratings

oder durch implizites Verhalten mittels Analyse der Häufigkeit abgespielter Titel, Download-

8http://www.stockmusic.net
9http://welcome.audiovisor.com/
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oder Kaufraten. Eine mögliche Art der Speicherung der Nutzerpräferenzen bietet die User-

Item-Matrix an, bei welcher jede Zeile einem Nutzerprofil entspricht und die Spalten die

Titel enthalten. Aufgrund dieser Darstellung ist es möglich, Nutzer-Nutzer-Ähnlichkeiten

oder Titel-Titel-Gemeinsamkeiten herzustellen. Für die Filterung des impliziten Feedbacks

sind Matrizen hilfreich, durch welche z.B. Nutzervorlieben und Interpreten miteinander

verbunden werden können.

Eine erste CF-Umsetzung erfolgte mit Ringo, einem Musikempfehlungsdienst, welchem per

E-Mail Kommandos und Ratingdaten zugesendet wurden und auf deren Basis der Absender

später eine Empfehlungsantwort zurückerhielt (Shardanand, 1994).

Beschränkungen, die bei CF existieren, resultieren nach Celma (2008) allein aus der

Grundidee, dass bei der Empfehlung nur mit Informationen aus Nutzer-Titel-Transaktionen

gearbeitet wird. Hierzu gehören die Schwierigkeiten, die entstehen können, wenn z.B. zu

viele Nutzer und Titel existieren. Es ist möglich, dass dann die Rating-Abdeckung zu gering

für eine genaue Empfehlungsgenerierung ist. Eine weitere Schwierigkeit, die auftritt, wird

als Cold-Start-Problem bezeichnet und betrifft Nutzer wie auch Titel. Neue Nutzer haben

noch keine Transaktionen durchgeführt, entsprechend kann ihnen auch nichts empfohlen

werden. Das gleiche gilt für Titel, die frisch ins System gekommen sind. Ihnen fehlen die

Interaktionen mit den Nutzern, weshalb es unmöglich ist, sie empfohlen zu bekommen.

Hieraus entwickelt sich zusätzlich ein Problem, denn sind eine Reihe von Titeln schon sehr

populär, so ist es eher wahrscheinlich, dass diese in weiteren Nutzer-Transaktionen beurteilt

werden. Musikstücke mit wenigen Ratings oder impliziten Abspielinformationen bleiben

somit häufig außen vor, obwohl sie vielleicht interessanter für den Nutzer sein können.

Celma (2008) beschreibt dies passend mit dem Paradigma „rich gets richer”.

Inhaltliche Filterung

Ricci et al. (2011) beschreiben die inhaltliche Filterung (engl. Content-Based Filtering -

CB) damit, dass das Empfehlungssystem währenddessen lernt Titel zu empfehlen, welche

ähnlich zu denjenigen sind, die dem Nutzer in der Vergangenheit gefallen haben. Dies

geschieht nicht mit Hilfe von Beurteilungen, die der Nutzer abgegeben hat, sondern durch

computerbasierte Analyse des audiovisuellen Inhalts der Titel (etwa der Signale der Audio-

oder Videotracks oder der Textinformationen bei Büchern). Hierfür werden sogenannte

Features gesammelt. Im Fall der Musikempfehlung nehmen hierbei einen wichtigen Teil

die signalbeschreibenden Komponenten ein, welche durch eine automatische Computer-
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Analyse des Audioinhalts extrahiert werden. Nach Celma (2008) gehören aber auch manuell

durch Experten oder die Nutzer eingetragene Beschreibungen oder Meta-Daten dazu. Das

Ähnlichkeitsmaß zweier oder mehrerer Titel wird anhand dieser Daten dann häufig durch

Distanzfunktionen wie der Euklidischen, Manhattan oder Mahalanobis Distanz bestimmt.

Auch die Wahrscheinlichkeitsverteilung der Features über den Feature-Raum wird bei

dieser Art der Filterung genutzt. Sie dient als Vorhersagemaß bei der Klassifikation mittels

naiven Bayes-Klassifikators.

Beschränkungen existieren hier ebenfalls. Das Cold-Start-Problem für neue Nutzer gehört

dazu, wie auch die Problematik, dass Stücke mit bestimmten inhaltlichen Eigenschaften

bei einer unvollständigen Bibliothek nicht empfohlen werden können, wenn der Nutzer

einen zu speziellen Musikgeschmack aufweist. Weiter ist die Inhaltsanalyse in dem Umfang

beschränkt, dass z.B. keine komplette Genre-Klassifikation durchgeführt werden kann, da

das Konzept Genre selbst sehr ambiguos und die Vielfalt der Untergattungen oft zu komplex

ist. Schließlich besteht noch die Schwierigkeit, dass bei zu starker Ähnlichkeitsprüfung

eventuell nur bekannte Musiktitel und Interpreten dargeboten werden.

Umgangen werden bei der inhaltlichen Filterung aber einige Schwierigkeiten des kollabora-

tiven Filterns. So können neue Titel sofort empfohlen werden, da durch die vorangegangene

Inhaltsanalyse unmittelbar Daten zur Weiterempfehlung existieren. Durch das Fehlen von

Nutzer-Ratings ist es ferner möglich, dass das oben genannte Paradigma „rich gets richer”

außer Kraft gesetzt wird.

Weitere Filterarten

Neben den beiden oben genannten, sehr bekannten Filterarten existieren noch weitere.

Hierzu gehört die kontextbasierte Filterung, welche nach Celma (2008) kulturelle Informa-

tionen filtert, die in Website-Texten oder sozialen Tags über Musikstücke oder Interpreten

gefunden wurden. Problematisch hierbei ist, dass wiederum nur populäre Titel mit Hilfe

von Tags strukturiert oder beschrieben werden. Schwierigkeiten macht dabei oft die valide

Interpretation der Kontextinformationen, so kann ein Song „cool” in Form von „gut” oder

eben auch „nicht interessant” sein.

Demographische Filterung hingegen befasst sich mit dem Geschlecht, dem sozioökonomi-

schen Hintergrund oder dem Alter des Nutzers, als Basis für eine Empfehlung (Yapriady

und Uitdenbogerd, 2005). Im Hintergrund stehen oft empirisch-theoretische Annahmen,

die jedoch auch mit Fehlern behaftet sein können. Ein Beispiel könnte sein, dass einer
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Strategie Beschreibung

gewichtend
Die Beurteilungen mehrerer Filter werden zu einer einzelnen
Empfehlung kombiniert.

mischend
Die Empfehlungsergebnisse mehrerer unterschiedlicher Fil-
ter werden gleichzeitig präsentiert.

wechselnd
Das System wechselt aufgrund der momentanen Anforde-
rung zwischen unterschiedlichen Filtern.

kombinierend
Die Merkmale unterschiedlicher Filterdaten werden inner-
halb eines Algorithmus verarbeitet.

kaskadierend
Ein Filter verfeinert die Empfehlung einer vorangegangenen
Methode.

erweiternd
Die Ausgabe eines Systems wird als Eingabe eines weiteren
Filters benutzt.

Meta-Level
Eine Filtermethode erzeugt ein neues Modell, welches als
Eingabe einer weiteren Technik genutzt wird.

Tabelle 1: Strategien der hybriden Empfehlungsgenerierung (Burke, 2002)

älteren Person Klassik aufgrund des Alters empfohlen wird, obwohl sie eher Rock’n’Roll

bevorzugt.

Hybride Filterung

Es ist zu erkennen, dass jede der genannten Filtertechniken Vor-, aber auch Nachteile besitzt.

Um diesen auszuweichen, werden häufig Kombinationen der unterschiedlichen Methoden

angestrebt. Die hybride Filterung möchte genau in diesem Sinne die Genauigkeit der

Empfehlung bessern. Dies geschieht u.a. durch die Auswertung der Vorhersagegenauigkeit,

wie dem Mean-Absolute-Error (MAE) (Felfernig et al., 2014) oder der Klassifikationsgüte

mittels Prozentsatz korrekt klassifizierter Titel (Böhringer, 2013).

Burke (2002) erörtert mehrere Strategien der hybriden Empfehlung, welche in Tabelle 1 in

einer Übersicht aus sieben Kombinationsmöglichkeiten dargestellt werden. Hierbei lässt die

gewichtete Hybrid-Methode Beurteilungen (engl. Scores, Votes) einzelner Empfehlungs-

techniken ermitteln und erstellt daraus eine priorisierte Empfehlung. Die gemischte Variante

lässt alle Empfehlungen der involvierten Filtertechniken simultan anzeigen. Dies bietet

sich vor allem dann an, wenn viele Ergebnisse gewünscht sind. Eine andere Version ist das

wechselnde Hybridsystem. Es ist dann hilfreich, wenn nur eine Filtertechnik genutzt werden

soll. Der Wechsel zu einer anderen Methode findet nur dann statt, wenn unzureichende Er-

gebnisse geliefert wurden. Es kann somit auch als ein Backup-System interpretiert werden.
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Durch Kombination der Feature-Daten ergibt sich ein weiterer Hybridansatz. Hierbei kann

das System gleichzeitig auf mehrere unterschiedlich zusammengetragene Informationen

zurückgreifen. Eine kollaborative Methode kann infolgedessen mit Hilfe inhaltlicher Daten

Ähnlichkeiten zwischen Items erkennen, die sonst für sie versteckt geblieben wären. Das

geschachtelte Filtermethodenmodell bedient sich der Möglichkeit, dass die Empfehlungser-

gebnisse eines ersten Systems als Rohmaterial betrachtet werden kann. Im darauffolgenden

Schritt verfeinert eine zweite Technik die vorherige Auswahl. Die beiden letzten Varianten

sind sehr ähnlich. Bei der erweiternden Methode wird ein erlerntes Modell für eine Ge-

nerierung von Features genutzt, welche dann als Eingabe für einen zweiten Filter dienen.

Wohingegen der Meta-Level-Hybrid das komplette Modell des ersten als Input für einen

zweiten Empfehlungsmechanismus benutzt.

1.5 Forschungsstand zu hybriden Filtertechniken

Zu den Themengebieten der hybriden Musikempfehlungsgenerierung existieren zahlreiche

Forschungsarbeiten. Wichtig dabei ist oft die Verknüpfung der kollaborativen mit den

inhaltlichen Filtertechniken zur Verbesserung der Empfehlungsgenauigkeit. Yoshii et al.

(2006) entwickeln hierzu eine Musikempfehlungsmethode, die Ratings von Nutzern und

Audioinformationen verbinden konnte. Als sogenanntes Aspect Model wird ein Bayes’sches

Netz gewählt, welches nicht erkennbare Nutzerpräferenzen durch verborgene, statistisch

ermittelte Variablen ergänzte. Sie können zeigen, dass die eingesetzte Methode die beiden

konventionellen Methoden, im Zusammenhang zur Empfehlungsgenauigkeit übertreffen.

Auch wird der kalte Start überwunden, denn Musikstücke können empfohlen werden, auch

wenn sie keine Ratings durch User erhalten haben.

Li et al. (2007) präsentieren ein kollaboratives Musikempfehlungssystem für Telefonklin-

geltöne. Es basiert auf einem Wahrscheinlichkeitssystem, welches Elemente in Gruppen

oder Gemeinschaften klassifiziert. Dabei wird die Gaußverteilung genutzt, um Vorhersa-

gen für die Nutzer anhand der vorangegangenen Ratings zu erstellen. Ziel ist es, Audio-

Eigenschaften und die Ergebnisse des kollaborativen Filters mit Hilfe der K-Medoids-

Clustermethode zu verknüpfen. Es zeigt sich, dass die vorgestellte Methode die beiden

Standardmethoden, kollaboratives und inhaltliches Filtern im Einzelnen, übertrifft.

Magno und Sable (2008) führen eine Feature-Analyse durch, indem sie die Mel-Frequenz-

Cepstrum-Koeffizienten (engl. Mel-Frequency Ceptral Coefficients - MFCCs) der zu unter-

suchenden Songs bestimmen. Die Koeffizienten wurden in drei verschiedenen Algorithmen
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verwendet, um daraus Empfehlungen für Nutzer zu generieren. Es konnte gezeigt werden,

dass ein signalbasierter Empfehlungsalgorithmus, hier im Speziellen ein Expectation-

Maximization-Algorithmus verfeinert mit einem Monte-Carlo-Sampling, mit den kommerzi-

ellen Algorithmen bekannter Firmen mithalten kann. Auch Yoshii et al. (2008) machen sich

die MFCCs zunutze und stellen einen hybriden Empfehlungsalgorithmus vor, bei welchem

ein generatives Wahrscheinlichkeitsmodell herangezogen wird, das die kollaborativen und

inhaltlichen Daten verbinden kann. Mit diesem sogenannten Three-Way Aspect Model ist

es möglich, steigende Nutzerzahlen und Ratings (Rating-Modell von Amazon) einfach in

das System zu integrieren. Im Vergleich zu den Einzelfiltermethoden in vier verschiedenen

Versionen (speicher- oder modellbasiert verknüpft mit kollaborativ oder inhaltsbasiert),

ist die vorgeschlagene Methode hinsichtlich der Empfehlungsgenauigkeit ebenbürtig be-

ziehungsweise überlegen. Auch bei der Empfehlungsungenauigkeit liegt das Three-Way

Aspect Model vorn, da sie hier im Mittel am niedrigsten ist.

Yoshii und Goto (2009) präsentieren ein kontinuierliches pLSI-basiertes (Probabilistic

Latent Semantic Indexing) Modell für hybride Musikempfehlung. Da bei dieser Metho-

de die Anzahl der Parameter sehr hoch und dies ein Indikator für eine unangemessene

Empfehlung von bestimmten Titeln an alle User ist (engl. hubs), untersuchen Yoshii und

Goto drei Glättungstechniken zur Behebung des Problems. Gaußsche Parameterverknüp-

fung und künstlerbasierte Titel-Gruppierung können die Modellkomplexität reduzieren

und somit die Genauigkeit des hybriden Musikempfehlungsdienstes verbessern. Die Para-

meterverknüpfung reduziert die Anzahl der hubs zusätzlich. Die dritte Glättungstechnik

(multinomiale Glättung) ist nicht überzeugend, da sie die Empfehlungsgenauigkeit sogar

noch verschlechtert.

Lu und Tseng (2009) zeigen mit ihrem personalisierten hybriden Musikempfehlungssystem,

dass die Empfehlungsgenauigkeit bei 90 Prozent liegen kann, wenn neben kollaborativen

und inhaltsbasierten auch emotionenbasierte Filtertechniken herangezogen werden.

Bu et al. (2010) stellen eine Methode vor, die Social-Media-Informationen (z.B. Freund-

schaftsbeziehungen, Mitgliedschaftsverhältnisse) mit akustikbasierten Musikinformationen

verbindet. Da Social-Media-Informationen viele verschiedene Objekte und komplexe Be-

ziehungen beinhalten können, wird ein Hypergraph als Modell eingesetzt. Dadurch ist es

möglich, die vielen einzelnen Gebilde in geeigneten Objektmengen zu verknüpfen. Im

Vergleich übertrifft das postulierte Schema fünf weitere Einzelempfehlungsalgorithmen

signifikant (u.a. kollaborativ, akustikbasiert oder auch inhaltsbasiert als Einzelmethoden

des Modells). In einer weiteren Methode kombinieren auch Su et al. (2010) musikalischen
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Inhalt und Kontextinformationen. In Verbindung eines Clusterverfahrens und der Hinzu-

nahme einer heuristischen Vorgehensweise zur Nutzerpräferenzzusammenstellung ist das

vorgestellte Modell im Vergleich zu anderen Methoden überlegen (u.a. nutzerbasiert und

gegenstandsbasiert).

Das System von Liu et al. (2010) kann Musikwiedergabelisten erstellen, indem es die Zeit

analysiert, die ein Nutzer damit verbringt bestimmte Musiktitel zu hören. Zur individuellen

Empfehlung werden auch Features aus den Wellendaten und Noten der Musikstücke

extrahiert. Als Systemkern kommt ein modifiziertes, neuronales Netzwerk zum Tragen.

Um einen möglichen kalten Start zu umgehen, ziehen Liu et al. zusätzlich noch eine

kollaborative Filtertechnik hinzu. Dieses Problem kann auftreten, wenn ein neuer Nutzer

noch keine Musik mit dem vorgeschlagenen System gehört hat.

Social Tags, wie Genre, Stil, Stimmung, Meinung des Nutzers und genutzte Instrumente

werden in der Methode von Nanopoulos et al. (2010) verwendet. Da diese Daten häufig

sehr spärlich vom Nutzer angegeben werden, extrahieren sie zusätzlich Audio-Features

für eine Ähnlichkeitsbestimmung. Dadurch können fehlende Social Tags durch vorhan-

dene ähnlicher Musiktitel ersetzt werden. Die verwendeten Methoden sind ein Gaussian

Mixture Model basierend auf MFCCs, angewendet auf eine Kullbach-Leibler-Divergenz,

welche die Ähnlichkeit zwischen zwei Wahrscheinlichkeitsverteilungsfunktionen berech-

net. Im Vergleich zu realen Daten von Last.fm ist das verwendete Model bezüglich der

Empfehlungsqualität überlegen.

Wang et al. (2012) präsentieren ein adaptives, kontextbezogenes und inhaltliches Filter-

modell (engl. Adaptive Context-Aware Content Filtering Model), welches mit Hilfe eines

Bayesschen Systems auf dem Mobiltelefon kontextbezogene Aktivitätsklassifikationen (u.a.

lernen, laufen, einkaufen) und Musikinhaltsanalyse verbinden kann. Eine Evaluation des

Systems zeigte eine hohe Zufriedenheit der Teilnehmer bezüglich der Empfehlungsgenau-

igkeit geeigneter Musikstücke.

1.6 Explikation der Fragestellung der Masterarbeit

Wie zu erkennen ist, konnte in allen Studien gezeigt werden, dass die Empfehlungsge-

nauigkeit verbessert wird, wenn eine hybride Filterstrategie gewählt wird. Inwieweit dies

auch im Bereich der B2B-Empfehlungen von Produktionsmusik funktionieren kann, soll

deswegen in Abschnitt 4 durch die Entwicklung eines hybriden Filters gezeigt werden,
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bei welchem kollaborative Filterung auf Basis von nutzerbasierten Ausdrucksratings zu-

sätzlich durch eine inhaltliche Filterung mit Hilfe signalbasierter Audio-Features ergänzt

wird. Als Grundlage hierzu dient ein vorhandener Datensatz mit Nutzer-Ratings eines

B2B-Empfehlungsdienstes für Produktionsmusik. Darin enthalten sind 5600 Nutzerbeur-

teilungen von 40 Produktionsmusiken auf 27 Ausdrucksdimensionen, welche während

eines Hörversuchs zu einem Webradio evaluiert worden sind. Für die Klassifikation wird

ein naiver Bayes-Algorithmus verwendet, welcher die beiden Filtermethoden innerhalb

einer Diskriminanzanalyse mittels Hauptkomponentenbestimmung miteinander verbindet.

Die kommenden Abschnitte setzen sich somit folgendermaßen zusammen: Abschnitt 2

befasst sich mit den mathematischen Grundlagen, die notwendig für die Erarbeitung eines

naiven Bayes-Klassifikators sind. Hierzu gehört eine statistische Betrachtung mit Bayes-

scher Entscheidungstheorie, sowie die Einführung von Diskriminanzfunktionen für eine

Hauptkomponentenanalyse. In Abschnitt 3 wird auf die Audioinhaltsanalyse eingegangen,

welche wichtig für die Bestimmmung der Audio-Features ist. Hier werden gleichzeitig

diejenigen Features vorgestellt, die in der Studie Verwendung finden. Abschnitt 4 erläutert

dann die Entwicklung des hybriden Filters und zeigt die Ergebnisse auf.
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2 Mathematische Zusammenhänge

Damit die weitere Vorgehensweise innerhalb der Hauptkomponentenanalyse und des naiven

Bayes-Klassifikators nachvollzogen werden kann, soll im folgenden Abschnitt das zugrun-

deliegende mathematische Fundament erörtert werden. Die Herangehensweise orientiert

sich an Decker (2005), da die verwendete Methode eines naiven Bayes-Klassifikators dieser

Arbeit entnommen wurde. Auf die Angabe mathematischer Beweise wird verzichtet, da

diese den angegebenen Quellen entnommen werden können.

2.1 Statistische Grundlagen

Die Verteilungsfunktion FX (x) einer stetigen Zufallsvariablen X , ist definiert durch

FX (x) =

x̂

−∞

fX (u) du, (1)

wobei fX (x) als Wahrscheinlichkeitsdichte oder Dichtefunktion von X bezeichnet wird

(Handl, 2010). Eine Eigenschaft der Dichtefunktion ist, dass die Summe der Fläche unter

der Verteilungskurve gleich 1 beträgt:

+∞̂

−∞

fX (x) dx = 1. (2)

Neben weiteren stetigen Verteilungsarten hat die Normalverteilung einen Dichteverlauf, der

dem einer Glocke gleichkommt (Gauß-Verteilung). Die Dichtefunktion ist gegeben durch

fX (x) =
1

σ
√

2π
exp

{
−(x− µ)2

2σ2

}
für x ∈ R. (3)

Abbildung 2 zeigt die Verteilungskurve einer besonderen Art der Normalverteilung. Be-

zeichnet wird sie als Standardnormalverteilung mit µ gleich 0 und σ2 gleich 1.

Der Erwartungswert einer stetigen Zufallsvariablen X wird mit E [X] bezeichnet und gibt
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Abbildung 2: Wahrscheinlichkeitsdichte der Standardnormalverteilung

die Lage einer Verteilung an (Handl, 2010). Dabei ist er definiert durch

E [X] =

+∞̂

−∞

xfX (x) dx, (4)

wobei fX (x) wieder der Dichtefunktion aus Gleichung (1) entspricht. Der Erwartungs-

wert wird auch mit µX bezeichnet, um ihn vom arithmetischen Mittel x̄ einer Stichprobe

unterscheiden zu können (Bortz und Schuster, 2010):

E [X] = µX . (5)

Folgende Eigenschaften können dem Erwartungswert nachgewiesen werden. Sind X und

Y zwei unabhängige Zufallsvariablen und a eine beliebige reelle Zahl, so gilt, dass deren

Erwartungswerte additiv und multiplikativ verknüpft werden können:

E [X + Y ] = E [X] + E [Y ]

E [XY ] = E [X]E [Y ]

(6)

E [a+X] = a+ E [X]

E [a ·X] = a · E [X]

E [a] = a.
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Die Streuung einer stetigen Zufallsvariablen X um ihren Erwartungswert wird anhand der

Standardabweichung σX oder ihrem Quadrat σ2
X , auch Varianz genannt, überprüft. Die

Varianz ist definiert durch

σ2
X =

+∞̂

−∞

(x− µX)2fX (x) dx. (7)

Aufgrund der Eigenschaften (6) des Erwartungswertes kann Gleichung (7) auch umgeformt

werden zu

σ2
X = E

[
(x− µX)2

]
= E

[
X2
]
− 2µXE [X] + µ2

X

= E
[
X2
]
− µ2

X (8)

(Bortz und Schuster, 2010).

Einen Zusammenhang zwischen zwei Zufallsvariablen X und Y gibt die Kovarianz an. Sie

ist der Erwartungswert übereinstimmender Streuungen um ihren Mittelpunkt (Bortz und

Schuster, 2010):

COV (X, Y ) = E [(x− µX) · (y − µY )] . (9)

Mit (6) kann auch Gleichung (9) umgeformt werden zu

COV (X, Y ) = E [XY ]− µXµY . (10)

Sind die Zufallsvariablen gleich, also X = Y , so entspricht die Kovarianz der Varianz von

X:

COV (X,X) = σ2
X . (11)

Die Definition des Korrelationskoeffizienten rX,Y lautet

rX,Y =
COV (X, Y )

σXσY
, (12)

mit−1 ≤ rX,Y ≤ 1. Wenn rX,Y = 1 ist, dann besteht zwischen den beiden Zufallsvariablen

ein exakter linearer Zusammenhang mit positiver Steigung. Ist rX,Y = −1 erfolgt ein

linearer Zusammenhang mit negativem Anstieg (Handl, 2010).
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Um mehrere zufällig verteilte Variablen miteinander vergleichen zu können, bietet es sich

an die Daten zu standardisieren. Dies erfolgt durch die Bestimmung der z-Werte:

z =
x− µX
σX

. (13)

Die entstehenden Werte z sind dann standard-normalverteilt mit µZ = 0 und σZ = 1 und

die Umformung wird auch z-Transformation genannt (Bortz und Schuster, 2010).

Nun soll die Zufallsvariable X als ein zufälliger Vektor interpretiert werden, mit X =

[x1 x2 . . . xN ]T . xi ist dabei die i-te Dimension vonX , mit i = 1, 2, . . . , N . Dann entspricht

die Kovarianz-Matrix C des Vektors der Form

C =


COV (x1, x1) . . . COV (x1, xN)

... . . . ...

COV (xN , x1) . . . COV (xN , xN)

 . (14)

Mit der Gleichung (11) wird die Matrix auch als Varianz-Kovarianz-Matrix bezeichnet. Sie

ist symmetrisch und erhält die Notation Σ:

Σ =


σ2
x1

COV (x1, x2) . . . COV (x1, xN)

COV (x2, x1) σ2
x2

. . . COV (x2, xN)
...

... . . . ...

COV (xN , x1) COV (xN , x2) . . . σ2
xN

 . (15)

Der Begriff Symmetrie lässt sich mit der Eigenschaft COV (x1, x2) = COV (x2, x1)

begründen, was gleichbedeutend mit Σ = ΣT ist.

Ist der Zufallsvektor X mittelwertfrei, also E [X] = 0, so ist die Kovarianz-Matrix gleich

der Korrelationsmatrix R

R =


rx1,x1 · · · rx1,xN

... . . . ...

rxN ,x1 · · · rxN ,xN

 (16)

(Handl, 2010).
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Ein weiteres wichtiges Themengebiet ist die Behandlung der Eigenwerte und Eigenvektoren.

Wenn X eine n × n-Matrix ist, gibt es eine reelle Zahl λi, welche als Eigenwert zu X

bezeichnet wird, falls ein Vektor Ui, mit Ui 6= 0 existiert

XUi = λiUi. (17)

λi wird mit zum Eigenvektor Ui gehöriger Eigenwert bezeichnet, mit 0 ≤ i < n. Die

Eigenwerte lassen sich aus den Nullstellen der Polynoms

det (X− λiIn) = 0 (18)

berechnen, wobei In der quadratischen n × n-Einheitsmatrix und det (X− λiIn) der

Determinante entspricht. Die Eigenvektoren erhält man durch die Berechnung von

(X− λiIn)Ui = 0 (19)

(Wille und Holz, 1989; Höher, 2013).

Nach Handl (2010) wird davon ausgegangen, dass die n × n-Matrix X symmetrisch ist.

Zusammen mit den Eigenvektoren U = [U1 . . . Un] und Eigenwerten

Λ =


λ1 0 . . . 0

0 λ2 . . . 0

. . . . . .
. . . ...

0 0 . . . λn

 (20)

kann Gleichung (17) auch vereinfacht mit

XU = UΛ (21)

beschrieben werden. U ist eine Orthogonalmatrix, denn per Definition sind Eigenvektoren

zu Eigenwerten orthogonal, wenn die Matrix X symmetrisch ist. Somit folgt

UUT = UTU = In. (22)

Auf Grundlage von (22) soll die Gleichung (21) nun von rechts mit UT multipliziert werden.



2 MATHEMATISCHE ZUSAMMENHÄNGE 23

Der resultierende Ausdruck beschreibt die Spektralzerlegung von X

X = UΛUT . (23)

Es kann somit gezeigt werden, dass sich eine Matrix X aus der Summe von Matrizen

zusammensetzen lässt, wenn Gleichung (23) in Abhängigkeit von Eigenwerten λi und

Eigenvektoren Ui (i = 1, . . . , n) dargestellt wird

X =
n∑
i=1

λiUiU
T
i . (24)

2.2 Bayes-Klassifikation

Bei der Berechnung bedingter Wahrscheinlichkeiten ist es nach Bortz und Schuster (2010)

von Interesse, inwieweit ein Ereignis B eintritt, unter der Bedingung, dass schon ein

vorheriges Ereignis A eingetreten ist. Dieser Sachverhalt wird mit der Notation P (B|A)

bezeichnet und folgendermaßen berechnet:

P (B|A) =
P (A ∩B)

P (A)
, (25)

wobei P (A ∩B) die Wahrscheinlichkeit der Schnittmenge von A und B ist und P (A)

der unbedingten Wahrscheinlichkeit entspricht. Aus der Gleichung (25) können durch

Umstellen zwei äquivalente Formeln gewonnen werden:

P (A ∩B) = P (B|A)P (A)

P (A ∩B) = P (A|B)P (B) . (26)

Diese ergeben zusammen aufgrund der Übereinstimmung der linken Gleichungsseite das

Theorem von Bayes:

P (A|B) =
P (B|A)P (A)

P (B)
. (27)

Es sei festzuhalten, dass P (A) als Prior-Wahrscheinlichkeiten, P (A|B) als Posterior-

Wahrscheinlichkeiten und P (B|A) als Likelihoods gekennzeichnet werden. Der Ausdruck

Prior-Wahrscheinlichkeiten leitet sich vom Begriff a priori ab und signalisiert, dass die-

se Wahrscheinlichkeiten durch Überlegungen von vornherein als bekannt angenommen

werden. Die Likelihoods setzten „sich aus der Wahrscheinlichkeit des Auftretens der
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in einer Stichprobe beobachteten Messungen” zusammen (Bortz und Schuster, 2010,

S. 91) und können aus diesem Grund als Funktion aufgefasst werden. Somit sind die

Posterior-Wahrscheinlichkeiten, diejenigen Wahrscheinlichkeiten, welche „ohne vorherige

Erwartungen a posteriori oder im Nachhinein” (Bortz und Schuster, 2010, S. 231) zum

Erkenntnisgewinn beitragen.

In Gleichung (27) ist die unbedingte Wahrscheinlichkeit P (B) noch ungeklärt. Sie kann

mit Hilfe des Satzes der totalen Wahrscheinlichkeit in ihre bedingten Wahrscheinlichkeiten

aufgegliedert werden

P (B) = P (B|A)P (A) + P
(
B|Ā

)
P
(
Ā
)

. (28)

Ist die Menge der Zustände von A nicht auf nur zwei Ereignisse abgrenzbar, folgt für Ai
(i = 1, ..., k)

P (B) =
k∑
i=1

P (B|Ai)P (Ai) (29)

(Bortz und Schuster, 2010). Für das Theorem von Bayes gilt mit (29) der allgemeine Fall

P (Ai|B) =
P (B|Ai)P (Ai)
k∑
i=1

P (B|Ai)P (Ai)

. (30)

Die Thematik der Klassifikation kommt häufig im Zusammenhang mit dem Bayes-Theorem

zum Tragen, wenn z.B. Eigenschaften eines Liedes einem bestimmten Genre zugeordnet

werden sollen, wobei das Genre einer Klasse oder Gruppe entspricht und die Eigenschaften

dem Merkmalsprofil des Musikstückes gleichkommen. Um eine Unterscheidung zwischen

den Klassen herstellen zu können, werden vorrangig Ähnlichkeitsmaße wie die Produkt-

Moment-Korrelation, unterschiedliche Distanzmaße oder Häufigkeitsverteilungen und

Wahrscheinlichkeitsinformationen genutzt (Bortz und Schuster, 2010, S. 498). Im Fall

des Theorems von Bayes (30) entsprechen z.B. die Ereignisse Ai den unterschiedlichen

Genres (Klassen) und es soll herausgefunden werden, mit welcher Wahrscheinlichkeit die

Eigenschaften B des Songs (Merkmalsprofil) dem Genre Ai zugeordnet werden können.
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Bayes-Entscheidung

Anhand eines Beispiels soll die Bayes-Entscheidung nach Duda et al. (2001) zunächst

eingeführt werden.

Ein Restaurantbetreiber möchte einen Themenabend mit Jazzmusik veranstalten. Da er sich

keine Band leisten kann und leider auch nicht mehr viel Zeit bis zum Start des Abends

hat, durchsucht er auf gut Glück seine unzureichend organisierte Mp3-Sammlung nach

passenden Songs. Um Zeit zu sparen, hört er sich nur die ersten zehn Sekunden eines

jeden Songs an, um dann zu entscheiden, ob das Abgespielte zum Themenabend passen

könnte oder nicht. Dabei teilt er das Gehörte in zwei Klassen ein, die der Jazzmusik und

Musik mit anderen Genres. Für die weitere Kennzeichnung wird Jazzmusik mit c1 und alle

weiteren Genres mit c2 bezeichnet. Da c1, c2 unvorhersagbar sind, müssen diese Variablen

wahrscheinlichkeitstheoretisch beschrieben werden.

Nun möchte sich der Restaurantbetreiber ein paar Lieder anhören. Die Annahme, dass

das nächste abzuspielende Lied aus der Kategorie Jazz stammt, kann anhand der Prior-

Wahrscheinlichkeit vorhergesagt werden. Sie soll mit P (c1) bezeichnet werden. Glei-

chermaßen besitzen alle weiteren Genres die Wahrscheinlichkeit P (c2). Da nicht davon

ausgegangen wird, dass noch weitere Musikarten in seiner Musiksammlung existieren,

ist die Summe von P (c1) und P (c2) gleich eins. Wie hoch die Wahrscheinlichkeiten ein-

zuschätzen sind, kommt auf verschiedene Faktoren an, einer wäre z.B. ob der Betreiber

ein Jazzfan ist, was darauf hinweisen könnte, dass sich in der Sammlung eine beachtliche

Menge an Musiken befindet, die der Kategorie Jazz entsprechen. Zu diesem Zeitpunkt

kann also vor dem Abspielen des nächsten Liedes eine Entscheidungsregel nur aufgrund

der Prior-Wahrscheinlichkeiten formuliert werden. Die Entscheidung trifft auf c1, wenn

P (c1) > P (c2), anderenfalls wird c2 ausgewählt.

Um nicht nur anhand von Vorüberlegungen Entscheidungen zu treffen, soll ein Maß mit

in die Auswahl der Titel eingehen. Hierbei achtet der Restaurantbetreiber darauf, ob beim

Abspielen ein Jazz-typisches Blasinstrument zu hören ist. Das Auftreten des Instruments

soll mit s bezeichnet werden und geht einher mit der Wahrscheinlichkeitsdichtefunktion

p (s|c1). Es kann also gesagt werden, dass es sich um die Dichtefunktion von s handelt, mit

der Bedingung einer zugrundeliegenden Klasse c1.

Allgemein gesehen existieren nun die Prior-Wahrscheinlichkeiten P (cj) und die bedingten

Dichten p (s|cj), auch Likelihoods genannt. Mit dem Theorem von Bayes der Gleichung
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(30) können die Posterior-Wahrscheinlichkeiten P (cj|s) bestimmt werden:

P (cj|s) =
p (s|cj)P (cj)
2∑
j=1

p (s|cj)P (cj)

. (31)

Soll auf dieser Basis eine Entscheidung getroffen werden, wird zusätzlich die Wahrschein-

lichkeit für eine Fehlentscheidung mit einbezogen

P (error|s) =

P (c1|s) , falls die Entscheidung auf c2 fällt,

P (c2|s) , falls die Entscheidung auf c1 fällt.
(32)

In dieser Gleichung findet eine Minimierung der Wahrscheinlichkeit für eine Fehlentschei-

dung statt und wegen

P (error) =

∞̂

−∞

P (error, s) ds =

∞̂

−∞

P (error|s) p (s) ds (33)

kann dies auch auf die Durchschnittsfehlerwahrscheinlichkeit übertragen werden, denn

wenn P (error|s) minimal ist, so wird dies auch auf das Integral zutreffen. Die Bayes-

Entscheidungsregel lautet nun

c1, falls P (c1|s) > P (c2|s) ; anderenfalls c2 (34)

und Gleichung (32) wird zu

P (error|s) = min [P (c1|s) , P (c2|s)] . (35)

Da der Nenner in (31) nur ein Skalierungsfaktor ist, kann er in der Entscheidungsre-

gel weggelassen werden. Diese wird somit nur noch durch die Likelihoods und Prior-

Wahrscheinlichkeiten formuliert

c1, falls p (s|c1)P (c1) > p (s|c2)P (c2) ; anderenfalls c2. (36)

Im vorherigen Beispiel wurde nur der zweiklassige Fall behandelt, allgemein gesehen sollen
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aber n Klassen (c1, . . . , cn) vorhanden sein. Es gab nur ein Feature s, weshalb nun davon

ausgegangen wird, dass ein zufälliger Feature-Vektor S existiert, wobei S D-dimensional

und Teil des Feature-Raums RD ist. Weiterhin werden, anstelle einer strikten Entscheidung,

a Aktionen α1, . . . , αa erlaubt und eine Verlustfunktion l (αi|cj) zeigt auf, wie kostspielig

jede Aktion αi ist, wenn cj als zugehörige Klasse angenommen wird. Mit Hilfe des Bayes-

Theorems (30) sollen die Posterior-Wahrscheinlichkeiten anhand der Likelihoods und

Prior-Wahrscheinlichkeiten berechnet werden:

P (cj|S) =
p (S|cj)P (cj)
n∑
j=1

p (S|cj)P (cj)
. (37)

Falls cj nun die Klasse ist, bei der eine Aktion αi durchgeführt wird, weil eine Beobachtung

S vorhanden ist, wird der Verlust mit l (αi|cj) definiert und das erwartbare bedingte Risiko,

eine falsche Aktion zu wählen, folgendermaßen angegeben:

R (αi|S) =
n∑
j=1

l (αi|cj)P (cj|S) . (38)

Im Entscheidungsprozess soll, wie in Gleichung (33), das Gesamtrisiko R aber möglichst

gering gehalten werden, weshalb ein α (S) gefunden werden muss, sodass sich das bedingte

Risiko R (α (S) |S) minimiert, denn

R =

ˆ
R (α (S) |S) p (S) dS. (39)

α (S) ist hierbei die Entscheidungsfunktion, welche bei gegebenem S eine der vorhandenen

a Aktionen α1, . . . , αa auswählt.

Als Bayes-Entscheidungsregel für den allgemeinen Fall ist deshalb festzuhalten: Um das

Gesamtrisiko zu minimieren, wird das bedingte Risiko

R (αi|S) =
n∑
j=1

l (αi|cj)P (cj|S) (40)

für i = 1, . . . , a berechnet und diejenige Aktion αi gewählt, für welche das Risiko R (αi|S)

am kleinsten ist. Bezeichnet wird das minimale Gesamtrisiko mit Bayes-Risiko, es ent-

spricht der besten Leistung, die erreicht werden kann.
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Um das vorherige Beispiel noch einmal aufzugreifen, seien nun die Aktionen α1, α2 gleich-

zusetzen mit den Entscheidungen, dass c1 beziehungsweise c2 die richtige Klasse ist.

Einfachheitshalber ist lij = l (αi|cj) wieder die Verlustfunktion. Nach Gleichung (40) folgt

daraus für das bedingte Risiko

R (α1|S) = l11P (c1|S) + l12P (c2|S) und

R (α2|S) = l21P (c2|S) + l22P (c2|S) . (41)

Auf dieser Grundlage ist die fundamentale Entscheidungsregel folgendermaßen zu formu-

lieren:

c1, falls R (α1|S) < R (α2|S) ; anderenfalls c2. (42)

Nun besteht die Möglichkeit, verschiedene Alternativen anzugeben. Eine von ihnen bein-

haltet die Angabe von Likelihoods und Prior-Wahrscheinlichkeiten:

c1, falls (l21 − l11) p (S|c1)P (c1) > (l12 − l22) p (S|c2)P (c2) ; anderenfalls c2. (43)

Bei der Klassifikation von Daten ist es immer gewünscht, die Fehlerrate so niedrig wie

möglich zu halten. Wird eine Aktion αi gewählt und die richtige Klasse ist cj , dann findet

eine wahre Entscheidung nur bei i = j statt, für alle weiteren i 6= j entsteht ein Fehler.

Um diesen Fehler so klein wie möglich zu halten, muss eine weitere Entscheidungsregel

formuliert werden. Dabei wird die Verlustfunktion zu Rate gezogen und mit Zero-One-

Verlustfunktion bezeichnet:

lij =

0 i = j

1 i 6= j
i, j = 1, . . . , n.

Bei ihr wird im Falle einer richtigen Entscheidung kein Verlust und bei einer falschen



2 MATHEMATISCHE ZUSAMMENHÄNGE 29

Entscheidung ein Verlust zugeordnet. Übertragen auf das bedingte Risiko bedeutet dies

R (αi|S) =
n∑
j=1

lij · P (cj|S) , (44)

=
∑
j 6=i

P (cj|S) , (45)

= 1− P (ci|S) . (46)

Es ist somit zu erkennen, dass P (ci|S) so groß wie möglich sein muss, damit das bedingte

Risiko minimiert wird. Aufgrund der Gleichung (39) sinkt dann auch das Gesamtrisiko auf

einen minimalen Wert. Für die minimale Fehlerrate lautet die Entscheidungsregel demnach

ci, falls P (ci|S) > P (cj|S) für alle j 6= i. (47)

Naiver Bayes-Klassifikator

Mit den Grundlagen der Bayes-Entscheidung lässt sich nun der naive Bayes-Klassifikator

(engl. Naive Bayes Classifier - NBC) als ein Mittel zur Klassifikation von Feature-Vektoren

auf bekannte Klassen c1, . . . , cn definieren. Decker (2005) zeigt anhand der schrittweisen

Entwicklung eines naiven Bayes-Klassifikators, dass gute Performance-Werte erreicht wer-

den können, wenn eine vorherige PCA durchgeführt wird, bei welcher die Unterscheidung

der Klassen dadurch erfolgt, dass jede einzelne Klasse ein Set mit weiteren Feature-Vektoren

beinhaltet. Diese Menge bildet die Charakteristika einer Klasse und wird als Trainingsset

Ti bezeichnet, mit i = 1, . . . , n.

Bei der Klassifikation soll nun ein Testvektor STest = [s1, · · · , sd] einer der n Klas-

sen zugeordnet werden, wobei wichtig ist, dass das Risiko einer Fehlklassifikation so

niedrig wie möglich gehalten wird. Im vorherigen Abschnitt wurde anhand der Bayes-

Entscheidungstheorie erörtert, dass eine Minimierung des Risikos mit der Maximierung der

Posterior-Wahrscheinlichkeit einhergeht:

cMAP, falls P (cMAP |STest) = max
i
{P (ci|STest)} . (48)

Es wird also diejenige Klasse cMAP ausgesucht, welche der Maximum-A-Posteriori-

Entscheidung (MAP) entspricht (Mitchell, 2007). Anders ausgedrückt, kann die Gleichung
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(48) auch folgendermaßen geschrieben werden:

cMAP = arg max
i
{P (ci|STest)} . (49)

Mit Gleichung (52) können die Posterior-Wahrscheinlichkeiten nun durch ihre Likelihoods

und Prior-Wahrscheinlichkeiten angegeben werden

cMAP = arg max
i


p (STest|ci)P (ci)
n∑
j=1

p (STest|cj)P (cj)

 . (50)

Bei dieser Art der Klassifikation erhöht sich nun der Schwierigkeitsgrad, denn die Like-

lihoods und Prior-Wahrscheinlichkeiten sind oft unbekannt und müssen deshalb geschätzt

werden. Da es sich bei S um einen D-dimensionalen Vektor handelt, steigt nach Raudys

und Jain (1991); Mitchell (2007) die benötigte Größe des Trainingssets mit D exponential.

Der NBC negiert diesen Weg der Dimensionalität nun aber mit der Annahme, dass p (S|ci)
ein Produkt von D 1-dimensionalen Likelihood-Funktionen p (sd|ci) ist:

p (S|ci) =
D∏
d=1

p (sd|ci) . (51)

Nach Mitchell (2007) steigt nun die benötigte Anzahl der Feature-Vektoren im Trainingsset

nur noch linear mit D.

Neben den Likelihoods sind auch die Prior-Wahrscheinlichkeiten meist unbekannt, weshalb

häufig davon ausgegangen wird, dass jede der N Klassen gleich wahrscheinlich ist.

Die Entscheidungsfindung eines NBC erfolgt nun auf Grundlage der Gleichung (51) und

ist definiert durch die Formel

cNBC = arg max
i


P (ci)

D∏
d=1

p (sd|ci)
n∑
j=1

p (STest|cj)P (cj)

 . (52)

Für diese Gleichung wird vorausgesetzt, dass die Features sd statistisch unabhängig oder

funktional abhängig voneinander sind (Rish et al., 2001). Dieser Annahme kann aber

bei der Verwendung von „echten” Daten meist nicht nachgegangen werden, weshalb die
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Im Fall eines naiven Bayes-Klassifikators kann allgemein gesagt werden, dass gi (S) =

−R (αi|S). Dies führt dazu, dass die maximale Diskriminanzfunktion zu einem minimalen

Risiko führt. Um weiter zu vereinfachen, sei für eine minimale Fehlerrate gi (S) = P (ci|S).

Hieraus resultiert, dass eine maximale Diskriminanzfunktion der größten Posteriorwahr-

scheinlichkeit entspricht. Diese Beispiele implizieren, dass jedes gi (S) durch f (gi (S))

ersetzt werden kann, solange f (·) einer monoton steigenden Funktion entspricht. Am

Ergebnis der Klassifikation ändert dies nichts. Im Folgenden sollen einige Beispiele für

Wahl der Diskriminanzfunktionen angegeben werden:

gi (S) = P (ci|S) =
p (S|ci)P (ci)
n∑
j=1

p (S|cj)P (cj)
, (54)

gi (S) = p (S|ci)P (ci) , (55)

gi (S) = log p (S|ci) + logP (ci) . (56)

Beim Übergang von Gleichung (55) zu (56) wurde die z.B. Multiplikationsregel der Loga-

rithmengesetze angewandt. Auch wenn die Wahl verschiedener Diskriminanzfunktionen

zulässig ist, ist die Aussage der Entscheidungsregel aber immer dieselbe.

Dieses Wissen auf den naiven Bayes-Klassifikator angewendet, bedeutet, dass die Glei-

chungen

cNBC = arg max
i=1...n


P (ci)

D∏
d=1

p (sd|ci)
n∑
j=1

p (STest|cj)P (cj)

 (57)

und

cNBC = arg max
i=1...n

{
D∏
d=1

p (sd|ci)

}
(58)

zu der selben Entscheidung führen, da der Nenner in (57) nur ein Skalierungfaktor ist und

P (ci) im Fall der Gleichverteilung weggelassen werden kann. Um Zeit bei der Berech-

nung zu sparen, bietet es sich also an, Gleichung (58) in den weiteren Betrachtungen zu

verwenden.

Neben den genannten Aufgaben der Entscheidungsregel existiert auch die Anforderung

den Feature-Raum in n Entscheidungsregionen R1, . . . , Rn zu teilen. Das bedeutet, falls

gi (S) > gj (S) für alle j 6= i ist, dann ist S in Region Ri und die Entscheidungsregel

weist s der Klasse ci zu. Damit existieren sogenannte Entscheidungsgrenzen, welche die
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Abbildung 4: Entscheidungsregionen (Grill und Flexer, 2012)

Regionen voneinander trennen. Abbildung 4 zeigt eine exemplarische Darstellung dieser

Grundlage anhand einer Karte strukturbasierter Sounds. Sie kann als Feature-Raum interpre-

tiert werden, indem die weiß umrandeten Fliesen unterschiedliche Entscheidungsregionen

repräsentieren und Linien als Entscheidungsgrenzen definiert werden (Grill und Flexer,

2012).

Sind nur zwei Klassen vorhanden, wird statt der Diskriminanzfunktionen g1 (S) und g2 (S)

nur eine einzige verwendet, indem beide voneinander subtrahiert werden

g (S) ≡ g1 (S)− g2 (S) .

Die Entscheidungsregel lautet dann

c1, falls g (S) > 0; anderenfalls c2,
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wobei g (S) z.B. die Form

g (S) = P (c1|S)− P (c2|S)

annehmen kann.

PCA zur Bestimmung dekorrelierter Diskriminanzfunktionen

Damit der naive Bayes-Klassifikator befriedigende Ergebnisse liefert, benötigt er dekorre-

lierte Diskriminanzfunktionen. Hierfür bietet sich eine PCA an, indem nach Lerch (2012)

die Eingangsvariablen, in diesem Fall ein Feature-Vektor Si, auf ein neues Koordina-

tensystem übertragen werden. Dies geschieht aufgrund von Komponenten, welche aus

Linearkombinationen unterschiedlicher Features zusammengestellt sind

Xi = MT · Si. (59)

Xi ist dabei der aufs neue Koordinatensystem übertragene Vektor und die D ×D Transfor-

mationsmatrix MT enthält die Komponenten [M1 . . . Md] aus Linearkombinationen der

Eingangsvektoren Si. Eine andere Schreibweise ergibt sich, wenn mehrere Beobachtun-

gen S = [S1 ... Sn] vorhanden sind, denn hierbei wird Gleichung (59) in folgende Form

übertragen:

X = MT · S. (60)

Da der naive Bayes-Klassifikator dekorrelierte Daten in X benötigt, müssen die Kompo-

nenten der Transformationsmatrix „in Richtung der größten Abweichungen (Varianzen)

der Daten zeigen” Decker (2005, S. 31). Dies geschieht dann, wenn die Vektoren MD

orthogonal zueinander sind:

MT
DMD = 1 (61)

Die Umsetzung dieser Voraussetzung erfolgt durch die Berechnung der symmetrischen

Feature-Kovarianzmatrix beziehungsweise Korrelationsmatrix Σ für mittelwertfreie Daten.

Wie in Abschnitt 2.1 erläutert wurde, kann eine symmetrische Matrix durch ihre Eigenwerte

λn und Eigenvektoren Un dargestellt werden

ΣUn = λnUn. (62)
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Die Eigenvektoren sind orthogonal zueinander und repräsentieren die Achsen des neuen

Koordinatensystems. Somit definieren die Eigenvektoren der Kovarianzmatrix die Kompo-

nenten der Transformationsmatrix MT (Lerch, 2012):

[M1 . . . Md] = [U1 · · · Un] (63)

Die Reihenfolge der Komponenten bestimmen die Eigenwerte λn der Eigenvektoren, denn

sie sind die Varianzen der Linearkombinationen UT
n X:

V AR
(
UT
n X
)

= UT
n V AR (X)Un = UT

n ΣUn, (64)

und mit Gleichung (61) und (62) wird daraus

UT
n ΣUn = UT

n λnUn = λnU
T
n Un = λn (65)

⇔ V AR
(
UT
n X
)

= λn (66)

(Handl, 2010). Um die Daten nun so weit wie möglich zu dekorrelieren, werden die Ei-

genvektoren anhand ihrer Eigenwerte, beginnend mit dem Maximalwert, der Größe nach

geordnet. Hieraus erfolgt die Gewichtung der eigentlichen Features in den jeweiligen Li-

nearkombinationen. Features mit großem Einfluss auf die erste Komponente können so

interpretiert werden, dass sie sehr wichtig für die zugrundeliegenden Daten sind und viele

Informationen über die Gesamtheit der Stichprobe enthalten, wohingegen Features mit

großem Einfluss auf die letzten Komponenten als eher unwichtig eingestuft werden. Durch

diese Erkenntnis ist es vorstellbar, einige der hinteren Komponenten der Transformationsma-

trix für weitere Analysen wegzulassen, um mit diesem Schritt eine Dimensionsreduzierung

der Daten vorzunehmen (Lerch, 2012). Vorteilhaft daran ist, dass eine große Feature-Menge

verkleinert werden kann, aber gleichzeitig führt dies zum Nachteil, dass durch die Redukti-

on „neue” Features entstehen. So befinden sich nämlich mehrere ursprüngliche Features

gewichtet in einem neuen Feature-Vektor (eine Komponente in der Transformationmatrix)

und sind deshalb für spätere Einzelanalysen nicht mehr verfügbar. Um die Echtheit der

Features zu erhalten, bieten sich weitere Möglichkeiten der Feature-Reduktion an. Zwei

werden in Abschnitt 4.2 näher erläutert.
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Klassifikation anhand der Transformationsmatrix einer Klasse

Bei der Klassifikation eines Testvektors STest auf bekannte Klassen c1, . . . , cn wird nach

Decker (2005) nun für jede Klasse ci, i = 1, . . . , n ein Trainingsset Ti aus einer Stichprobe

gezogen und die jeweilige klassenbedingte Transformationsmatrix MT
i berechnet. Es

ist möglich innerhalb einer anderen Methode die komplette Transformationsmatrix zur

Dekorrelation der Daten zu verwenden. Hierbei werden dann die Testvektoren nicht mit

jeder klassenbedingten Matrix dekorreliert, sondern mit der Gesamtmatrix. Diese Variante

wird z.B. bei Fan und Poh (2007) angewendet. Der Unterschied sollte sich aber nur auf

kleinere Trainingssets auswirken, da der Feature-Raum aufgrund nur weniger Daten nicht

als Ganzes bei der Dekorrelation betrachtet werden kann. Die Ergebnisse in der Studie

von Decker (2005) zeigten aber keine Einschränkungen auf, weshalb die klassenbedingte

Bestimmung der Transformationsmatrix übernommen wurde. Hierbei wird nun zuerst aus

den Beobachtungen des Trainingssets Ti der Mittelwert-Vektor ηi der einzelnen Features

geschätzt und von den Beobachtungswerten abgezogen. Aus den erhaltenen mittelwertfreien

Daten werden im Anschluss die Eigenwerte und Eigenvektoren der Korrelationsmatrix

bestimmt und daraus die Transformationsmatrix MT
i zusammengestellt. Ein auf die Klasse

ci projizierter dekorrelierter Testvektor Xi wird nun mit Hilfe der Transformationsmatrix

berechnet, indem der Mittelwert-Vektor ηi vom Testvektor Si abgezogen und anschließend

mit der Transformationsmatrix MT
i multipliziert wird:

Xi = MT
i · (Si − ηi) . (67)

Für den naiven Bayes-Klassifikator bedeutet dies, dass nur noch die Likelihoods

pi (X)
def
= p (Xi) = p (X|ci) (68)

geschätzt werden müssen, damit eine Entscheidung für eine Klasse ci gefällt werden kann

cNBC = arg max
i=1...n

{
D∏
d=1

pi (Xd)

}
. (69)

Diese Berechnung erfolgt durch die Hinzunahme einer Kerndichteschätzung

pi (Xd) =
1

hN

N∑
k=1

K

(
Xd −Xkd

h

)
, (70)
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Kern K(y)

Gauss 1
2π

exp
(
−1

2
y2
)

Epanechnikov

{
3

4
√
5

(
1− 1

5
y2
)
, für |y| <

√
5

0, sonst

Tabelle 2: Kerne einer Kerndichteschätzung (Decker, 2005)

wobei K (y) einer Wahrscheinlichkeitsdichtefunktion entspricht

ˆ
K (y) dy = 1 (71)

und h eine positive Zahl ist, die mit dem Begriff Bandbreite bezeichnet wird (Mitchell,

2007) und als Glättungsfaktor agiert. Bei der Kerndichteschätzung wird aufgrund der

Daten Xkd eine Häufigkeitsverteilung generiert, die aber nicht wie beim Histogramm nur

diskrete Werte annehmen kann, vielmehr werden hierbei Kurven über die Werte platziert.

Am Ende summieren sich diese Kurven zu einer einzelnen auf und es ergibt sich die

Schätzfunktion der gesuchten Likelihoods pi (Xd) (Decker, 2005). Die typische Wahl einer

Kernfunktion K (y) betrifft häufig den Gauss-Kern oder Epanechnikov-Kern, aber auch

andere sind möglich. In Tabelle 2 sind die Formeln zur Berechnung der genannten Kerne

nachzulesen. Auch die richtige Wahl des Glättungsfaktors h ist sehr wichtig, da er über die

Verrauschtheit der Dichtefunktion entscheidet. Bei Zambom und Dias (2012) kann darüber

genauer nachgeschlagen werden, hier soll, wie bei Decker (2005) auch, der subjektive Wert

h = 0.3 genügen.
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3 Audio-Feature-Analyse

Bei der Klassifikation von Stichproben sind die Informationen des zugrundeliegenden

Datensatzes von enormer Wichtigkeit. Da in der Arbeit der Einfluss inhaltsbasierter Daten

auf kollaborative Filter untersucht werden soll, folgt in diesem Abschnitt die theoretische

Betrachtung der Gewinnung signalbasierter Audiomaße, welche als solche interpretiert

werden können. Soweit nicht anders ausgewiesen, bezieht sich der Abschnitt 3 auf die

Angaben von Lerch (2012).

3.1 Audioinhaltsanalyse

Die Audioinhaltsanalyse (engl. Audio Content Analysis - ACA) beschäftigt sich mit der

Untersuchung digitaler Audiosignale. Dabei werden dem zugrundeliegenden Signal Infor-

mationen, auch Meta-Daten genannt, entnommen und für weitere Verarbeitungszwecke

gespeichert. Denkbar für die Extraktion von Meta-Daten ist alles, was durch das mensch-

liche Ohr wahrnehmbar ist und damit im direkten Zusammenhang mit Musik steht, z.B.

Tempo- beziehungsweise Tonartanalyse, die komplette Übertragung von Aufnahmen ins

Notenformat oder der Analyse von Aufzeichnungen verschiedener Interpreten des gleichen

Stücks zur Modellierung menschlicher emotionaler Affekte. Zu weiteren Angaben von

Meta-Daten gehören aber auch das Jahr der Entstehung des Musikstücks oder seine Inter-

preten, um nur zwei zu nennen, aber diese sollen im weiteren Verlauf nicht von Interesse

sein, da der Fokus der Arbeit in der digitalen Signalverarbeitung liegt.

Ein Begriff, der häufig im Zusammenhang mit ACA verwendet wird, ist die Musikinfor-

mationsgewinnung (engl. Music Information Retrieval - MIR), wobei ACA als eine Art

Unterkategorie gesehen werden kann, da sich MIR zusätzlich z.B. mit der Analyse sym-

bolischer Musikformate, wie Noten oder der digitalen Schnittstelle für Musikinstrumente

(engl. Musical Instrument Digital Interface - MIDI) beschäftigt. Aber auch Songtexte, Auf-

führungsinstruktionen in den Noten oder bibliografische Informationen der Werke werden

untersucht.

In den letzten Jahrzehnten ist die Nutzung beachtlicher Datenmengen durch Breitbandver-

bindungen und die stetige Vergrößerung der Speichermedien vorangeschritten, weshalb

ein steigender Bedarf nach automatischen Systemen zur Audioinhaltsanalyse besteht. Bei

der Betrachtung der Musikbibliothek von Deezer, welche momentan ca. 30 Millionen
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Songs10 beinhaltet, wäre es schlichtweg nicht möglich Personen zur manuellen Analyse

der Audiodaten einzusetzen. Es bietet sich somit an, ACA zur automatischen Organisation

großer Audiodatenbanken zu nutzen. Hierzu zählt die Suche nach Dateien mit gleichen

Charakteristiken, was zu einer Empfehlung anderer Musiktitel führen kann oder als Schnitt-

stelle dient, wenn z.B. zu einem gepfiffenen Lied der Originaltitel als Text zurückgeben

wird. Weitere Rückgabewerte können auch visueller Natur sein, indem die Notenwerte

einer Aufnahme in einem Audiobearbeitungsprogramm oder die Geschwindigkeit momen-

tan laufender Titel angezeigt werden. Eine sehr große Rolle spielt die ACA aber in der

Bearbeitung und Veränderung von Sounds. Die Signale werden durch Effekte wie Flanger,

Distortion oder auch Hall und Verzögerung in Echtzeit modifiziert. Auf digitaler Ebene

sind dafür nur mathematische Algorithmen und ein starkes Computersystem von Nöten.

3.2 Charakteristika und Taxonomien von Audioinhalten

Audioinhalte können in vielerlei Hinsicht betrachtet und analysiert werden. In der klas-

sischen Sichtweise geht es vor allem um die Herstellung einer Notation des Klangs im

Sinne der Musiktheorie. Diese entspricht der Definition einer musikalischen Idee. Dabei

kommt es nicht darauf an, ob es sich um geschriebene Notenwerte in einer Partitur handelt,

auch einfache Notizen oder symbolische Werte können als solche interpretiert werden.

Neben Angaben zum Takt oder zur Rhythmik, gehören auch Harmonieverlauf, Instrumen-

tenangaben oder strukturelle Informationen, wie Wiederholungszeichen in diese Kategorie.

Typische Aspekte einer Aufführung beinhalten das Tempo, die Realisierung musikalischer

Dynamik, Akzente, spezielle Spieltechniken zur Veränderung der Sound-Qualität oder

Modellierung der Dynamik, z.B. Tremolo, um nur einige zu nennen. Als letzter Schritt

folgt die Produktion des Musikstücks, welches durch die Aufnahme und Nachbearbeitung

realisiert wird.

Neben der klassischen Betrachtungsweise können technisch gesehen die Charakteristika

von Audioinhalten in fünf Kategorien eingeteilt werden:

1. Die Kategorie der statistischen oder technischen Signalcharakteristiken, welche den

Audiodaten entnommen werden, hierzu gehören z.B. Amplitudenverläufe.

2. Die Kategorie der intensitätsbezogenen Charakteristiken, welche durch die Analyse

pegelabhängiger Eigenschaften bestimmt werden.
10http://www.deezer.com/legal/about - Stand 03.04.2014
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3. Die Kategorie der Charakteristiken, welche die Tonqualität oder Klangfarbe (Timbre)

beschreiben.

4. Die Kategorie der Klangcharakteristiken, welche anhand der tonalen Komponenten

des Signals bestimmt werden.

5. Die Kategorie der temporalen Charakteristiken, welche durch rhythmische und zeitli-

che (Timing-) Eigenschaften des Signals repräsentiert werden.

Jede Information, die in Hinblick auf die genannten Kategorien aus den Audiodaten ge-

wonnen wird, kann das Musikstück tiefgreifender beschreiben, sei es die musikalische

Struktur, der Stil, die transportierte Stimmung oder die emotionale Gemütserregung. Es

zeigt wie Vielseitigkeit die genannten Parameter zum weiteren Verständnis der Musik

beitragen können, da sie unabhängig zum gehörten Signal, Eigenschaften des Audioinhalts

charakterisieren.

3.3 Audioinhaltsanalysesysteme

Zur Bestimmung der oben genannten Charakteristiken wird typischerweiser zuallererst das

Audiosignal in ein digitales Computersystem eingelesen beziehungsweise aufgenommen.

Abbildung 5 zeigt u.a. diesen Vorgang. Beispielsweise kann es sich hierbei um ein chro-

matisches Stimmgerät für Gitarren oder ein Softwareprogramm handeln. Bei der Analyse

großer Datenmengen, wie sie bei Musik auftreten, sollte im nächsten Schritt entschieden

werden, ob nur Teile für eine weitere Analyse verwendet werden oder der Titel für die

Weiterverarbeitung in Blöcke oder Frames geteilt wird. Eine Analyse des kompletten Mu-

sikstücks würde bei der Bearbeitung zu viel Zeit beanspruchen und eventuelle Feinheiten

einzelner Abschnitte übergehen. Aus den resultierenden Daten werden dann sogenannte

Features bestimmt. Sie repräsentieren bestimmte Eigenschaften des Audiosignals, was

gleichbedeutend mit einer Dimensionsreduzierung der rohen Daten ist und den Fokus auf

die eigentlichen Interessen der Analyse lenkt. Denn wichtig bei der Untersuchung der

Audioinhalte ist, dass die Ergebnisse leicht für Menschen oder Maschinen interpretierbar

sind. Erreicht wird dieses Ziel in der nächsten Stufe des Analysesystems. Hier werden

die berechneten Features in ihrer Wirkung untersucht und in Low-Level-Features oder

High-Level-Features eingeteilt. Eine strikte Trennung der Beiden ist nicht möglich, denn

die jeweilige Betrachtungsweise entscheidet über ihre Kennzeichnung. Mehrere Low-Level-

Features können zusammengenommen einem High-Level-Feature gerecht werden oder
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3.4 Grundlegende Eigenschaften digitaler Audiosignale

Für die Betrachtung einzelner Audio-Features in Abschnitt 3.5 ist es wichtig, die Grundla-

gen digitaler Audiosignale zu behandeln. Aus diesem Grund folgt eine Übersicht, welche

beschreibt, wie Audiosignale aufgebaut sind und welche Schritte nötig sind, um analoge

Signale in digitale umzuwandeln.

Periodische Signale

Ein Audiosignal wird als Funktion eines zeitveränderlichen Schalldruckpegels beschrieben,

da es mit einer Signalamplitude zwischen−1 und 1 für jeden Zeitpunkt t definiert ist. Somit

wird es auch als kontinuierliches Signal x (t) bezeichnet. Für periodische Zeitverläufe

x (t) = x (t+ T0) (72)

wiederholt sich das Signal in konstanten Zeitabschnitten mit der Periodenlänge T0. Hieraus

ergibt sich die Grundfrequenz f0
f0 =

1

T0
. (73)

Ein periodisches Signal kann aber auch als Überlagerung mehrerer gewichteter sinusförmi-

ger Signale angegeben werden:

x (t) =
∞∑

k=−∞

a (k) ejω0kt. (74)

Ist dies der Fall, wird das Signal mit dem Begriff Fourierreihe bezeichnet, wobei ω0 = 2πf0

ist und ejω0kt die reellen und imaginären Signalanteile enthält:

ejω0kt = cos (ω0kt) + j sin (ω0kt) . (75)

Die Gewichtungsfaktoren a (k) werden wie folgt berechnet:

a (k) =
1

T0

T0/2ˆ

−T0/2

x (t) e−jω0ktdt. (76)

Abbildung 6 auf der nächsten Seite zeigt ein solches Beispiel anhand eines Rechtecksignals
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Quantisierung

Aber nicht nur die Zeitebene hat einen kontinuierlichen Verlauf, sondern auch die Amplitude

folgt diesem Gesetz. Für die Digitalisierung muss auch sie diskretisiert werden. Dieser

Vorgang wird Quantisierung genannt und entspricht der Rundung vorhandener Werte auf

vordefinierte Amplitudenzustände. Insgesamt gibt es N Stufen, welche so eingeteilt sind,

dass der Abstand der maximalen und minimalen Amplitude zum Nullwert gleich groß ist.

Falls N Werte einer Zweierpotenz annimmt, so kann die Amplitude jedes quantisierten

Samples durch einen binären Code der Wortlänge w = log2 (N) repräsentiert werden.

Audiodateien besitzen häufig Wortlängen mit 16 bit, 24 bit und 32 bit. Aus dieser Anordnung

ergeben sich aber auch mögliche Falschzuweisungen der Zustände, da kontinuierliche

Werte auf die jeweiligen Stufen auf- beziehungsweise abgerundet werden. Dieser Fehler

wird Quantisierungsfehler eq genannt und befindet sich im Bereich −δ/2 . . . δ/2, wobei δ

der Stufengröße entspricht. Anders ausgedrückt, verkörpert der Quantisierungsfehler die

Differenz zwischen dem Originalsignal x und dem quantisierten Signal xq:

eq (i) = x (i)− xq (i) . (78)

Ein Maß für die Güte eines Quantisierers ist der Signalrauschabstand (engl. Signal to Noise

Ratio - SNR). Er wird aus der Leistung des Signals Ps und der Leistung des Quantisie-

rungsfehlers Pq bestimmt und in der Pseudo-Einheit Dezibel angegeben:

SNR = 10 · log10

(
Ps
Pq

)
[dB] (79)

SNR = 6.02 · w + cS [dB] . (80)

Gleichung (80) beinhaltet die Wortlänge des Quantisierers. Es ist zu erkennen, dass die

Vergrößerung dieses Wertes um ein Bit, das Verhältnis zwischen Signal und Rauschen um 6

Dezibel verbessert. Die Konstante cS wird durch das zugrundeliegende Signal beeinflusst.

Verwendung von Blöcken

Aufgrund des Aufbaus und der verwendeten Algorithmen eines ACA-Systems werden die

Audiosignale vor der Verarbeitung meist in Blöcke (engl. Frames) mit einer Blocklänge K

eingeteilt, wobei dies der Anzahl der Samples in einem Block entspricht. Dieser Vorgang

hat den Vorteil, dass vorhandene Audiodateien nicht im Ganzen bearbeitet werden müssen,





3 AUDIO-FEATURE-ANALYSE 46

ist:

x (t) =
1

2π

∞̂

−∞

X (jω) ejωtdω. (82)

Diskrete Fourier-Transformation

Die Fourier-Transformation kann aber auch so durchgeführt werden, dass das entstehende

Spektrum diskret ist und somit in der digitalen Weiterverarbeitung genutzt werden kann.

Dies führt dazu, dass die kontinuierlich verlaufenden Frequenzen auf bestimmte Frequenz-

abschnitte, auch Bins genannt, abgebildet werden. Die Anzahl der Bins ist über dem zu

interessierenden Frequenzbereich mit einem Abstand ∆Ω gleichverteilt:

∆Ω =
2πfS
K

. (83)

Dieser Vorgang wird diskrete Fourier-Transformation (engl. Discrete Fourier Transform -

DFT) genannt, wobei der n-te Block des diskreten Signals x (i) folgendermaßen berechnet

wird:

X (k, n) =

ie(n)∑
i=is(n)

x (i) e−jki
2π
K , (84)

mit k = 0, 1, ..., N − 1, auch als Frequenz-Bin-Index bezeichnet und is, ie dem ersten

beziehungsweise letzen Sample des Blocks entspricht. Sehr häufig ist auch von der schnellen

Fourier-Transformation (engl. Fast Fourier Transformation - FFT) die Rede. Es handelt sich

dabei um die DFT, nur werden die Ergebnisse schneller berechnet, als in der herkömmlichen

Variante.

3.5 Audio-Feature-Bestimmung

In Abschnitt 3.3 wurde auf die unterschiedlichen Kategorien der vom ACA-System zu

extrahierenden Features hingewiesen. Hierzu wurden Begriffe wie Low- oder High-Level-

Features oder auch kurzfristige bis langfristige Features eingeführt. Nun sollen ausgesuchte

Audiofeatures präsentiert und in die fünf Kategorien der technischen Betrachtungsweise

audio-basierter Inhalte eingeordnet werden. Die Auswahl der Features wurde so durchge-

führt, das die für die vorgestellte Forschungsfrage relevantesten in Abschnitt 4 Verwendung

finden können.



3 AUDIO-FEATURE-ANALYSE 47

Intensität

Die Dynamik wird häufig durch den Lautstärke-Eindruck der Musik erzeugt (Weinzierl,

2008). Intensität und Lautheit des Stücks spielen dabei ein große Rolle, wobei zwischen den

beiden Begriffen auf physikalischer und wahrgenommener Ebene unterschieden werden

muss. Intensität ist eine messbare Einheit, welche z.B. die Stärke eines Sounds beschreibt,

wohingegen die Lautheit nur durch einen menschlichen Beobachter charakterisiert werden

kann. Überträgt man auch die Intensität auf die Wahrnehmung des Menschen, so besteht

zwischen den beiden Ausdrücken ein Zusammenhang, der nicht-linear ist. Zwar wird bei

einer Verstärkung des Signals auch eine gesteigerte Lautheit registriert, doch geschieht dies

auf der logarithmischen Zahlenebene mit Hilfe der Einheit Dezibel.

In der Notenschrift wird Dynamik repräsentiert durch verschiedene Stufenbeschreibungen,

wie piano oder fortissimo. Direkte Zusammenhänge zu absoluten Lautheitswerten können

aber dadurch nicht festgelegt werden, vielmehr beeinflussen zusätzliche Faktoren den

Dynamikbegriff. Hierzu zählen die Klangfarbe, Anzahl der Stimmen oder die gespielten

Instrumente. So werden Klänge tendenziell mit größerer Lautstärke heller und brillanter

wahrgenommen, wohingegen die Empfindung für geringere Lautstärke weicher und dunkler

ist (Weinzierl, 2008).

Effektivwert (Root Mean Square) Als Maß für die Intensität soll der Effektivwert (engl.

Root Mean Square - RMS), oder auch Quadratisches Mittel genannt, als eines der bekanntes-

ten Audio-Features vorgestellt werden. Die Berechnung erfolgt anhand eines Audio-Blocks

mit der Länge einiger Hundert Millisekunden:

vRMS (n) =

√√√√ 1

K

ie(n)∑
i=is(n)

x (i)2. (85)

Die Ergebnisse der Gleichung befinden sich im Intervall [0, 1], wenn die voll ausgesteuerte

Amplitude den Wert 1 und Stille das Resultat 0 annimmt. Die Wirkung des RMS ist eine

Glättung scharfer Einschwingvorgänge im Signal. Abbildung 8 zeigt einen solchen Verlauf.

Zeitbezogene Audio-Features

Zur Analyse der zeitlichen Abläufe in der Musik werden vor allem die Onsets in Audiosi-

gnalen untersucht. Sie sind gleichzusetzen mit dem Beginn musikalischer Schallereignisse,
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Abbildung 8: Effektivwert (RMS) eines Filmmusikausschnitts aus der MIRtoolbox (Lartillot
et al., 2008)

wie sie z.B. beim Spielen eines Tons oder dem Schlag auf ein Percussion-Instrument ent-

stehen. Hierfür werden die Audiodaten analysiert und in diese Ereignisse eingeteilt, um

anschließend Tempobestimmungen durchzuführen oder rhythmische Muster zu extrahieren.

Eine weitere Anwendungsmöglichkeit wäre die Aufteilung des Musikstücks in gleichlange

Zeit- oder Notenabschnitte. Auf die Angabe der Bestimmung von Onsets wird verzichtet,

sie kann aber bei Lerch (2012) nachgelesen werden.

Fluktuation Mit Hilfe der Fluktuations- oder Schwankungstärke unverarbeiteter Audi-

odaten können rhythmische Muster erkannt und angegeben werden. Hierbei handelt es sich

um eine zeitinvariante Darstellung wahrgenommener Merkmale, welche psychoakustischen

Modellen folgen (Pampalk et al., 2002). Für die Analyse wird zuerst das Audiomaterial ein-

gelesen und das Spektrum mittels FFT berechnet. Im zweiten Schritt erfolgt die Aufteilung

der Frequenzen auf 20 Frequenzgruppen, entsprechend der Bark-Skala. „Die Bark-Skala

erlaubt eine gehörgerechte Skalierung der Tonfrequenz [...] und spielt eine große Rolle in

psychoakustischen Modellen des Gehörs” (Weinzierl, 2008, S. 57). Anschließend werden

spektrale Maskierungseffekte untersucht, die Lautheit bestimmt und in die Einheit Sone um-

gerechnet, wobei 1 Sone durch die Lautheit eines 1 kHz Tons mit einem Schalldruck von 40

dB definiert ist. Die rhythmische Mustererkennung daraus erfolgt in drei weiteren Schritten.

Dazu wird die Amplitudenmodulation des Lautheiteindrucks für jede der 20 Frequenzgrup-

pen aus Audiosequenzen à sechs Sekunden berechnet und die erhaltenen Koeffizienten

auf ein psychoakustisches Modell der Fluktuationsstärke gewichtet. Im Zusammenhang
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mit der Frequenz hat die Amplitudenmodulation der Lautheit verschiedene Effekte auf

den Höreindruck. Die Wahrnehmung der Fluktuationsstärke ist besonders hoch bei 4 Hz

und sinkt langsam bis zu einer Modulationsfrequenz von 15 Hz. Pampalk et al. (2002),

auf deren Studie die hier angegebene Methode basiert, ermittelten in ihren Experimenten

Rhythmenmuster bis zu 600 Schläge pro Minute (engl. Beats per Minute - BPM), was

vergleichbar mit einer Modulationsfrequenz von 10 Hz ist. Im letzten Schritt kann aus den

gewonnenen Daten der Median für alle Audiosequenzen berechnet oder die Maximalwerte

der Beträge und die Modulationsfrequenz bestimmt werden.

Tempo Das Tempo eines Musikstücks ist ein wichtiges Mittel zur Beschreibung von

Musik. Es wird mit der Einheit BPM angegeben und definiert die Rate gleicher aufeinan-

derfolgender Schläge. Das lokale Tempo Tl kann durch die Identifizierung der Zeit des

Auftretens eines jeden Schlags tb und der Berechnung des Tempos zwischen aufeinander-

folgenden Beats i und i+ 1 bestimmt werden:

Tl (i) =
60s

tb (i+ 1)− tb (i)
. (86)

Zur Berechnung des Gesamttempos muss zwischen zwei Begriffen unterschieden werden:

Zum einen existiert das Durchschnittstempo, welches durch den Mittelwert über alle

lokalen Geschwindigkeiten repräsentiert wird. Diese Variante entspricht aber häufig nicht

dem gefühlten Tempo. Desweiteren wird das Haupttempo definiert. Eine Methode zur

Bestimmung des am häufigsten vorkommenden lokalen Tempos ist hierbei die Erstellung

eines Histogramms. Der Wert mit der maximalen Ereignisanzahl wird zum Haupttempo

gewählt.

Einregelzeit (Attack Time), Anhall (Attack Slope) Als Einregelzeit, oder im Engli-

schen auch Attack Time genannt, wird die Zeitspanne einer Note bezeichnet, in der die

Amplitude der einhüllenden Signalkurve ansteigt (Bello et al., 2005). Dieser Anstieg wird

auch als Attack Slope oder Anhall bezeichnet. Mögliche Ausgabewerte eines solchen Featu-

res sind z.B. in der gleichen Größenordnung wie das ursprüngliche Signal, aber durch die

Zeit in Sekunden normalisiert (Lartillot, 2013, S. 113). Abbildung 9 zeigt den hypotheti-

schen Aufbau einer gespielten Note mit Onset, Attack, Einschwingvorgang und Dämpfung.

Der Einschwingvorgang bezeichnet das kurze Intervall, in dem sich ein Signal nicht-trivial

oder unvorhersagbar entfaltet (Bello et al., 2005).
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Onset
Dämpfung

Einschwingvorgang

Attack

Abbildung 9: Zeitlicher Aufbau des Anschlags einer idealen Note (Bello et al., 2005)

Timbre und spektrale Komponenten

Die Analyse der spektralen Komponenten eines Audiosignals kann in den meisten Fällen mit

der Untersuchung der Klangfarbe, Tonqualität und Klangstruktur verglichen werden. Der

Oberbegriff, der diese drei Eigenschaften zusammenfassend beschreibt, wird als Timbre

bezeichnet. Aber auch hier wird noch zwischen Timbre-Qualität und Timbre-Identität

unterschieden. Mit Hilfe des Qualitätsausdrucks werden zwei Töne zu einer Gruppe gleicher

Klangcharakteristiken zusammengeführt und die Identität differenziert beide Töne durch

ihre Besonderheiten. Nachfolgend werden vierzehn Features vorgestellt, die u.a. in die

Kategorien „statistische Werte der spektralen Verteilung”, „Eigenschaften des spektralen

Verlaufs” und „Timbre” eingeordnet werden können.

Spektraler Schwerpunkt (Spectral Centroid) Der spektrale Schwerpunkt (engl. Spec-

tral Centroid) gehört zu den statistisch ermittelbaren Werten des Spektrums und definiert

das Gravitationszentrum der spektralen Energie eines Audiosignals. In Form einer For-

mel beschreibt er die frequenzgewichtete Summe des Spektrums, normalisiert mit seiner

ungewichteten Summe:

vSC (n) =

K/2−1∑
k=0

k · |X (k, n)|

K/2−1∑
k=0

|X (k, n)|
. (87)
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Das resultierende Ergebnis wird meist in die Einheit Hertz umgeformt. Hohe Werte signali-

sieren einen großen Anteil hoher Frequenzen im Signal.

Spektrale Streuung (Spectral Spread) Um die Konzentration des Spektrums um das

Zentrum zu bestimmen, wird die spektrale Streuung berechnet. Sie ist zu vergleichen mit

der Standardabweichung des spektralen Schwerpunkts:

vSS (n) =

√√√√√√√√
K/2−1∑
k=0

(k − vSC (n))2 · |X (k, n)|2

K/2−1∑
k=0

|X (k, n)|2
. (88)

Auch hier wird die Ausgabe meist in Hertz angegeben. Somit weisen niedrige Werte auf

eine Konzentration der Frequenzen in einer speziellen Region hin.

Spektrale Schiefe (Spectral Skewness) Die spektrale Schiefe ist ein weiteres statisti-

sches Element zur Beschreibung des Spektrums eines Audiosignals. Sie bestimmt die

Symmetrie der Verteilung der spektralen Betragswerte um ihren Mittelpunkt. Resultiert

das Ergebnis in einer Null, so ist die Verteilung symmetrisch, wird es negativ, so ist die

Masse des Zentrums rechts verteilt. Positive Werte weisen auf eine Verteilung der Masse

zur linken Seite hin.

Spektrale Wölbung (Spectral Kurtosis) Ob eine Verteilung einer Gaußschen Glocken-

kurve ähnelt, beschreibt die Wölbung einer Verteilung. Sie kennzeichnet, wie glatt oder

spitz beziehungsweise rau die zugrundeliegende Datenkurve ist. Im Zusammenhang mit

den Frequenzen eines Signals sagt die spektrale Wölbung aus, inwieweit ein Spektrum

Ähnlichkeit mit einer Gauß-Verteilung hat. Negative Werte deuten auf eine eher glatte

spektrale Verteilung hin, wohingegen ein positives Ergebnis zu der Erkenntnis führt, dass

sich der Verlauf des Spektrums eher spitz verhält.
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Spektrale Ebenheit (Spectral Flatness) Das Verhältnis zwischen geometrischem und

arithmetischem Mittelwert des Betragsspektrums gibt die spektrale Ebenheit an:

vSF (n) =

K/2

√
K/2−1∏
k=0

|X (k, n)|

2
K
·
K/2−1∑
k=0

|X (k, n)|
. (89)

Sie gehört dem Maß an, welches die Sound-Qualität eines Audiosignals charakterisiert. Ist

das Spektrum sehr eben oder flach, so kann dies in dem Sinn interpretiert werden, dass das

Signal sehr kontrastarm ist oder viele Rauschanteile vorhanden sind. Als Resultat ergeben

sich dementsprechend hohe Werte.

Spektrale Entropie Die spektrale Entropie wird mit Hilfe der Entropie von Shannon

(1948) berechnet. Sie beruht auf der Untersuchung von Wahrscheinlichkeitsfunktionen und

ermittelt, ob in der eingehenden Kurve viele Peaks vorherrschen oder nicht. Niedrige Werte

weisen auf ein flaches Spektrum mit wenigen starken Peaks hin, wohingegen hohe Werte

ein Spektrum repräsentieren, welches keine Ausschläge beinhaltet (Lartillot, 2013).

Spektraler Roll-Off (Spectral Rolloff) Der spektrale Roll-Off (engl. Spectral Roll-Off )

ist eine Methode zur Bestimmung der Energie hoher Frequenzen (Lartillot, 2013). Er gibt

den Frequenzpunkt an, unter welchem p =85 oder 95 Prozent der gesamten Energie des

Signals liegen:

vSR (n) =
p

100
·
K/2−1∑
k=0

|X (k, n)| . (90)

Abbildung 10a veranschaulicht die Systematik des Roll-Offs anhand des Spektrums eines

Audiosignals für 85 und 95 Prozent der Gesamtenergie. Hohe Frequenzwerte zeigen einen

großen Anteil hochfrequenter Energie an, was gleichbedeutend mit einer großen Bandbreite

des Audiosignals zu verstehen ist.

Spektrale Helligkeit (Spectral Brightness) Die spektrale Helligkeit ist auch eine Me-

thode zur Bestimmung der Energie hoher Frequenzen. Es wird aber nicht wie beim Roll-Off

ein Frequenzwert bestimmt, bei welchem sich ein bestimmter Prozentsatz der Energie

angehäuft hat, sondern hierbei wird eine sogenannte Cut-Off-Frequenz festgelegt. Diese





3 AUDIO-FEATURE-ANALYSE 54

Spektrale Rauigkeit (Spectral Roughness) Die Bestimmung der sensorischen Disso-

nanz oder Rauigkeit wurde von Plomp und Levelt (1965) erörtert. Darin geht es um ein

Geräusch-Phänomen, welches entsteht, wenn zwei sich nur minimal in der Frequenz un-

terscheidende Sinustöne zu hören sind. Diese Erscheinung verliert an Umfang, je weiter

der Frequenzunterschied auseinanderdriftet. Das Phänomen erklärt sich durch entstehende

Interferenzen der beiden Signale, wodurch ein „flatterndes” Geräusch wahrzunehmen ist.

Die spektrale Rauigkeit berechnet nun die Peaks des Spektrums und gibt den Mittelwert der

Dissonanzen wieder, welche zwischen allen Kombinationen von Paaren entstehen (Lartillot,

2013).

Spektrale Unregelmäßigkeiten (Spectral Irregularity) Die Unregelmäßigkeit eines

Spektrums bewertet den Grad der Schwankungen aufeinanderfolgender spektraler Peaks.

Sie wird aus der Summe der quadrierten Amplitudendifferenz angrenzender Teiltöne

berechnet (Lartillot, 2013).

Timbre: Nulldurchgangsrate (Zero Crossing Rate) Die Zero-Crossing-Rate ist ein

Maß zur Bestimmung des Geräuschpegels eines Signals und beschreibt demnach die Sound-

Qualität. Dabei wird die Anzahl der Nulldurchgänge, oder anders ausgedrückt, die Anzahl

der Vorzeichenwechsel der Wellenform, gezählt (Lartillot, 2013). Je größer diese Anzahl

ist, desto mehr hochfrequente Anteile sind im Signal zu finden.

Timbre: Niedrig-Energie-Rate (Low Energy Rate) Die Energiekurve kann verwendet

werden, um eine Einschätzung der zeitlichen Verteilung der Energie zu erhalten. Das Ziel

ist zu beobachten, ob während des gesamten Signals die Verteilung konstant bleibt oder

sich einige wenige Blöcke sehr voneinander unterscheiden. Eine mögliche Schätzung

der Methode besteht in der Berechnung der Niedrig-Energie-Rate, also dem Anteil der

Blöcke mit weniger als der Durchschnittsenergie. Audiosignale mit einem hohen Stille-

Anteil kommen auf große Raten, wohingegen ein konstanter Geräuschpegel eine kleine

Niedrig-Energie-Rate zur Folge hat (Tzanetakis und Cook, 2002; Lartillot, 2013).

Timbre: Spektraler Fluss (Spectral Flux) Beim Spectral Flux werden die Distanzen

angrenzender Blöcke im Spektrum gemessen (Lartillot, 2013). Abbildung 11 zeigt den

Verlauf der spektralen Strömung eines Audiobeispiels. Zu erkennen sind starke Ausschläge
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Abbildung 11: Spektraler Fluss

in der Kurve, wenn im Spektrum eine große Veränderung stattfindet. Niedrige Werte weisen

auf ein Signal hin, welches so gut wie keine Änderung erfährt.

Tonale Audio-Features

Die Beschreibung der tonalen Elemente eines Musikstücks erfolgt anhand der Tonhöhe.

Sie verhält sich proportional zur Frequenz, was bedeutet, dass eine hohe Frequenz auch

als ein hoher Ton wahrgenommen wird. Weiterhin wird der Zusammenhang zwischen

unterschiedlichen Tonhöhen durch Skalen-Maße wie der oben genannten Mel-Skala oder

Bark-Skala beschrieben. Sie geben die Empfindung wieder, in welcher der Mensch aufgrund

der Frequenzaufteilung der Cochlea (Hörschnecke) Tonhöhen wahrnimmt. Aber nicht nur

das Intervall von hoch bis tief erfährt eine Einteilung, sondern auch bestimmte Frequenzab-

stände werden gruppiert. Hier ist z.B. die Oktave als Gruppenstruktur zu benennen, wobei

die Verdoppelung der Tonhöhe eines Tones genau dem Abstand einer Oktave entspricht und

jede Gruppe die gleiche Stufenanzahl, auch Tonhöhenklassen genannt, besitzt. Außerdem

soll, als wichtiges Element zur tonalen Beschreibung von Musik, die Tonart, also ob etwas

in Dur oder Moll gespielt wird, oder die Benennung von Akkorden oder Harmonien als

Beispiel genannt werden.

Wie zu erkennen ist, gibt es eine Vielzahl an Merkmalen, welche die tonalen Eigenschaften

von Audiosignalen beschreiben. Im Folgenden sollen nun einige Audio-Features erläutert

werden, die im direkten Zusammenhang zu ihnen stehen.
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Tonhöhe: Chromagram Das englische Wort Chromagram beschreibt die Energievertei-

lung entlang der Tonhöhen im Signal. Es wird auch mit dem Begriff Harmonic Pitch Class

Profile (HPCP) bezeichnet. Eine Variante zur Berechnung des Chromagrams erfolgt durch

die Bestimmung des Frequenzspektrums eines Audioblocks in der Dezibel-Skala. Hierbei

werden nur die ersten 20 dB für die weitere Betrachtung dargestellt und die Frequenzein-

teilung auf ein ganzzahliges Vielfaches einer Oktave eingeschränkt. Für die Angabe eines

Feature-Wertes kann nun für jeden Block die Frequenzmarke des Peaks mit der größten

Amplitude ausgelesen oder der Schwerpunkt des Kurvenverlaufs berechnet werden. Hohe

Werte weisen dementsprechend auf ein Signal mit hohen Tönen hin.

Tonart: Reinheit der Tonart (Key Clarity) Die Reinheit einer Tonart wird mit Hilfe

ihrer Stärke ermittelt. Die Stärke ist ein Wert zwischen -1 und +1 oder 0 und 1 (Wahrschein-

lichkeitswerte) und ist verknüpft mit jeder Tonart-Form, z.B. C-Dur, G-Dur oder A-Moll.

Sie entsteht durch die Kreuzkorrelation des Chromagrams mit gleichartigen Tonart-Profilen,

welche alle möglichen Formen repräsentieren (Krumhansl, 1990; Gómez, 2006; Lartillot,

2013). Um nun die Reinheit der Tonart zu erhalten, werden die Peaks in der Stärkekurve

analysiert und derjenige Peak mit der größten Wahrscheinlichkeit herausgesucht. Dieser

Wahrscheinlichkeitswert entspricht dann der Reinheit (Lartillot, 2013).

Tonart: Tongeschlecht (Tonal Mode) Das Tongeschlecht wird wieder aus dem Chro-

magram und der resultierenden Stärke der Tonart ermittelt. Das Ergebnis der Berechnung

liegt zwischen den Werten -1 und +1 und besagt, dass je stärker es sich der +1 annähert,

desto mehr Dur-Anteile sind im Signal enthalten. Tendiert es mehr zur -1, entspricht das

zugrundeliegende Tongeschlecht der Molltonart.

Tonart: Harmonic Change Detection Function Die Harmonic Change Detection Func-

tion (HCDF) wurde durch Harte et al. (2006) beschrieben und bestimmt den Fluss eines

mehrdimensionalen tonalen Schwerpunkts. Bei der Berechnung der euklidischen Distanz

zwischen Schwerpunkten aufeinanderfolgender Blöcke deuten starke Peaks auf Übergänge

unterschiedlicher Regionen mit harmonisch stabilem Verlauf hin. Die tonalen Schwerpunkte

entsprechen der Projektion der Akkorde auf Quintenzirkel, kleine Terzen und große Terzen

(Lartillot, 2013).
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4 Audio-Feature-Analyse als Ergänzung kollaborativen
Filterns

Der folgende Abschnitt beschäftigt sich mit der Frage, inwieweit eine Audio-Feature-

Analyse die Methode des kollaborativen Filterns im Kontext von Musikempfehlungs-

diensten für Produktionsmusik verbessern kann. Der Unterschied zur konventionellen

Musikempfehlung für private Nutzer liegt hierbei im Sachverhalt, dass die Funktionsmusik

keine persönlichen Gefallens-Ratings beinhaltet, sondern die kollektive Wahrnehmung von

Ausdrucksqualitäten der Titel im Vordergrund steht. Die Umsetzung der Rating-Feature-

Verknüpfung soll auf der Grundlage eines naiven Bayes-Klassifikators geschehen, welcher

vorhandene User-Ratings und Vektoren signalbasierter Audio-Features innerhalb eines

Algorithmus miteinander verbindet. Da die statistische Unabhängigkeit der vorhandenen

Merkmale bei einer Klassifikation mittels Bayes vorausgesetzt wird, aber nicht davon

ausgegangen werden kann, dass die vorhandenen Messwerte statistisch unabhängig sind,

wird nach Decker (2005) eine PCA durchgeführt, welche eine Dekorrelation der Daten zur

Folge hat.

4.1 Vorgehensweise

Ausdrucksdimensionen

Das in der Studie verwendete Variablensystem stammt aus dem Bewertungsschema des

Web-Radios Quirk.fm11: Hierbei wird anhand von Beurteilungen beschreibender Merk-

male des Ausdrucks dem Nutzer die Möglichkeit gegeben, neue Musik freizuschalten.

Zu jedem abgespielten Titel wird der User gebeten, das gehörte Musikstück hinsichtlich

einer Auswahl aus momentan 27 Ausdrucksparametern graduell einzustufen. Mit jeder

durchgeführten Beurteilung steigt ein persönlicher Score und damit die Möglichkeit, die

Bibliothek des Radios durch neue und unbekannte Titel zu erweitern. In einer Hall of

Fame kann gleichzeitig der Score weiterer Nutzer betrachtet werden. Hierdurch entsteht

ein zusätzlicher Anreiz, das Radio ausgiebig zu nutzen, um in der Rangliste aufzusteigen.

Die zu jedem Titel abgegebenen Beurteilungen werden innerhalb des in Abschnitt 1.3

beschriebenen B2B-Produktionsmusikanbieters Audiovisor für eine weitere Musikemp-

11http://www.quirk.fm/ - Zuletzt geprüft am 10.05.2014
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Dimensionen
Natürlich - Synthetisch Traurig - Fröhlich Einfarbig - Bunt

Hell - Dunkel Ruhig - Energisch Langsam - Schnell
Warm - Kalt Zurückhaltend - Aufdringlich Weich - Hart

Klar - Verschwommen Emotional - Rational Locker - Dicht
Weit - Eng Fein - Grob Entspannt - Gespannt

Vokal - Instrumental Weiblich - Männlich Einfach - Komplex
Flüssig - Stockend Gleichförmig - Abwechslungsreich Ernst - Humorvoll

Fern - Nah Geordnet -durcheinander Glatt - Rau
Friedlich - Aggressiv Rund - Eckig Leicht - Schwer

Tabelle 3: Ausdrucksdimensionen des Web-Radios Quirk.fm

fehlungsgenerierung genutzt. Der an Audiovisor herangetretene Kunde, welcher ein Mu-

sikstück für ein neues Produkt kaufen möchte, erhält dadurch die Möglichkeit, eine Emp-

fehlung auf Basis eigener Wünsche in Bezug auf Emotions-, Klang- und Sinnescharakter

zu erhalten. Durch die ausgelagerte Beurteilung der Titel, welche hier mit dem Begriff

Crowdsourcing bezeichnet wird, wird der Vorteil einer kollektiven Intelligenz der Quirk.fm-

Nutzer angestrebt. Ein gesteigertes Vertrauen in die Funktionalität des Systems ist somit ein

gewünschter Effekt, da davon ausgegangen werden kann, dass die angegebenen Ausdrucks-

dimensionen auch zu den empfohlenen Liedern passen. Die 27 Parameter entsprechen dem

Verfahren des semantischen Differenzials mit 4 Stufen und sind Tabelle 3 zu entnehmen.

Stichprobengewinnung der Ratings

Die zugrundeliegenden Testdaten wurden mit Hilfe eines Online-Hörtests gewonnen und

durch den Anbieter von Quirk.fm durchgeführt. Hierbei wurden 40 Musiktitel anhand

der oben genannten 27 Ausdruckspolaritäten beurteilt. An der Studie nahmen insgesamt

2500 Probanden teil. Bei jedem Einzelnen der Teilnehmer dauerte die Durchführung des

gesamten Tests ungefähr 12 bis 15 Minuten. Am Anfang eines Durchlaufs sollte die

Ernsthaftigkeit während der Teilnahme an der Studie angegeben werden. Im Verlauf der

Testphase wurden insgesamt 3 zufällig ausgesuchte Lieder abgespielt, wobei diese erst

nach einem Zeitraum von 20 Sekunden beurteilt werden durften. Nach der Beurteilung

anhand der Parameter konnte zum nächsten Titel gewechselt oder das Stück bis zu Schluss

angehört werden. Am Ende der Studie sollten die Teilnehmer, neben ein paar anderen

Fragen, die eigene Aufmerksamkeit während der Studie einschätzen und demographische

Fragen, zu Geschlecht, Alter und Abschluss beantworten. Um die Motivation zu steigern,
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bestand die Möglichkeit auf der letzten Seite der Online-Befragung an einem Gewinnspiel

teilzunehmen.

Um die Reliabilität der während des Hörtest gewonnenen Rating-Daten zu gewährleisten,

werden nur solche verwendet, die bestimmte Kriterien erfüllen. Hierbei findet eine Orien-

tierung an den schon in der Studie von Böhringer (2013) verwendeten Charakteristiken

statt. So fließen nur Beurteilungen in die weitere Verwendung ein, wenn eine gewisse

Ernsthaftigkeit bei der Teilnahme des Probanden bestand. Hierzu zählt die Erkennung der

in einem kurzen Lied am Anfang der Umfrage gesungenen Sprache (deutsch, englisch

oder französisch) und die Angabe, wie entschieden an der Studie teilgenommen wurde

(mögliche Antworten changierten von „Nur mal gucken” bis „Ernsthaft dabei”). Gültig

sind die Einschätzungen nur dann, wenn die Sprache als deutsch erkannt wurde, eine

definierte Ernsthaftigkeit und Aufmerksamkeit bestand und die Probanden nicht älter als 75

Jahre waren. Die Filtersyntax wurde übernommen und kann im Quelltext 1 (Anhang A)

nachgeschlagen werden.

Audio-Feature-Bestimmung

Für die Extraktion von Audio-Features aus digitalen Musikdateien gibt es verschiedene

Herangehensweisen. Zum einen ist eine eigenständige Programmierung der Algorithmen

zur Analyse der digitalen Audio-Inhalte möglich. Diese Methode bietet sich vor allem dann

an, wenn neue Algorithmen ausprobiert oder alte Verfahren an eigene Bedürfnisse angepasst

werden sollen. In der Regel ist diese Vorgehensweise aber sehr zeitintensiv und eine unprä-

zise Umsetzung sehr fehleranfällig. Eine andere Variante ist die Nutzung kommerzieller

oder freier Software. Vorteile ergeben sich hierdurch, dass bei größeren Projekten mehr

Entwicklungszeit in die Arbeit geflossen und deshalb die Verlässlichkeit der Algorithmen

besser gewährleistet ist. Auch kann das gesteigerte Know-How der Entwickler für den

Einsatz der Software gewinnbringend sein. Die Verwendung eines Open-Source-Produkts

bietet zusätzlich den Vorzug, dass es nichts kostet, durch die Community regelmäßig

gepflegt und Fehler schneller gefunden werden. Auch kann die Auswertung der Daten

von Dritten besser rekonstruiert werden, da der offene Quellcode eine genaue Nachvoll-

ziehbarkeit der Berechnungen zulässt. Im Bereich der Musikinformationsgewinnung oder

Audioinhaltsanalyse existieren kleinere und größere Realisierungen. Tabelle A (Anhang A)

zeigt eine Auswahl der momentan frei verfügbaren Applikationen und Bibliotheken. Eine

detailliertere Übersicht ist bei Lerch (2012) zu finden.
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Kategorie Feature-Name
Dynamik RMS
Rhythmik Fluktuation: (I) Peak X, (II) Peak Y

Tempo
Attack Time
Attack Slope

Spektrum Centroid
Brightness
Spread
Skewness
Kurtosis
Roll-Off 95

Roll-Off 85
Entropie
Flatness
Roughness
Irregularity
MFCC 1-13

Timbre Zero Crossing Rate
Low Energy
Flux

Tonal Chromagram: (I) Peak X, (II) Centroid
Key Clarity
Mode
HCDF

Tabelle 4: Audio-Features der MIRtoolbox-Methode mirfeatures()

Für die Recommender-Entwicklung wird die Matlab-Bibliothek MIRtoolbox von Lartillot

und Toiviainen (2007) zur Audio-Feature-Bestimmung genutzt. Sie ist in der Lage, Low-

Level- und High-Level-Features zu extrahieren. Durch das modulare Framework ist es

möglich, blockweise Analysen durchzuführen, welche parametrisiert, wiederverwendet und

umsortiert werden können (Lartillot, 2013). Auch bietet sie die Möglichkeit mit Hilfe der

Methode mirfeatures() ausgesuchte Audio-Features eines Musikstücks oder nur eines Teils

davon zu berechnen. Wird beim Aufruf der Parameter „Stat” mit angegeben, so erfolgt nicht

die Ausgabe der einzelnen Werte des in Blöcke geteilten Titels, sondern Statistiken wie

Mittelwert oder Standardabweichung über alle Frames. Im Anschluss sind die Ergebnisse

der in Tabelle 4 gelisteten 38 Audio-Features, welche in Abschnitt 3.5 näher erläutert

wurden, für weitere Analysen verfügbar.

Kombination von User-Ratings und Audio-Features

Für die Durchführung der Klassifikation mittels naiven Bayes-Klassifikators besteht die

Herausforderung in einer sinnvollen Verknüpfung der User-Ratings mit den Audio-Features.

Da bei der intendierten Musikempfehlung die Signaleigenschaften den Ausdruckspara-
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metern unterstützend zur Seite stehen sollen, bietet sich die in Abschnitt 1.4 erläuterte

kombinierende Hybridmethode an. Hier werden die Daten der beiden Filtertechniken für

eine Empfehlungsgenerierung innerhalb eines Algorithmus vereint. Nun existieren bei den

Ausdrucksparametern n Beobachtungen pro Titel und bei den Audio-Features nur jeweils

eine. Dieser Umstand ist für die weitere Vorgehensweise ungünstig, da die vorhandenen

Rating-Daten zusammen mit den Audio-Features innerhalb einer PCA dekorreliert werden

müssen. Für eine Bewerkstelligung dieser Aufgabe ist es nötig, die Kovarianzen der Ratings

und Features untereinander zu berechnen, weshalb das Vorhandensein verschiedener Beob-

achtungen der Parameter vorausgesetzt wird. Mit einer Anpassung der Rating-Datenmenge

auf eine Beobachtung pro Ausdrucksparameter (anhand der Verwendung des Mittelwerts)

würden wichtige Informationen über die Streuung der Daten innerhalb der Stichprobe

verloren gehen. Eine Klassifikation mittels Bayes würde infolgedessen nicht mehr funk-

tionieren. Um diese sich nun unterscheidende Dimension der Variabilität zu umgehen,

müssen die einzelnen Audio-Feature-Werte angepasst werden. Dies wird folglich möglich,

wenn die Features auf das Modell einer Beurteilungsskala gehoben werden. Hierfür ist es

nötig, dass die Feature-Daten keine festen Werte annehmen, sondern variabel um ihren

Mittelpunkt streuen. Erstmalig wurde diese Methode (auch Bootstrap genannt) von Efron

(1979) beschrieben. Dazu wird zuerst der z-Wert nach Gleichung (13) über alle Titel pro

Audio-Feature berechnet und den so neu entstandenen Feature-Daten im Anschluss für

jede der im Rating-System existierende n-te Beobachtung eine standard-normalverteilte

Zufallsstreuung von 15 Prozent aufaddiert. Höhere prozentuale Veränderungen beeinflussen

das Resultat negativ, da sich die Feature-Werte sonst zu stark von den Originalwerten

unterscheiden und damit den „wahren” Wert verschieben würden, wohingegen niedrigere

Werte zu geringe Auswirkungen auf die Klassifikationsergebnisse hätten. Abbildung 12

verdeutlicht diesen Vorgang: Auf der linken Seite sind die Beobachtungen der Ausdrucksdi-

mensionen pro Titel dargestellt. Rechts daneben befindet sich jeweils nur eine Messung

für die Audio-Features. Die schwarzen Pfeile weisen auf die nächsten Schritte der Umfor-

mung der Feature-Daten hin. Möglich wäre auch, den festgelegten Zufallsstreuungswert

von 15 Prozent durch einen variablen Prozentwert, welcher mit Hilfe der Standardabwei-

chung der Audio-Features über die einzelnen Blöcke geschätzt wurde, zu ersetzen. Für die

Entwicklung des hybriden Recommenders bleiben die Rating-Daten unberührt.
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Klassifikation mittels Transformationsmatrix einer Klasse

Wie in Abschnitt 2.3 beschrieben wurde, ist die Funktionsweise der Klassifikation durch

den naiven Bayes-Klassifikator nach Decker (2005) wie in Abbildung 13 zu verstehen.

Hierbei teilt sich die Gesamtstichprobe, bestehend aus Ratings und gewichteten Audio-

Feature-Daten, in ein Trainingsset und ein Testset. In der Literatur wird diese Art der

Aufteilung auch Holdout-Methode bezeichnet (Mitchell, 2007) und bietet sich nach Bortz

und Schuster (2010) für große Stichproben an. Sie dient als Mittel der Identitätsrückge-

winnung. Aufgrund der Kenntnis, welcher Trainingsset-Vektor zu welchem Titel (Klasse)

gehört, findet im Anschluss die klassenbedingte Berechnung der Tansformationsmatrizen

statt. Vorher wird noch der Vektor, bestehend aus den Mittelwerten der Ausdrucksparameter

und Audio-Features, bestimmt, für die weitere Verwendung gespeichert und jeweils von

den Werten der Trainingsvektoren abgezogen. Bis zu diesem Punkt wird der Vorgang

als Trainingsphase bezeichnet. In der Testphase folgt nun die Projektion der einzelnen

Testvektoren auf die Klassen. Dies wird möglich, indem von jedem Testvektor der vorher

berechnete Mittelwertvektor eines Titels subtrahiert und dann mit der Transformationsma-

trix des gleichen Titels multipliziert wird. Anschließend folgt die Schätzung der Dichte

der Likelihood-Funktionen durch den Epanechnikov-Kern und die eigentliche Bayessche

Klassifikation. Der Testvektor wird dann demjenigen Titel zugeordnet, bei welchem die

größte Posterior-Wahrscheinlichkeit festgestellt werden konnte.

4.2 Testaufbau

Trainingssetgröße und Klassifikationsgüte

Um herauszufinden, ab welcher Trainingssetgröße gute Klassifikationsergebnisse erreicht

werden können, findet eine gestaffelte Unterteilung der Trainingsstichprobengröße statt.

Dazu wird die Holdout-Methode in dem Maße erweitert, dass die Trainingssetgröße mit

jedem Schritt um 5 Prozent vergrößert wird. Begonnen wird ab einer Größe von 5 Prozent

und so weit erhöht, bis 95 Prozent erreicht ist. Die verbleibenden Vektoren werden immer

als Testset genutzt, was bedeutet, dass auch hier eine Größenanpassung stattfindet. Die

Bestimmung der Klassifikationsgüte erfolgt dann durch die Zuhilfenahme einer Kreuzta-

belle. Richtig klassifizierte Titel befinden sich in der Diagonalen und falsch klassifizierte

außerhalb der Diagonalen (Bortz und Schuster, 2010). In die Berechnungen gehen alle

Ausdrucksdimensionen und Audio-Features mit ein.
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Da es sich bei der Holdout-Methode um eine pessimistische Tendenzschätzung handelt

(Mitchell, 2007), was bedeutet, dass jede neue Ziehung und unterschiedliche Trainings-

setaufteilungen andere Ergebnisse liefern, wird jeder Schritt der Prozentsteigerung der

Trainingsstichprobe innerhalb einer Monte-Carlo-Simulation 100 Mal wiederholt, wo-

bei jedes Mal ein neues Trainings- und Testset aus der Gesamtstichprobe gezogen wird.

Daraus kann dann die mittlere Klassifikationsgüte und deren Standardabweichung pro 5-

Prozentpunkt der Traingssetgröße angegeben werden. Bei allen Berechnungen wird davon

ausgegangen, dass die Prior-Wahrscheinlichkeiten der Klassen mit 1/I gleichverteilt sind,

wobei I der Anzahl der Titel entspricht.

Unterauswahl geeigneter Audio-Features

Es kann nicht davon ausgegangen werden, dass alle Audio-Features mit den vorhandenen

Ratings der Ausdrucksdimensionen korrelieren. Auch ist es möglich, dass Ratings nur

mit Ratings und Features nur mit Features stark wechselwirken, weshalb nur ein geringer

Zuwachs der Klassifikationsgüte auftreten kann. Aus diesem Grund soll eine Unteraus-

wahl derjenigen Audio-Features erstellt werden, die maßgeblich an einer Verbesserung

der Performance beteiligt sind. Dies geschieht durch eine sequentielle Vorwärtsselektion

der Audio-Features. Hierbei findet eine erste Klassifikationsphase mit jeweils nur einem

Feature statt, wobei das beste Einzel-Feature in einer nächsten Phase wiederverwendet

wird. Es kommen dann nach und nach auf die gleiche Weise weitere Features zu dem

Set mit unterausgewählten Features hinzu, bis keine Steigerung der Klassifikationsgüte

mehr möglich ist (Mitchell, 2007). Problematisch daran ist, dass Korrelationen der Features

untereinander ab einem bestimmten Punkt nicht weiter betrachtet werden können, denn

findet keine Vergrößerung der Güte statt, bricht der Algorithmus ab. Deshalb werden nach

der Analyse die Features mit den häufigsten Vorkommen ausgewählt und durch eine se-

quentielle Rückwärtsselektion innerhalb einer endgültigen Unterauswahl gespeichert. Die

Veränderungen der Ergebnisse in Bezug zum vollen Feature-Satz werden in der Auswertung

beschrieben. Hier bietet sich auch die Analyse der Komponentenmatrix der PCA an, um zu

überprüfen, wie stark die Ratings und Features jeweils auf ihnen laden.

Stichprobenbeschreibung der Ratings

Von insgesamt 5617 Bewertungen durch 2500 Personen blieben nach der oben genannten

Filterung 4543 gültige Beurteilungen übrig. Von den c.a. 1500 verbleibenden Probanden
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waren nur 37 Prozent Frauen an der Studie beteiligt. Die meisten Bewertungen kamen von

16- bis 35-Jährigen, womit das Durchschnittsalter bei 26 Jahren lag. Der Bildungsgrad war

hoch, da 89 Prozent angaben, das Abitur oder schon einen Hochschulabschluss erreicht zu

haben. Zusätzlich hatten 51 Prozent der Befragten eher nichts mit Musik zu tun, aber 5

Prozent waren Profimusiker. Auf einer Skala von 1 bis 5 (leicht bis schwer) tendierte die

Beurteilung des Schwierigkeitsgrads zur Mitte (2,77), was bedeutet, dass es den meisten

Teilnehmern nicht ganz leicht fiel, die Musikstücke auf den Skalen einzuordnen, der Test

aber gut durchführbar war. Der Spaßfaktor lag im Mittel bei 4 Punkten (1=gar keinen Spaß

bis 5=sehr viel Spaß).

Stichprobenbeschreibung der Audio-Features

Eine ausführliche Beschreibung der Audio-Features wurde in Abschnitt 3.5 gegeben. Insge-

samt existieren 38 Feature-Parameter aus 5 Kategorien (Dynamik, Rhythmik, Spektrum,

Timbre und Tonal) von den in der oben genannten Studie des Web-Radios Quirk.fm evaluier-

ten 40 Audio-Titeln. Jeder Feature-Wert stammt aus einer 15-Sekunden Sequenz eines jeden

Titels, beginnend ab Minute 00:01:30. Vorhanden sind Mittelwerte der in Frames geteilten

Sequenz. Beim RMS wurde, mit der Blocklänge von 0,05 und einer Sprunglänge beginnend

in der Mitte des vorherigen Blocks, der vorgegebene Wert der MIRtoolbox genommen. Bei

der Fluktuation wurde über alle Frequenzgruppen summiert. Die Bestimmung des Tempos

fand mit Hilfe von Blöcken einer Länge von 3 Sekunden und einer Sprunglänge von 0,1

Sekunden statt. Das Tempo selbst wurde aus den Onsets der Audio-Sequenz bestimmt.

Diese wiederum errechneten sich aus der Hüllkurve des Spektrums mit einer Block- und

Sprunglänge von 0,1 Sekunden. Auch die Attack-Time und Attack-Slope stammen aus

den Ergebnissen der Onset-Berechnung. Alle spektralen Features, einschließlich die der

Kategorie Timbre, wurden mit Frame-Längen von 0,05 Sekunden und einer Sprunglänge,

beginnend vom Mittelpunkt des vorherigen Blocks, bestimmt. Die tonalen Audio-Features

stammen aus der Kalkulation des Chromagrams, welches für das involvierte Spektrum die

Blocklänge von 0,2 Sekunden und den Sprunglängenfaktor von 0,05 nutzt. Die Tonhöhen-

werte sind absolute Werte und die Chroma-Bezeichnungen folgen der MIDI-Notierung.
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Sequentielle Vorwärtsselektion
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Abbildung 16: Häufigkeitsverteilung der involvierten Audio-Features bei der Vorwärtsse-
lektion.

nur eine minimale Verbesserung durch die Hinzunahme der 38 Audio-Features erreicht

werden konnte. Für den weiteren Verlauf soll der Maximalwert von 75 Prozent als Trai-

ningssetgröße, also 85 Beobachtungen pro Titel, begutachtet werden. Hierbei erreichten die

Ratings der Ausdrucksdimensionen im Mittel eine Klassifikationsgüte von 39,9 Prozent.

Mit Zuhilfenahme der Audio-Features stieg der Prozentsatz korrekt klassifizierter Titel

auf 40,7 Prozent. Dies entspricht einer mittleren Verbesserungsrate von 0,8 Prozent. Die

beiden Standardabweichungen sind mit 1,4 Prozent ungefähr gleich und liegen noch im

verlässlichen Bereich.

Unterauswahl geeigneter Audio-Features

Um zu betrachten, inwieweit eine Verbesserung der Klassifikationsgüte des Hybridmodells

erreicht werden kann, wurde im folgenden Abschnitt eine sequentielle Vorwärtsselektion

zur Unterauswahl geeigneter Audio-Features durchgeführt. Wie im vorherigen Abschnitt

auch, blieb die Anzahl der Ausdrucksdimensionen gleich. Bei dem Vorgang wurde mit

einem leeren Audio-Feature-Set begonnen und so lange stetig erweitert, bis keine Ver-

größerung der Klassifikationsgüte mehr erreicht werden konnte. Dies geschah bei einer

Trainingssetgröße von 75 Prozent und wurde 250-mal wiederholt. Abbildung 16 zeigt die

absoluten Häufigkeiten derjenigen Audio-Features, welche zur Vergrößerung der Güte bei-

getragen haben. Es ist zu erkennen, dass alle Features während der Ziehungen mindestens
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Komponente Eigenwerte % der Varianz kumulativ %
1 15,79 24,84 24,84
2 6,21 9,76 34,6
3 5,02 7,89 42,5
4 3,67 5,78 48,27
5 3,31 5,21 53,49
6 2,6 4,09 57,57
7 2,03 3,2 60,77
8 1,89 2,97 63,75
9 1,51 2,37 66,12

10 1,31 2,06 68,18
11 1,28 2,01 70,19
12 1,19 1,87 72,06
13 1,11 1,75 73,81

Tabelle 5: Erklärende Varianz der ersten 13 Komponenten

6-mal ausgewählt wurden, was bedeutet, dass jedes Feature einen Beitrag zur Steigerung der

korrekt klassifizierten Titel leisten konnte. Zu den Features mit den kleinsten Vorkommen

gehören der Amplitudenwert der Fluktuation, der MFCC 8 und 13 und die Reinheit der

Tonart. Nur ein wenig darüber mit einer Anzahl von 7 bis 10 sind weitere 16 der 38 Audio-

Features zu finden. Hierzu gehören u.a. der Roll-Off 95, die meisten MFCC-Koeffizienten,

Timbre-Parameter wie Low Energy und Flux und das tonale Feature der Tonartbestimmung.

Features ab einer Beteiligung von 15 aus 250 Ziehungen sind diejenigen signalbeschrei-

benden Elemente, die am häufigsten zur Verbesserung der Klassifikationsgüte beitrugen.

Zu den Features mit den häufigsten Vorkommen zählen das Tempo, der spektrale Schwer-

punkt, der 85-prozentige Roll-Off, der 4., 9. und 11. MFCC, sowie die Frequenzmarke des

Chromagrams (Chroma X). Den Spitzenwert erreicht hierbei der spektrale Schwerpunkt.

Er wurde bei 24 Testläufen für eine Verbesserung der Güte hinzugezogen. Dies entspricht

einer Rate von rund 10 Prozent. Auch der Roll-Off 85 war 23-mal beteiligt, 21-mal die

Frequenzmarke des Chromagrams und 20-mal der MFCC 9. Zu sehen ist aber auch, dass

10-mal kein Feature zur Verbesserung beitragen konnte.

Zum Vergleich soll die Komponentenmatrix der PCA der Gesamtstichprobe herangezogen

werden. Sie dient, wie im Abschnitt 2.3 beschrieben wurde, neben der Dekorrelation der

Daten, auch zur Dimensionsreduzierung und zur Identifikation des Einflusses der Audio-

Features und Ausdrucksdimensionen auf die Stichprobe. Tabelle 5 verdeutlicht die Varianz

der ersten 13 Komponenten der PCA bei voller Stichprobengröße. Es ist zu erkennen,
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Komponente Variablen auf den Komponenten (Ladungen)

1
Ruhig-Energisch(,68), Zurückhaltend-Aufdringlich(,51),
Natürlich-Synthetisch(,57), Langsam-Schnell(,62), Weich-Hart(,52),
Fein-Grob(,51), Friedlich-Aggressiv(,53)
AttackSlope(,79), Centriod(,87), Brightness(,84), Spread(,80),
Skewness(-,79), Kurtosis(-,68), Roll-Off95(,83), Roll-Off85(,87),
Entropy(,86), Flatness(,74), Irregularity(-,56), MFCC1(-,85),
ZeroCross(,70), Flux(,77), CromaX(-,57), KeyClarity(-,58), HCDF(,70)

2
Hell-Dunkel(,51), Weich-Hart(,52), Glatt-Rau(,48), Leicht-Schwer(,64),
Entspannt-Gespannt(,58), Friedlich-Aggressiv(,52)
MFCC6(-,48), MFCC10(-,47)

3
-
Kurtosis(,46), Flatness(-,49), MFCC3(-,61), MFCC5(-,59),
MFCC7(-,60), MFCC9(-,68), MFCC11(-,59), ChromaX(,47)

4
-
RMS(-,50), Roughness(-,51), MFCC2(-,52), MFCC12(-,67),
ChromaX(,57)

5
-
RMS(-,61), FluctuationX(,70), AttackTime(,49), ChromaCentroid(,58)

7
-
Mode(,56)

8
Vokal-Instrumental(,83)
-

9
-
KeyClarity(-,46)

10
-
ChromaCentroid(-,49)

12
-
FluctuationX(-,46)

Tabelle 6: Ladungen der Ausdrucksparameter und Audio-Features auf den Komponenten
der PCA unter der Verwendung der Gesamtstichprobe
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dass diese rund 74 Prozent der gesamten Varianz beinhalten. Die vorderen Komponenten

enthalten die Ausdrucksparameter und Audio-Features, welche den größten Einfluss auf

die Ergebnisse der Stichprobenziehungen ausüben. Hierbei hat Komponente 1 den höchs-

ten Wert mit 24,8 Prozent der Gesamtvarianz. Es fällt auf, dass sich die Eigenwerte der

darauffolgenden Komponenten nicht stark von einander unterscheiden, was auf einen unzu-

reichenden Informationsgehalt der beinhaltenden Elemente hinweist. Bei der Betrachtung

der auf den Komponenten ladenden Ausdrucksparameter und Audio-Features in Tabelle 6

wird auch deutlich, warum der Unterschied der Klassifikationsgüte beider Herangehenswei-

sen so gering ausfällt. In Komponente 1 zeigt sich anhand der Ausprägungen der Ladungen,

dass die Audio-Features extrem stark untereinander korrelieren (hohe Ladungen in den

Klammern), aber nur relativ schwach mit den Ratings. Auch Komponente 2 beinhaltet nur

geringe Korrelationen zwischen beiden Modellwerten. Alle darauffolgenden Komponenten

werden meist durch die Audio-Features kontrolliert. Hieraus resultiert die unzureichende

Güteverbesserung der Hybridmethode.

Im Vergleich zur Häufigkeitsverteilung der sequentiellen Vorwärtsselektion in Abbildung

16, können nun Ähnlichkeiten festgestellt werden. Die Audio-Features mit den häufigsten

Vorkommen bei der Klassifikationsverbesserung sind auch in der ersten Komponente

wiederzufinden. Dies sind der Spektrale Schwerpunkt und der Roll-Off 85. Daneben weist

das drittbeste Feature ChromaX mittlere Korrelationswerte in mehreren Komponenten auf,

wodurch eine höhere Wahrscheinlichkeit besteht, durch Wechselwirkungen mit anderen

Features und Ratings indirekt eine Steigerung der Güte zu verursachen. Die Streuung

der anderen Features auf die übrigen Rating-freien Komponenten ist auch im Verlauf der

Häufigkeitsverteilung zu erkennen. Hier konnten keine auffälligen Verbesserungswerte

erzielt werden.

Nun wird die maximal mögliche Verbesserung der Vorwärtsselektion betrachtet. Hierfür

ist die Auswertung der mittleren Klassifikationsgüte unterschiedlicher Audio-Feature-

Kombinationen bei gleichbleibender Trainingssetgröße von 75 Prozent in Tabelle 7

dargestellt. Wie sich zeigt, ist eine klare Steigerung des Prozentsatzes korrekt klassifizierter

Titel erkennbar. Wohingegen die Ratings als alleinige Filtermethode eine Güte von 39,9

Prozent erreichten, waren die unterschiedlichen Kombinationen der Features plus Ratings

im Schnitt um 2,3 Prozent besser. Dies entspricht einem Prozentsatz von 42,2 Prozent.

Die mittlere Feature-Anzahl, welche zur Besserung beitragen konnte, fiel mit 1,8 von 38

Möglichen aber sehr gering aus.

Hieraus kann kein Urteil über die „optimale” Kombination der Audio-Features mit Ratings
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Ratings Ratings + Features
Klassifikationsgüte 39,9 % 42,2 %

Distanz 2,3 %
Abweichung 1,3 % 1,1 %

Mittlere Anzahl 27 27 + 1,8
Trainingssetgröße 75 %
Wiederholungen 200

Tabelle 7: Mittlere Klassifikationsgüte unterschiedlicher Audio-Feature-Kombinationen bei
gleichbleibender Trainingssetgröße

gefällt werden, da die Korrelationen der Features untereinander nicht betrachtet wurden.

Dies soll erreicht werden, indem eine feste Feature-Menge anhand einer Rückwertsselekti-

on bestimmt wird. Dieses Verfahren beginnt mit einem vollen Feature-Set und reduziert

die Menge sequentiell bis eine feste Feature-Anzahl übrig bleibt. Dabei werden immer

diejenigen Features gelöscht, welche die schlechtesten Klassifikationsergebnisse erreichen

konnten. Es sollen für die Auswahl nur Features in Frage kommen, die bei der Vorwärtss-

elektion mehr als 14-mal die Klassifikationsgüte verbessern konnten. Insgesamt wurden

10 Features festgestellt, zu welchen Tempo, Attack Time, Centroid, Roll-Off 85, Flatness,

MFCC 4, MFCC 9, MFCC 11, Chroma X und HCDF zählen.

Bei diesem Versuch wurde eine Feature-Menge bestehend aus maximal 2 Elementen in-

nerhalb der Rückwärtsselektion gesucht. Hierbei fand eine Orientierung an der mittleren

Anzahl der Features, die zu einer Klassifikationsverbesserung bei der Vorwärtsselektion

führten. Dieser Vorgang wurde 200-mal bei einer Trainingssetgröße von 75 Prozent wie-

derholt. Es zeigt sich in Abbildung 17, dass es einige Kombinationen gab, die häufiger als

andere zu einer Verbesserung der Güte führen konnten. Hierzu zählen die Attack Time

zusammen mit dem Roll-Off 85 (10-mal) oder der Centroid gemeinsam mit der Flatness

(9-mal), aber es existierten auch 38 Fälle in denen sogar eine Verschlechterung der Güte

bestand. Insgesamt konnte eine mittlere Klassifikationsgüte von 40,7 Prozent über alle

Feature-Kombinationen bestehend aus 2 Elementen erreicht werden. Bei den Ratings allein

lag der mittlere Prozentsatz korrekt klassifizierter Titel bei diesen 200 Ziehungen bei 39,7

Prozent und somit existierte nur eine 1-prozentige Distanz. Dieses Ergebnis bestätigt die

Tendenzen der vorherigen Testläufe. Bei der Durchführung weiterer 100 Ziehungen ausge-

wählter Zweier-Kombinationen bei einer Trainingssetgröße von 75 Prozent sind in Tabelle

8 die Klassifikationsergebnisse der Features aus der Rückwertsselektion mit den häufigsten

Vorkommen zu sehen. Es ist zu erkennen, dass der MFCC 4 in Verbindung mit dem MFCC
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Ratings:                      39,7 ± 1,4 %
Ratings + 2 eatures:    40,7 ± 1,3 %

Trainingsset:      75%
Wiederholungen:      250

Abbildung 17: Häufigkeitsverteilung der Rückwärtsselektion bis zu einem Set von 2 aus 10
Audio-Features

Kombination Güte [%] (nur Ratings) Distanz [%]
Tempo - Attack Time 39, 88± 1, 28 (39, 87± 1, 27) 0,01

Attack Time - Roll-Off 85 39, 87± 1, 34 (39, 60± 1, 40) 0,27
Centroid - Flatness 40, 05± 1, 33 (40, 08± 1, 29) -0,03

Roll-Off 85 - Chroma X 39, 83± 1, 45 (39, 89± 1, 29) -0,06
MFCC 4 - MFCC 9 40, 12± 1, 33 (39, 77± 1, 21) 0,35

Tabelle 8: Mittlere Klassifikationsgüte ausgewählter Feature-Kombinationen mit allen
Ratings bei 100 Ziehungen und einer Trainingssetgröße von 75 Prozent.
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9 fast die Hälfte der Güte-Distanz der vollen 38 Features erreicht.

4.4 Diskussion

In der Studie der Ergänzung einer kollaborativen Filtertechnik anhand von Ausdrucksratings

durch die Hinzunahme einer Audio-Feature-Analyse im Kontext von Musikempfehlungs-

diensten für Funktionsmusik konnten nur geringe Verbesserungen des Prozentsatzes korrekt

klassifizierter Musiktitel erreicht werden. Bei einer maximalen Trainingssetgröße von 75

Prozent im Vergleich zur Gesamtstichprobe und einem vollen Feature-Set aus 38 Audio-

Features plus Ratings konnte mit der Hybridmethode nur eine 0,8-prozentige Verbesserung

der Klassifikationsgüte im Gegensatz zur Methode, welche nur aus Ratings bestand, erreicht

werden. Eine weitergehende Analyse des Features-Raums ergab, dass die aus den Musikti-

teln extrahierten Audio-Features stark untereinander korrelieren, aber nur schwach mit den

Ausdrucksratings. Dies sollte umgangen werden, indem eine sequentielle Vorwärtsselektion

zur Bestimmung derjenigen Audio-Features durchgeführt wurde, welche bei der Verbesse-

rung der Klassifikationsgüte vorrangig mitwirkten. Es zeigte sich, das einige Features, wie

z.B. der spektrale Schwerpunkt oder der Roll-Off (mit einer Energiedichte von 85 Prozent),

mehr als andere dazu beitragen konnten, aber die Verteilung der Häufigkeiten über die

vorhandenen Features recht homogen verlief. Auch eine Rückwärtsselektion anhand der

„besten” Features der Vorwärtsvariante konnte kein festes Audio-Feature-Set hervorbringen,

da die Ergebnisse der Güteverbesserung zu gering ausfielen. Mögliche Ursachen hierfür

werden im Folgenden betrachtet:

Bei der hier angewandten Klassifikation mit Hilfe eines naiven Bayes-Klassifikators wurde

zuvor eine klassenbedingte Hauptkomponentenanalyse nach Decker (2005) durchgeführt,

welche mögliche Korrelationen innerhalb der Daten beseitigen sollte. Der naive Bayes-

Klassifikator geht bei der Bestimmung der Posterior-Wahrscheinlichkeiten von der Un-

abhängigkeit der Daten aus. Diese wird erreicht, indem normal-verteilte Daten mit Hilfe

einer PCA dekorreliert werden. Sind die Daten nicht normal-verteilt, kann nicht davon

ausgegangen werden, dass sie nach der Komponentenanalyse unabhängig sind. Hierfür

wäre es sinnvoll in einer weiteren Studie zu überprüfen, ob eine anschließende Unabhän-

gigkeitskomponentenanalyse (engl. Independent Component Analysis - ICA), welche eine

näherungsweise Unabhängigkeit der Stichprobe zur Folge hätte, den Verlauf der Klassifi-

kationskurven über die Stichprobengröße positiv verändern würde. Dieser Schritt wurde

ausgelassen, da der benötigte Rechenaufwand zu groß war. Eine Umsetzung des Algorith-
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mus in der Programmiersprache C, statt der verwendeten Methode in MATLAB, würde

schnellere Rechenzeiten zur Folge haben und deshalb Vorteile bringen.

Die Klassifikationsgüte könnte auch gesteigert werden, indem eine Komponentenanalyse

über die gesamte, zufällig gewählte Trainingsstichprobe durchgeführt würde, an Stelle

der klassenbedingten PCA. Ein mögliches Problem, welches bei der gewählten Methode

auftritt, ist, dass sich die Feature-Räume (Ratings kombiniert mit Audio-Features) der Titel

überlappen, da nicht jedes Musikstück die gleichen dekorrelierten Daten zu Verfügung

hat. Wenn diese Hypothese richtig wäre, gingen wichtige Trennungsargumente innerhalb

der Komponenten verloren. Auch kann es passieren, dass die zufällig gezogenen Trai-

ningsvektoren den jeweiligen Titel nicht vollständig repräsentieren, weshalb Decker (2005)

vorschlägt, für ein Musikstück mehrere Trainingssets zufällig zu ziehen, um sie danach

zu vergleichen und die Unterschiede in den Mittelwerten und Transformationsmatrizen

für die Erstellung eines optimalen Sets zu verwenden. Auf diese Weise wäre es eventuell

möglich, den Bereich der Trainingssetgröße, ab welchem der Hybrid-Recommender bes-

sere Ergebnisse leistet als die kollaborative Methode (hier 55 Prozent), weiter nach unten

zu verlagern. Der Vorteil einer gemeinsamen Transformationsmatrix der PCA läge darin,

dass der entstehende Merkmalsraum besser interpretiert werden könnte und somit bei der

Klassifikation für alle Trainings- und Testssets der gleiche wäre. Ein undokumentierter

Vergleich der Klassifikationsgüteunterschiede zwischen klassenbedingter und gesamter

PCA ergab aber nur eine 1-prozentige Verbesserungsrate für die kollaborative wie auch die

hybride Methode.

Auch wäre nach Mitchell (2007) ein sogenanntes Naive-Bayes-Classifier-Committee zur

Steigerung der Güte möglich. Hierbei werden mehrere Klassifikatoren mit unterschiedlichen

Trainingssets trainiert. Bei der finalen Klassifikation können die Klassifikatoren für eine

endgültige Klasse gleich-verteilt abstimmen.

Das eigentliche Hauptproblem, welches während der Ergebnisauswertung der Klassifikati-

onsgüte des Hybrid-Recommenders ersichtlich wurde, wird durch die geringen Korrela-

tionen zwischen den Ratings der Ausdrucksparameter und Audio-Features repräsentiert.

Idealerweise sollten sich Features und Ratings innerhalb der Komponentenmatrix der PCA

möglichst auf alle Vektoren gleichmäßig verteilen, damit einerseits Korrelationen zwischen

Ratings und Features existieren und andererseits genügend Trennkraft zwischen den Ein-

zelkomponenten bestehen. Es könnte neben den Versuchen der Feature-Set-Verkleinerung

durch Vorwärts- bzw. Rückwärtsselektion auch probiert werden Audio-Features zu bestim-

men, die exklusiv mit jeweils nur einem Ausdrucksparameter korrelieren. Hierbei sollten
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nur Features verwendet werden, die nicht miteinander in Wechselwirkung stehen. Wenn

dies doch der Fall sein sollte, können diese z.B. durch eine Faktorenanalyse, bei der mehrere

Features ein „neues” Feature ergeben, zusammengeführt werden. In der Studie von Baume

et al. (2014) wird eine Audio-Feature-Auswahl für die Musikemotionswahrnehmung von

Produktionsmusiken evaluiert. Es zeigt sich, dass die beste Feature-Kombination aus 32

Features besteht und eine umfassende Auswahl aus allen Feature-Kategorien (spektral,

tonal, rhythmisch und temporal) beinhaltet.

Denkbar wäre auch eine andere hybride Methode zu nutzen, bei welcher anstatt einer

kombinierenden Variante eine erweiternde zum Tragen kommt. Chen et al. (2009) konnten

in ihrer Studie zur Genre-Klassifikation zeigen, dass ein sogenannter double layer classi-

fier bessere Ergebnisse erzielt als ein single layer. Diese Idee, auf den hier vorliegenden

Gegenstand der Produktionsmusik angewandt, würde bedeuten, dass eine erste Filterme-

thode mit Hilfe der Audio-Features Stimmungs-, Klang-, und Emotionscharakteristiken

bestimmt (Informationen hierzu sind u.a. bei Song et al. (2012) oder Barthet et al. (2012)

zu finden), um damit anschließend die Ausdrucksparameter für eine Klassifikation zu

erweitern. Dies würde auch die gestreute Standardnormalverteilung auf die Audio-Features

umgehen, welche hier doch sehr kritisch betrachtet werden muss. Sie wurde genutzt, um

die Feature-Daten auf das Modell einer Beurteilungsskala zu heben, wodurch der Vergleich

mit den Ratings der Ausdrucksdimensionen möglich wurde. Da es sich aber um zufällige

Werte handelt, können somit auch Zufallseffekte bei den Klassifikationen vor allem kleiner

Trainingssets aufgetreten sein. Das bedeutet auch, dass eine Gesamt-PCA weniger davon

betroffen wäre als eine klassenbedingte, da bei der klassenbedingten Komponentenanalyse

generell weniger Beobachtungen pro Trainingsset Ti vorhanden sind.

Zusätzlich ist zu hinterfragen, inwieweit die zufällige Ziehung aus der Gesamtstichprobe

die Ergebnisse der Klassifikationen beeinflussen. Hierbei wurde während der mehrmaligen

Ziehungen immer ein und das selbe Grund-Setup für das Trainings- und Testset genutzt,

da die Anzahl der Beurteilungen der Ausdrucksparameter für eine separate Teststichprobe

nicht ausreichend ist. Es kann deshalb nicht davon ausgegangen werden, dass die gleichen

Klassifikationsergebnisse mit neuen Beurteilungen erreicht werden können. Um dies zu

überprüfen, wäre eine insgesamt größere Gesamtstichprobe nötig, welche dann in mehrere

unabhängige Teile geteilt werden könnte.

Was außerdem zu bedenken gilt, ist, dass es sich bei den Ratings nicht etwa um persönliches

Gefallen/Bewertungen der Musikstücke oder bisherige Titel-Abspielverhalten einzelner

Nutzer handelt, sondern um die Wahrnehmung des emotionalen Ausdrucks der Stücke durch
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eine Stichprobe, welche durch eine Gruppe hochgebildeter, junger und in der Mehrzahl

männlicher Personen repräsentiert wird. Es wäre möglich, dass Features sehr redundant

mit kollektiven Ausdrucksempfindungen sind, aber nicht so redundant mit individuellen

Gefallen/Genrevorlieben. Somit könnte es sein, dass im „klassischen“ Empfehlungsdienst

(B2C) hybride Recommender Vorteile bieten, im hier untersuchten B2B-Szenario aber

gerade nicht. Eine zusätzliche Evaluation, inwieweit den Nutzern die Musikstücke gefallen

haben, könnte hier deshalb sogar Vorteile bringen.

5 Fazit

Empfehlungsdienstleistungen sind heute mehr gefragt denn je. Das Internet macht es mög-

lich auf eine schier unüberschaubare Datenmenge zuzugreifen. Dabei ist es nicht immer

leicht das Gesuchte zu finden. Wenn es gefunden wurde, besteht aber noch immer die Frage,

ob das Resultat den gewünschten Ansprüchen Genüge leistet. Hierbei können externe

Empfehlungen häufig unterstützend zur Seite stehen. Dies geschieht vor allem bei Kon-

sumartikeln wie Büchern, Filmen oder Musik. Als bekanntestes Unternehmen gilt Amazon,

bei welchem den Nutzern Empfehlungen anhand zuvor gekaufter und angeschauter Produk-

te dargeboten werden. Die Musik nimmt innerhalb der Empfehlungsdienstleistungen eine

besondere Stellung ein, da sie auf vielfältige Art und Weise beschrieben und wahrgenom-

men werden kann. Unabhängig vom Genre oder Interpreten, ist die übertragene Stimmung

häufig als deskriptives Merkmal sehr wichtig. Vor allem das B2B-Gschäftsmodell der

Produktionsmusik, welche auch „mood music” genannt wird, zielt auf die projizierten

Stimmungsparameter der Musikstücke ab, um daraus Empfehlungen für Kunden zu konzi-

pieren. Dies geschieht durch die Zuhilfenahme verschiedener Filtertechniken. Kollaborative

Filter z.B. arbeiten hierbei mit den von Nutzern abgegebenen Beurteilungen, wohingegen

inhaltliche Filter die Informationen der Musikstücke zur Erstellung der Vorschläge nut-

zen. Da jede Filtertechnik Vor- und Nachteile besitzt, versucht die hybride Filterung die

Einzelmethoden zu verknüpfen, um den Nutzen der Empfehlungsdienste zu steigern. Im

speziellen Fall der Funktionsmusik wurde in dieser Studie deshalb untersucht, inwieweit

eine inhaltliche Analyse auf Basis signalbeschreibender Audio-Features die kollaborative

Filterung mit Hilfe von Ausdrucks-Ratings bei der Klassifikation von Musikstücken er-

gänzen kann. Als Grundlage hierzu diente ein vorhandener Datensatz mit Nutzer-Ratings

eines B2B-Empfehlungsdienstes für Produktionsmusik. Es zeigte sich, dass die richtige

Wahl der Audio-Features für eine Klassifikationsverbesserung entscheidend ist, da es sich
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bei den vorhandenen Ausdrucksdimensionen nicht um bewertende Einschätzungen der

Nutzer handelt, sondern um Sinnes-, Klang- und Emotionswahrnehmungen gegenüber

der Musikstücke. Die hier im Szenario verwendeten Audio-Features und die erarbeitete

kombinierende hybride Filtermethode konnten aber keine markanten Verbesserungen des

Prozentsatzes korrekt klassifizierter Titel, im Gegensatz zur Einzelmethode der kollabo-

rativen Filterung, verdeutlichen. Tendenzen für eine Steigerung waren aber erkennbar. Es

wurden deshalb Veränderungsvorschläge aufgezeigt, wobei z.B. vielversprechende Ansätze

für die richtige Wahl der Features bei Baume et al. (2014) zu finden sind. Speziell für den

Bereich der Produktionsmusik konnten sie ausgesuchte Audio-Features selektierten. Auch

Böhringer (2013) konnte feststellen, dass einige Ausdrucksparameter der hier verwendeten

Stichprobe nicht zum Erkenntnisgewinn beitragen konnten, weshalb eine Verkleinerung der

Rating-Daten sinnvoll wäre.

Allgemein gesehen ist die hybride Musikempfehlung im Bereich der Produktionsmusik

aber wissenschaftlich noch nicht hinreichend untersucht, weshalb eine Umsetzung der in

der Diskussion genannten Vorschläge für zukünftige Studien interessant ist, sie aber im

begrenzten Rahmen dieser Arbeit nicht möglich war.
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A Anhang

Quelltext 1: SPSS Syntax zur Filterung der gültigen Stichprobendaten der Ratings
1 USE ALL.
2
3 *Filter für Gültige.
4 COMPUTE gueltig=0.
5 EXECUTE.
6
7 IF ((Ernsthaftigkeit1nurmalgucken5ernsthaftdabei > 2)
8 AND (Alter < 75)
9 AND (Aufmerksamkeit1abgelenkt5konzentriert > 2)

10 AND (Musik1keine2Hobby3Profi > 0)) gueltig=1.
11 EXECUTE.
12 FILTER BY gueltig.
13
14 *Filter für deutsch erkannt (Audio und Verständnis korrekt).
15 USE ALL.
16
17 RECODE erkannteSprache ('d'=1) ('de'=1) ('Detsch'=1)
18 ('deusch'=1) ('deustch'=1) ('Deutch'=1)
19 ('deutsc'=1) ('deutscg'=1) ('deutsch'=1)
20 ('Deutsch'=1) ('DEUTSCH'=1) ('Deutts'=1)
21 ('german'=1) ('German'=1) ('German.'=1)
22 ('Gernab'=1) (ELSE=0) INTO deutscherkannt.
23 EXECUTE.
24
25 FILTER BY deutscherkannt.
26
27 *Filter für deutsche Sprache.
28 USE ALL.
29 RECODE ausgewählteSprache ("de"=1) (ELSE=0) INTO deutsch.
30 EXECUTE.
31
32 *Filter für auszuwählende Fälle.
33 USE ALL.
34
35 COMPUTE auswahl=0.
36 EXECUTE.
37 IF ((gueltig=1) AND (deutscherkannt=1)) auswahl=1.
38 EXECUTE.
39 FILTER BY auswahl.
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Tool Sprache Art

Marsyasa (Tzanetakis und Cook, 2000) C++, PYTHON Applikation

jMIRb (Mckay und Fujinaga, 2008) JAVA Applikation

libXtractc (Bullock, 2007) C Bibliothek

Yaafed (Mathieu et al., 2010) C++, PYTHON Bibliothek

MIRtoolboxe (Lartillot und Toiviainen, 2007) MATLAB Bibliothek

Tabelle 9: Applikationen und Bibliotheken zur Audio-Feature-Bestimmung (Lerch, 2012)

ahttp://marsyas.info/ - Zuletzt geprüft am 10.05.2014
bhttp://jmir.sourceforge.net/ - Zuletzt geprüft am 10.05.2014
chttps://code.soundsoftware.ac.uk/projects/libxtract - Zuletzt geprüft am 10.05.2014
dhttp://yaafe.sourceforge.net/ - Zuletzt geprüft am 10.05.2014
ehttps://www.jyu.fi/hum/laitokset/musiikki/en/research/coe/materials/mirtoolbox - Zuletzt geprüft am

10.05.2014

Mittlere Beobachtungen pro
% Trainingsset Titel im

Trainings-
set

Testset % Trainingsset Titel im
Trainings-

set

Testset

5 228 6 4315 55 2499 62 2044
10 455 11 4088 60 2726 68 1817
15 682 17 3861 65 2953 74 1590
20 909 23 3634 70 3181 80 1362
25 1136 28 3407 75 3408 85 1135
30 1363 34 3180 80 3635 91 908
35 1591 40 2952 85 3862 97 681
40 1818 45 2725 90 4089 102 454
45 2045 51 2498 95 4316 108 227
50 2272 57 2271

Tabelle 10: Mittlere Stichprobenaufteilung bei der Zufallsziehung
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