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Zusammenfassung 
 
Diese Arbeit beschäftigt sich mit der automatisierten Berechnung von Pitch-Chroma-
Audiofeatures als Vorstufe zur Akkorderkennung. Dabei werden drei verschiedene Archi-
tekturen von künstlichen neuronalen Netzen (NN) miteinander verglichen und evaluiert, 
sowie mit zwei Systemen verglichen, die ausschließlich auf Basis von musikalischem Ex-
pertenwissen manuell erstellt wurden. Zur weiteren Evaluation werden die Pitch-
Chroma-Features im Rahmen einer tatsächlichen Klassifizierung von Akkordsequenzen 
verwendet. Als System zur Dekodierung der Chroma-Features wurden ein Hidden-Mar-
kov-Model (HMM), sowie ein Conditional-Random-Field (CRF) ausgewählt. 
Es konnte gezeigt werden, dass das mithilfe von NN berechnete Pitch-Chroma in den 
Metriken zur Bewertung besser abschneidet als das Chroma der beiden Expertenwissen-
Algorithmen. Die beste der drei evaluierten NN-Architekturen setzt sich aus einer Kom-
bination von Convolutional- und Recurrent-Layern zusammen. In der anschließenden 
Dekodierung der Pitch-Chroma-Features zu Akkordsequenzen war zu erkennen, dass das 
System ohne NN-Chroma und HMM deutlich schlechter abschnitt als das System mit 
NN-Chroma und HMM. Die Metriken von CRF und HMM unterschieden sich nur ge-
ringfügig. 
 
 
 

Abstract 
 
Pitch chroma audio features are frequently used in systems for automatic chord recogni-
tion. In this work three different architectures of artificial neural networks (NN) are 
evaluated by comparing them directly with each other, as well as with two handcrafted 
baseline algorithms that are solely based on musical domain knowledge. Furthermore, 
the computed pitch chroma features were used for chord sequence classification as an 
additional evaluation. For decoding chroma features, a Hidden-Markov-Model (HMM) 
and a Conditional-Random-Field (CRF) were chosen.  
It has been shown that NN chroma features achieve better results than the two hand-
crafted baseline algorithms, where the best NN architecture proved to be a combination 
of convolutional and recurrent layers. In the subsequent decoding of pitch chroma fea-
tures for chord recognition the system with NN-chroma and HMM performed considera-
bly better than the system without NN-chroma and HMM. Metrics of CRF and HMM 
differed only marginally.  
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KAPITEL 1 

 Einleitung 

Die automatische Erkennung von Akkorden in musikalischen Audiosignalen ist ein aktu-
eller Forschungsgegenstand im Bereich Music Information Retrieval (MIR) und kann u. 
a. als ein Bestandteil zur automatischen Generierung von Leadsheets verwendet werden 
(Weil et al., 2009). Das automatisierte Erkennen ist wünschenswert, da die manuelle 
Annotierung von Akkorden durch Experten ein aufwendiges und zeitintensives Unterfan-
gen darstellt.  
Neben dem offensichtlichen Anwendungsfeld der automatischen Generierung von Lead-
sheets kann die Akkorderkennung auch als Vorstufe zu Cover-Song-Identifikation (Bello, 
2007; Serra et al., 2010), Tonarterkennung (Papadopoulos und Tzanetakis, 2012; Pauwels 
und Martens, 2010), Downbeat-Bestimmung (Mauch und Dixon, 2010b; Papadopoulos 
und Peeters, 2008)  oder Genre-Klassifikation (Cheng et al., 2008; Pérez-Sancho et al., 
2009) dienen. Die Relevanz kann im Kontext von Musikproduktion, Musikempfehlung 
oder dem Erlernen eines Musikinstrumentes eingeordnet werden. Beispiele hierfür sind 
große Online Communities, wie e-chords1 oder ultimate-guitar2 (hauptsächlich Gitarre), 
die ein autodidaktisches Erlernen eines Instrumentes u.a. mithilfe von Leadsheets ermög-
lichen und sich einer wachsenden Beliebtheit erfreuen.  
Die Erkennungsrate von aktuellen Systemen für Dur- und Mollakkorde (andere Akkord-
töne werden ignoriert), sowie einer No-Chord-Klasse, liegt derzeit im Mittel bei grob 
80%3, schwankt aber stark für unterschiedliche Datensätze und verwendete Algorithmen. 
Bei Vierklängen mit Septimen ist die Rate deutlich niedriger und schwankt eher zwischen 
60 und 70%3. Eine stetige Weiterentwicklung und Verbesserung der Qualität von beste-
henden Systemen der automatischen Akkorderkennung ist daher wünschenswert. 

                                       
 
1 www.e-chords.com 
2 www.ultimate-guitar.com 
3 www.music-ir.org/mirex/wiki/2017:Audio_Chord_Estimation_Results 
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1.1 Kurzer Hintergrund und aktueller wissenschaftlicher Stand 

Die automatische Erkennung von Akkorden (vornehmlich in westlicher Popularmusik) 
ist seit ca. 20 Jahren ein Forschungsgegenstand, wobei eines der ersten Systeme von 
Fujishima (1999) begründet wurde. Vor diesem Zeitpunkt wurde die Akkorderkennung 
auf Basis von im Frequenzspektrum erkannten Einzelnoten durchgeführt (Chafe und 
Smith, 1985), was durch ein potenzielles Überlappen von Obertönen der Einzelnoten und 
Empfindlichkeit gegenüber Rauschen eher fehleranfällig war. 
Grundsätzlich kann eine Akkorderkennung durch ein zweistufiges System beschrieben 
werden (Abb. 1), bei dem in der ersten Stufe eine Tonhöhenerkennung durchgeführt 
wird, in der zweiten Stufe eine Hypothese über potenzielle Akkordklassen aufgestellt und 
anschließend eine tatsächlich Entscheidung bezüglich des wahrscheinlichsten Akkords 
getroffen wird.  

 
Abb. 1: Zweistufiges System der Akkorderkennung 

 

1.1.1 Stufe 1: Tonhöhenerkennung 

Bezugnehmend auf Stufe 1 basierte Fujishimas System zunächst auf der Extrahierung 
eines Pitch-Class-Profiles (PCP, auch Pitch-Chroma), wobei die Frequenzbins des er-
rechneten Spektrums mittels Summierung auf einen zwölfelementigen Chromavektor re-
duziert wurden, um einen Ausgangspunkt für die anschließende Dekodierung der PCP-
Sequenzen in Akkordsymbole zu erhalten. 
Dieser Ansatz wurde von Gómez (2006) zu einem Harmonic Pitch Class Profile (HPCP) 
erweitert, welches bei der Berechnung eine andere Gewichtungsmethode (Fensterung) 
verwendete und durch ein stärkeres Einbeziehen von Obertönen eine zusätzliche Verbes-
serung erzielen konnte. Das HPCP wird je nach Bandbegrenzung außerdem dazu ver-
wendet, um Basslinien zu extrahieren (Salamon und Gómez, 2009) und kann bei der 
Anwendung auf das tieffrequente Spektrum als Bass-Chroma bezeichnet werden. Dieses 
wird durch das Treble-Chroma ergänzt, welches die höherfrequenten Signalanteile be-
rücksichtigt und die Hauptbestandteile der harmonischen Struktur wiedergibt.  
Bei der Berechnung der Pitch-Chroma-Features setzte sich im weiteren Verlauf dann 
zunehmend eine Methode durch, die auf dem Lösen von Non-negative least square Prob-
lemen (NNLS) beruht (Mauch und Dixon, 2010a), um das vorher errechnete Betrags-
spektrogramm auf den zwölfelementigen Chromavektor zu reduzieren. 
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Zusätzlich wurde von Müller und Ewert (2011) eine Matlab-Toolbox entwickelt, die eine 
Implementierung vieler gängiger Methoden der Chroma-Berechnung für unterschiedliche 
Anwendungskontexte enthält und einen guten Überblick über die bis zu diesem Zeitpunkt 
entwickelten Methoden der Chromaberechnung bietet. 
Ein neuerer Ansatz ist die Anwendung von Techniken des maschinellen Lernens, vor-
nehmlich künstliche neuronale Netze (Korzeniowski und Widmer, 2016b), oder sogar das 
komplette Ersetzen von Chroma-Features durch vom Netzwerk selbstständig erlernte 
Features (Korzeniowski und Widmer, 2016a). Künstliche neuronale Netze (NN) besitzen 
einen Vorteil gegenüber anderen Methoden des maschinellen Lernens, wenn die Daten-
menge deutlich erhöht ist und das Netzwerk somit mehr annotierte Trainingsbeispiele 
zum Lernen nutzen kann (Bartlett und Maass, 2003).   
Dabei sollte allerdings erwähnt werden, dass die auf Grundlage von annotierten Akkor-
den gelernte Transformation von Audio in ML-basierte Chroma-Features nicht mehr 
unbedingt die tatsächliche, im Audiomaterial vorliegende harmonische Struktur wieder-
spiegelt, sondern eine durch die gegebenen Akkordvorlagen erlernte Struktur. Dabei kön-
nen bspw. Melodietöne oder Obertöne u. U. im errechneten Chroma nicht mehr vorhan-
den sein, da der ML-Algorithmus diese als irrelevant einstuft. Dies ist im Bereich der 
Akkorderkennung zwar ein durchaus wünschenswerter Effekt, aber sollte vor dem Hin-
tergrund einer möglichen Anwendung des errechneten Chromas in anderen Kontexten 
bedacht werden, bei denen dies evtl. unerwünscht ist. 
 

1.1.2 Stufe 2: Akkordhypothesen und Entscheidung 

Um die eigentliche Akkorderkennung durchführen zu können, müssen die Chroma-Vek-
toren allerdings noch dekodiert und in eine Notation mit Akkordsymbolen überführt 
werden. Da eine framebasierte Klassifizierung außerdem oft eine unerwünschte Fragmen-
tierung der Sequenzen aufweist, wird in diesem Schritt auch eine Glättung der Klassifi-
kationsergebnisse durchgeführt. 
Für diese Stufe 2 verwendete Fujishima (1999) ein System, das auf dem Vergleich einer 
Sequenz eines extrahierten PCP mit einer Datenbank von möglichen Akkordtypen ba-
sierte (Template-Matching). Dieses wurde durch zwölfelementige Binärvektoren reprä-
sentiert, welche die zwölf Tonklassen darstellen, sodass eine Ähnlichkeit jedes PCP-Vek-
tors mithilfe einer gewichteten Summe auf Basis der Akkordtypenvektoren überprüft 
werden konnte. Ein weiterentwickeltes System von Lee (2006) verwendete ein Harmonic 
Product Spectrum (HPS) als Grundlage für eine PCP-Berechnung und anschließende 
Korrelationsüberprüfung mit den binären Template-Vektoren, da das HPS dem Bi-
närvektor stärker angenähert ist und den Vergleich einfacher macht.  
Gleichzeitig wurden immer mehr Algorithmen vorgeschlagen, die für die zweite Stufe der 
Akkorderkennung den Ansatz des maschinellen Lernens (ML) verfolgten. Beispielsweise 
wurde dafür ein Hidden-Markov-Model (HMM) (Sheh und Ellis, 2003), Dynamic 
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Bayesian Network (DBN) (Mauch und Dixon, 2010a), oder Conditional Random Field 
(CRF) (Korzeniowski und Widmer, 2016a) verwendet.  
Ein Großteil der bisherigen Forschungsarbeiten beschränkte sich auf die Erkennung von 
Dur- und Moll-Akkorden. Das in der Realität vorkommende Akkordvokabular in Pop-
musik ist allerdings deutlich größer, daher erscheint zunächst eine Erweiterung des Vo-
kabulars auf alle Kombinationsmöglichkeiten der terzgeschichteten Drei- und Vierklänge 
als lohnenswert.  
Zwar wurden diese erweiterten Akkorde in einigen der vorgestellten Arbeiten teilweise 
auch evaluiert und die geringere Erkennungsrate angesprochen, aber in den wenigsten 
Fällen als zentrale Problemstellung thematisiert. Mauch und Dixon (2010a) konnten mit 
dem NNLS-Chroma zwar eine kleine Verbesserung bei dem erweiterten Akkordvokabular 
erzielen, die Erkennungsrate war jedoch konstant schlechter als bei Dur/Moll/No Chord. 
Der direkte Vergleich ist zugegebenermaßen durch die zugrundeliegende Vereinfachung 
der Annahmen schwierig und die bessere Erkennungsrate nicht verwunderlich, allerdings 
lässt sich dagegen argumentieren, dass ein Mapping von verminderten, übermäßigen oder 
sus-Akkorden auf ein Dur/Moll-Schema eine zu große Varianz innerhalb dieser Akkord-
klasse zur Folge hat und schlichtweg eine falsche Zuordnung zu einem Tongeschlecht 
bedeutet. Wenigstens diese Akkordklassen sollten also noch in die Klassifizierung mit 
eingeschlossen werden.  
Die direkte Adressierung des Problems des zu geringen Akkordvokabulars thematisieren 
einige kürzlich erschienene Arbeiten (Deng und Kwok, 2017; McFee und Bello, 2017), die 
zudem eine vorherige Segmentierung des zu klassifizierenden Audiomaterials in Takte als 
zusätzliche Information vorschlagen, bei der das musikalische Wissen einfließt, dass Ak-
korde meist an Taktgrenzen wechseln. 
 

1.2 Forschungsfrage 

Diese Arbeit soll sich zunächst im Schwerpunkt mit der Berechnung von Pitch-Chroma-
Features mithilfe von NN beschäftigen. Dabei sollen verschiedene NN-Architekturen und 
Layer-Kombinationen miteinander verglichen und die Genauigkeit der Klassifikation mit-
hilfe von binären Chromavektoren überprüft werden, die auf Grundlage der Grundwahr-
heitsdaten (annotierte Akkordsymbol-Datensätze) erstellt wurden. Die so konstruierten 
„perfekten“ Chromavektoren werden auch zum Trainieren des NN verwendet, wobei al-
lerdings zu beachten ist, dass die Testdaten nicht für das Training des Algorithmus 
verwendet werden, was in der Praxis durch die vorherige Teilung des Gesamtdatensatzes 
in Training- und Testdaten erreicht wird. Als Datensätze sollen hauptsächlich Songs der 
westlichen Popularmusik verwendet werden, da Popmusik die größte Relevanz besitzt 
und dort schon einige durch Experten annotierte Korpora vorhanden sind. 
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Entgegen der Tendenz einiger neuerer, o. g. Forschungsarbeiten, Chroma-Features als 
Zwischenschritt zu vernachlässigen und diese durch vom NN selbstständig erlernte Fea-
tures zu ersetzen, habe ich mich dazu entschieden, diesen Ansatz weiter zu verfolgen. 
Grund hierfür ist eine bessere Nachvollziehbarkeit der vom NN erlernten Strukturen, was 
bei einer direkten Akkordklassifikation schwieriger wäre, da weniger Informationen über 
diese zur Verfügung stünden. Zwar ist es durchaus möglich, Aktivierungen in sogenann-
ten Hidden Layern des Netzwerkes zu visualisieren, allerdings sind diese oft schwerer 
oder schlicht unmöglich zu interpretieren.  
Als Vergleich soll zudem eine Standardmethode zur Pitch-Chroma-Berechnung herange-
zogen werden, die im weiteren Verlauf noch näher beleuchtet wird. Da diese Arbeit zum 
großen Teil bei zplane.development GmbH & Co KG geschrieben wurde, ist außerdem 
ein Vergleich der Chromaberechnung mit deren existierender Akkorderkennung Kort 
durchgeführt worden, welches ebenso als zweistufiges System realisiert wurde und mit 
einer Berechnung durch ein Harmonic Sum Spectrum (HSS), sowie angeschlossenem 
HMM einen elaborierteren Expertenwissen-Ansatz darstellt. Als weitere Vergleichsmög-
lichkeit wird eine von Korzeniowski und Widmer (2016b) als DeepChromaExtractor (oder 
auch DeepChromaProcessor) bezeichnete Methode herangezogen, die ebenso auf einem 
NN basiert. Die zusätzliche Evaluation dieses Systems liegt nahe, da hier auch ein NN-
Chroma erzeugt wird, sodass ein direkter Vergleich mit einer bereits bestehenden ML-
basierten Methode stattfinden kann. Zudem ist eine der zu evaluierenden NN-Architek-
turen eng an diese Forschungsarbeit angelehnt. In einem letzten Schritt soll zusätzlich 
die Akkordklassifikation auf Grundlage der durch die NN errechneten Chromavektoren 
mit einem HMM, sowie eines CRF untersucht und dies ebenso mit dem HSS-Algorithmus 
verglichen werden.  
Abschließend wird die weitere Strukturierung dieser Arbeit im Folgenden erläutert. Zu-
nächst werden in Kapitel 2 die für diese Arbeit benötigten Grundlagen im Bereich Mu-
siktheorie (2.1), digitale Signalverarbeitung (2.2) und maschinellem Lernen (2.4) vorge-
stellt. In Kapitel 3 erfolgt die Beschreibung des in dieser Arbeit angewendeten Verfahrens 
der Pitch-Chroma-Berechnung (3.1), sowie die anschließende Vorstellung und Diskussion 
der Ergebnisse (3.2). Im darauffolgenden Kapitel 4 wird abschließend die Verwendung 
der errechneten Chromavektoren in einem tatsächlichen Akkorderkennungskontext eva-
luiert. Kapitel 5 fasst die gesammelten Ergebnisse und Erkenntnisse dieser Arbeit zu-
sammen und gibt einen Ausblick auf weitere Möglichkeiten der Verbesserung des Sys-
tems. 
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KAPITEL 2 

 Grundlagen 

Im folgenden Abschnitt sollen einige Grundbegriffe und Konzepte erläutert werden, die 
aus dem Gebiet der Musiktheorie, der digitalen Signalverarbeitung, sowie des maschinel-
len Lernens stammen und für diese Arbeit relevant sind. Zentraler Bestandteil für den 
Bereich der Musiktheorie sind die Begriffe und Definitionen des Konzepts der Tonhöhe, 
des Intervalls und des Akkords. Die im Bereich der digitalen Signalverarbeitung vorge-
stellten Konzepte dienen als Grundlage für eine Vorverarbeitung des Audiosignals, um 
überhaupt nutzbar für das Training mit dem neuronalen Netzwerk zu sein. Anschließend 
werden die Funktionsweisen zweier bereits bestehender Systeme zur Chroma-Berechnung 
erläutert, sowie Grundlagen des maschinellen Lernens und im Besonderen neuronaler 
Netzwerke eingeführt. Abschließend werden zwei Algorithmen vorgestellt und evaluiert, 
mithilfe derer Entscheidungen bezüglich Akkordsymbolen und -grenzen getroffen werden 
können und zur 2. Stufe der Akkorderkennung zuzuordnen sind. 
 

2.1 Musikalische Grundbegriffe 

2.1.1 Tonhöhe 

„Die Tonhöhe ist definiert als ‚die Eigenschaft einer Hörempfindung nach der Schalle auf 
einer musikalischen Tonleiter geordnet werden können‘ (ANSI S1.1), mithin auf einem 
Kontinuum von ‚tief‘ bis ‚hoch‘. Bei Sinustönen ist sie eng mit der Frequenz des Tones 
verbunden.“ (Weinzierl, 2008, S. 65)   
Dabei können nun verschiedene Tonhöhen auf Basis bestimmter Frequenzen definiert 
werden, die in einem musikalischem Kontext Sinn ergeben. Da der Klangcharakter von 
zwei Tönen im Abstand der doppelten Frequenz sehr ähnlich ist, wird dies als erster 
Anhaltspunkt für eine Einteilung des für Menschen hörbaren Frequenzbereichs von 20 
Hz bis 20 kHz in verschiedene Tonhöhen angesehen. Der Tonabstand, den eine Frequenz-
verdopplung hervorruft, wird als Oktave bezeichnet und ist gleichzeitig ein musikalisches 
Intervall (Kapitel 2.1.5). Die Oktave kann nun noch in eine Anzahl von Abschnitten 
unterteilt werden, wobei in westlicher Musik 12 Abschnitte gewählt werden, die als Halb-
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Der Frequenzabstand der Halbtöne zueinander kann auf Basis verschiedener Annahmen 
gewählt werden, die verschiedene Vor- und Nachteile besitzen. In dieser Arbeit wird 
allerdings ausschließlich die gleichstufige Stimmung zugrunde gelegt, bei der die Halbtöne 
in einem Frequenzabstand von 100 Cent (Kapitel 2.1.2) zueinander liegen, was einem 
Frequenzverhältnis von 2 # entspricht und in westlicher Popularmusik fast ausschließlich 
verwendet wird. Auch der in Abb. 2 dargestellte Quintenzirkel beruht auf dieser An-
nahme. Eine Konsequenz aus der Verwendung der gleichstufigen Stimmung ist außerdem 
das Auftreten der enharmonischen Äquivalenz. Diese beschreibt den Vorgang, bei dem 
die selbe Tonhöhe zwei unterschiedliche Bezeichnungen besitzen kann. Beispielsweise hat 
der Ton G♯ (G um einen Halbton erhöht) dieselbe Tonhöhe wie A♭ (A um einen Halbton 
erniedrigt). 
Selten besteht die wahrgenommene Tonhöhe eines einzelnen Tons nur aus einer einzigen 
Frequenz, sondern ist vielmehr ein Zusammenklang verschiedener Frequenzen, wobei hier 
zwischen Grund- und Obertönen unterschieden wird. Der Grundton ist dabei die tiefste 
auftretende Frequenz und die Obertöne ganzzahlige Vielfache der Frequenz des Grund-
tons, die je nach Instrument bzw. Klangquelle unterschiedlich ausgeprägt sind. Die Ober-
töne werden auch als Harmonische bzw. Partialtöne bezeichnet (wobei beachtet werden 
muss, dass der erste Oberton bereits die zweite Harmonische ist) und grenzen sich 
dadurch zu den rauschhaften oder unharmonischen Anteilen des Klangs ab, womit Fre-
quenzen gemeint sind, die keine ganzzahlige Vielfache des Grundtons sind. 
 

2.1.2 Cent 

Die Einheit Cent wurde als Distanzmaß für Intervalle eingeführt und orientiert sich an 
der menschlichen Tonhöhenwahrnehmung. 100 Cent entsprechen einem Frequenzabstand 
von einem Halbton, wobei eine gleichstufige Stimmung vorausgesetzt wird (Fricke, 1995). 
Die Berechnung der gewünschten Frequenz erfolgt bei einer Erhöhung um 1 Cent wie in 
Gl. 1 beschrieben. Eine Erhöhung oder Erniedrigung um 1200 Cent ergibt somit das von 
Menschen als Oktave wahrgenommene Frequenzverhältnis von 2:1, wobei bei der Be-
rechnung des Verhältnisses zwischen zwei Frequenzen immer gilt: $#

$"
	, mit 𝑓' ≥ 𝑓)	(DIN 

13320, 1979).  

𝑓*+, = 𝑓./0 ∙ 	2
)

)'22 
 

( 1 ) 
 

2.1.3 Kammerton 

Als Kammer- oder Stimmton bezeichnet man diejenige Frequenz, welche als Referenz zur 
Stimmung von Instrumenten verwendet wird. Im Jahre 1938 wurde die Frequenz 440 Hz 
für das eingestrichene a (a‘) einheitlich international festgelegt (Haynes, 2016). Dennoch 
kann es aus verschiedenen Gründen dazu kommen, dass eine Abweichung von dieser 
Frequenz vorliegt. 
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2.1.4 Tonklasse 

Als Tonklasse (auch Pitch-Class) wird die Klassifizierung von Halbtönen ungeachtet ih-
rer Oktavlage bezeichnet, wobei enharmonisch äquivalente Töne außerdem zusammen-
gefasst werden können, wenn, wie in dieser Arbeit, eine gleichstufige Stimmung ange-
nommen wird  (Randel, 2003). Dies basiert auf der Beobachtung, dass die menschliche 
Wahrnehmung von Tonhöhen einen periodischen Charakter aufweist und daher Ähnlich-
keiten in der Klangfarbe von Tonklassen verschiedener Oktaven empfunden werden. Ein 
Ton kann somit in zwei verschiedene Komponenten aufgeteilt werden, nämlich Oktavlage 
und Chroma (Shepard, 1964). Ein Pitch-Chroma (auch Pitch-Class-Profile) besteht da-
her aus einem 12-elementigen Vektor, der sich aus den einzelnen Halbtonschritten einer 
Oktave zusammensetzt. Die Reduzierung des Tonvorrats auf eine Oktave begründet sich 
hauptsächlich in der Tatsache, dass Akkordsymbole ohnehin ohne Oktavinformationen 
dargestellt werden und diese daher vernachlässigt werden können. Die Werte des Pitch-
Chromas repräsentieren die Energie, die in den entsprechenden Frequenzbändern vor-
liegt, welche durch die jeweilige Lautstärke des vorkommenden Tons verursacht wurde. 
Es ist grundsätzlich auch möglich, ein Pitch-Chroma zu berechnen, bei dem die zwölf 
Elemente nur dafür verwendet werden, um eine Basslinie darzustellen, wobei die An-
nahme hierbei ist, dass zu einem bestimmten Zeitpunkt maximal ein Element signifikant 
ungleich 0 sein kann. Dieses Chroma wird als Bass-Chroma bezeichnet, wobei das bisher 
vorgestellte Chroma abgrenzend die Benennung Treble-Chroma5 erhält. Eine zusätzliche 
Berechnung des Bass-Chromas hat den Vorteil, dass eine Aussage darüber getroffen wer-
den kann, ob ein Akkord in Grundstellung oder einer der Umkehrungen vorliegt. 
 
  

                                       
 
5 In dieser Arbeit wird der Begriff „Treble-Chroma“ synonym mit „Chroma“ verwendet. 
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2.1.5 Intervall 

Als Intervall wird der Tonhöhenunterschied zwischen zwei Tönen bezeichnet, dabei ist 
es unerheblich, ob diese gleichzeitig oder nacheinander erklingen (Hesse und Ruhnke, 
1996). In Tabelle 1 sind die unterschiedlichen Intervalle und die jeweilig zugehörigen 
Halbtonschritte aufgeführt. Die Bezifferung wird eingeführt, um die Intervallschichtung 
der Akkorde im nächsten Abschnitt (Tabelle 2) herzuleiten.  
 

Intervall Bezifferung Halbtonschritte 
reine Prime 1 0 
kleine Sekunde ♭2 1 
große Sekunde 2 2 
kleine Terz ♭3 3 
große Terz 3 4 
reine Quarte 4 5 
verminderte Quinte/Tritonus ♭5 6 
reine Quinte 5 7 
übermäßige Quinte ♯5 8 
kleine Sexte ♭6 8 
große Sexte 6 9 
kleine Septime ♭7 10 
große Septime maj7 11 
reine Oktave 8 12 

Tabelle 1: Intervalle und ihre Bezeichnungen (Sikora, 2003, S. 13).  
 

2.1.6 Akkord 

Als Akkord wird ein gleichzeitiges Erklingen von unterschiedlichen Tönen bezeichnet, 
wobei die Bezeichnung Akkord erst ab einem Zusammenklang von mindestens drei un-
terschiedlichen Tönen zutreffend ist. Zweiklänge, aber auch Cluster als dichte Tonballung 
fallen nicht in diese Kategorie, wobei erstere in dem Zusammenhang eher als Intervall 
und nicht als Akkord bezeichnet werden und letztere aufgrund ihrer harmonisch schwer 
zu deutenden Struktur ebenfalls ausgenommen sind (Kühn, 1994). Grundsätzlich können 
aber auch arpeggierte Töne, welche nicht gleichzeitig, sondern in kurzer Abfolge hinter-
einander gespielt werden, als Akkord aufgefasst werden.  
Ein Akkord besteht aus einer Schichtung mehrerer Intervalle (Tabelle 1), wobei die meis-
ten Akkordgrundtypen aus Schichtungen von großen, sowie kleinen Terzen zusammen-
gesetzt sind. Die in Tabelle 2 aufgeführten Akkordtypen und ihre Intervallschichtungen 
sind als gängiges Grundvokabular in der (Jazz)-Harmonielehre zu verstehen und werden 
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in der Regel mit einem Akkordsymbol dargestellt. In eben genannter Tabelle wird zu-
sätzlich die in dieser Arbeit verwendete MIREX-Notation6 (Music Information Retrieval 
Evaluation eXchange) für die verschiedenen Akkordtypen eingeführt, welche ursprüng-
lich von Harte (2010) vorgeschlagen wurde und im Gebiet des Music Information Ret-
rieval eine einheitliche Referenzierung ermöglicht, sowie ein geeignetes Format in Bezug 
auf Maschinenlesbarkeit darstellt. 
Die in Tabelle 2 aufgeführten Akkordgrundtypen können außerdem durch sogenannte 
Tensions erweitert werden. Dazu werden zusätzliche Töne zu diesen Grundtypen hinzu-
gefügt und tragen zu einer gewissen Spannung und Vielfalt bei (Sikora, 2003, S. 31).  
Durch die Tatsache, dass die Reihenfolge der Akkordtöne für die Identifizierung eines 
beliebigen Akkords keine Rolle spielt, sondern sich durch die Änderung der Reihenfolge 
lediglich der Klangcharakter etwas ändert, kann ein Akkord in verschiedenen Umkeh-
rungen gespielt werden (Abb. 3). Dazu wird bspw. der Grundton eine Oktave höher 
gespielt (1. Umkehrung), sodass nun ein anderer Akkordton der tiefste Ton ist. Je nach 
Anzahl der Akkordtöne können sich so auch weitere Umkehrungsmöglichkeiten ergeben 
(Sikora, 2003, S. 36). 
 

 
Abb. 3: Ein C-Dur Akkord in Grundstellung, erster und zweiter Umkehrung (v.l.n.r.) 

 
 

Akkordtyp Symbol MIREX Intervallstruktur 
Dur (major) C C:maj 1  3  5  
Moll (minor) C- / Cm C:min 1  ♭3  5 
Substituiert (suspended) C(sus2) / 

C(sus4) 
C:sus2 / C:sus4 1  2  5  /   

1  4  5  
Vermindert (diminished) C° / C°7 C:dim / C:dim7 1  ♭3  ♭5  (6)  
Übermäßig (augmented) C+ C:aug 1  3  ♯5  
Septakkord (dominant) C7 C:7 1  3  5  ♭7  
Großer Septakkord (major 7) Cmaj7 C:maj7 1  3  5  7  
Halbvermindert (halfdiminshed) C-7(♭5) C:hdim7 1  ♭3  ♭5  ♭7 
Quartvorhalt (suspended 4) C7(sus4) C:7(sus4) 1  4  5  ♭7 

Tabelle 2: Die Akkordgrundtypen am Beispiel des Grundtons C (Sikora, 2003, S. 31) 
 

                                       
 
6 http://www.music-ir.org/mirex/wiki/2013:Audio_Chord_Estimation 
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2.2 Grundlagen der digitalen Signalverarbeitung 

Um ein kontinuierliches, analoges Audiosignal zu digitalisieren, muss dieses zunächst 
mithilfe eines Analog-Digital-Wandlers und einer gewählten Abtastrate (engl. sampling 
frequency fs oder sample rate) in diskrete Abtastwerte (Samples) übertragen werden. 
Dafür wird häufig eine Abtastrate von 44100 Samples pro Sekunde verwendet, womit 
aufgrund des Nyquist-Theorems ein Frequenzbereich bis maximal 22050 Hz, also der hal-
ben Abtastrate dargestellt werden kann, was für das menschliche Gehör mehr als ausrei-
chend ist. Außerdem werden die zulässigen Lautstärkestufen durch Quantisierung be-
grenzt, was oft mit einer Bitrate von 16 Bit durchgeführt wird und in möglichen 216 = 
65536 Lautstärkestufen resultiert (Weinzierl, 2008, S. 790). 
Ein kontinuierliches Audiosignal 𝑥(𝑡) kann mithilfe der Fourier-Transformation (Analy-
sefunktion, Gl. 2) verlustfrei vom Zeit- in den Frequenzbereich bzw. in ein kontinuierli-
ches Frequenzspektrum 𝑋(𝑓) überführt und wieder in den Zeitbereich rücktransformiert 
werden (Synthesefunktion, Gl. 3), wobei hier in der Theorie von einem unendlich ausge-
dehnten, kontinuierlichen Signal ausgegangen wird. 
 

𝑋(𝑓) = 	8 𝑥(𝑡)	𝑒:;'<$0𝑑𝑡
>

:>
 

 

( 2 ) 

𝑥(𝑡) = 	
1
2𝜋

8 𝑋(𝑓)	𝑒;'<$0𝑑𝑓
>

:>
 

 

( 3 ) 

 
Für die Berechnung eines Spektrums im digitalen bzw. wertdiskreten Bereich ist aller-
dings die in Gleichung 4 und 5 dargestellte diskrete Fourier-Transformation (DFT) sinn-
voll, da diese auf ein endliches, diskretes Signal 𝑥[𝑛] der Länge 𝑁 angewendet werden 
kann und in einem komplexen Spektrum 𝑋[𝑘] resultiert, wobei durch 𝑘 die jeweiligen 
Frequenzbins dargestellt werden. Das komplexe Spektrum wird häufig in zwei Kompo-
nenten aufgeteilt, indem zum einen der Betrag |𝑋[𝑘]| errechnet wird und in einem Be-
tragsspektrum resultiert. Zum anderen kann der Phasenwinkel 𝜑(𝑋[𝑘]) berechnet wer-
den, wobei das so gewonnene Spektrum als Phasenspektrum bezeichnet wird. 
 

𝑋[𝑘] = 	H 𝑥[𝑛]	𝑒:
;'<I*
J

J:)

*K2

, 𝑘 = 0, 1,… , 𝑁 − 1 

 

 

( 4 ) 

𝑥[𝑛] =
1
𝑁H𝑋[𝑘]	𝑒

;'<I*
J

J:)

IK2

, 𝑛 = 0, 1,… , 𝑁 − 1 

 

 
( 5 ) 

In der Praxis wird häufig die Kurzzeit-Fourier-Transformation (engl. short-time Fourier 
transform (STFT)) angewendet, bei der das zu analysierende Audiosignal in zeitliche 
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Blöcke (engl. frames) mit einer jeweils gleichen Anzahl von Samples (Blockgröße) unter-
teilt und die DFT auf jeden Block einzeln angewendet wird.  
Zusätzlich wird jeder Block mit einer Fensterfunktion, welche der Blockgröße entspricht, 
multipliziert, um das Problem des Leck-Effekts zu minimieren, bei dem ungewollte Fre-
quenzanteile (Nebenkeulen) bei der zeitlichen Fensterung des Signals in dem zu analy-
sieren Block auftreten (Oppenheim et al., 2004, S. 831 836). Dabei ist es sinnvoll, eine 
Fensterfunktion zu wählen, die den Block in den Randbereichen abschwächt, wobei häu-
fig das von-Hann- oder Hammingfenster verwendet werden. Da diese abgeschwächten 
zeitlichen Bereiche nun vernachlässigt wurden, sollte bei der Positionsauswahl der Fens-
ter eine Überlappung der Blöcke ausgewählt werden, damit keine zeitlichen Informatio-
nen verloren gehen. Das Ausmaß des überlappenden „Verschiebens“ der Fensterfunktion 
auf dem Teilbereich des zu analysierenden Audiosignals wird mit dem Parameter Schritt-
weite angegeben und kann entweder in Samples (abhängig von der Abtastrate) oder 
Millisekunden angegeben werden. Abb. 4 zeigt verschiedene Fensterfunktionen und die 
jeweilige Auswirkung auf die Breite der Hauptkeule, sowie Amplituden der Nebenkeulen 
und die damit verbundene spektrale Auflösung. 

 
Abb. 4: Vier Fensterfunktionen und die zugehörigen Frequenzgänge mit Hauptaugenmerk auf 

den Amplituden von Haupt- und Nebenkeulen 
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Abb. 5: Betragsspektrum eines einzelnen STFT-Blocks mit einer Fenstergröße von 2048 Samp-

les 
 
Das so errechnete Spektrum ist komplex und hat durch die Einteilung in Blöcke den 
Vorteil, dass auch zeitliche Informationen erhalten bleiben. Zwar sind bei einer Anwen-
dung der DFT auf das komplette Signal die zeitlichen Informationen noch im Spektrum 
kodiert, es ist aber keine Darstellung als Spektrogramm mit einem zeitlichen Verlauf 
möglich. Abb. 5 zeigt ein mittels einer DFT errechnetes Frequenzspektrum mit logarith-
mierter Frequenzachse, sowie einer Amplitudendarstellung in Dezibel (dB), welche als 
Einheit zur Beschreibung des dekadisch logarithmierten Verhältnisses zwischen zwei 
Leistungsgrößen verwendet wird. In Abb. 6 ist ein komplettes Spektrogramm dargestellt, 
welches mithilfe einer STFT auf Grundlage eines Sprachsignals erstellt wurde. 
Im Grundsatz muss bei der STFT immer ein Kompromiss zwischen der Frequenz- und 
Zeitauflösung gefunden werden, da die zeitliche Auflösung sinkt, wenn die Auflösung der 
Frequenz steigt und umgekehrt (Oppenheim et al., 2004, S. 852). 

 
Abb. 6: Ein mittels STFT in ein Spektrogramm überführtes Audiosignal 
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Es ist außerdem möglich, ein Audiosignal zu filtern, indem bestimmte Frequenzbereiche 
angehoben oder abgeschwächt werden. Eine Filterung ist entweder im Zeit- oder Fre-
quenzbereich möglich, wobei hier nur auf die Filterung im Frequenzbereich eingegangen 
wird, da Zeitbereichsfilterung in dieser Arbeit keine Anwendung findet. 
Um das Signal nun im Frequenzbereich zu filtern, genügt es, das Spektrum mit einer 
Fensterfunktion zu multiplizieren und somit Frequenzbins anzuheben, abzuschwächen 
oder sogar komplett zu eliminieren. Das Herausstellen eines bestimmten Frequenzbe-
reichs wird als Bandpass-Filterung bezeichnet. Der Begriff Filterbank beschreibt dabei 
mehrere, sich leicht überlappenden Fensterfunktionen, die jeweils einen angrenzenden 
Frequenzbereich im Spektrum herausstellen (Abb. 7). Die Bins jedes gefilterten Spekt-
rums können nun noch addiert werden, sodass die Energie eines einzelnen Frequenzban-
des zusammengefasst dargestellt werden kann. 
 

 
Abb. 7: Filterbank mit Dreiecksfiltern (logarithmische Breite) 

 

2.3 Expertensysteme zur Pitch-Chroma-Berechnung 

In diesem Abschnitt sollen zwei Systeme zur Pitch-Chroma-Berechnung vorgestellt wer-
den, deren Algorithmen manuell auf Basis von musikalischem Expertenwissen erstellt 
wurden und sich zum Teil an den in Kapitel 1.1.1 vorgestellten Methoden zur Berechnung 
der PCP-Vektoren orientieren. Es sollen also Wahrscheinlichkeiten für das Auftreten der 
12 oktavunabhängigen Halbtöne im vorliegenden Audiomaterial errechnet werden. Dabei 
werden exemplarisch ein Standardansatz und eine elaboriertere Methode herangezogen. 
 

2.3.1 Standardansatz 

Für den Standardansatz wird eine Implementierung mit der Bezeichnung chroma_stft7 
verwendet, welche in der Bibliothek librosa (McFee et al., 2015) enthalten ist. Diese 
Methode steht stellvertretend für eine simple, aber durchaus gängige Methode der 
                                       
 
7 https://librosa.github.io/librosa/generated/librosa.feature.chroma_stft.html 
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Chromaberechnung und dient als Referenz für die von mir evaluierten Algorithmen. Die 
Berechnung der Pitch-Chroma-Features lässt sich in diesem Fall wie folgt beschreiben. 
Zunächst wird eine STFT des zu analysierenden Audiosignals durchgeführt (mit Hann-
Fenster). Dabei werden benachbarte Frequenzbins eines einem Ton zugeordneten Fre-
quenzintervalls durch eine Filterbank zusammengefasst. Dies wird nun für alle Oktaven 
durchgeführt und anschließend alle Oktaven ebenfalls in einer gewichteten Addition zu-
sammengefasst. Abhängig vom Anwendungsfall kann es sinnvoll sein, einen stärkeren 
Fokus auf die eingestrichene Oktave zu legen und die Gewichtung in den höheren Fre-
quenzbereichen abzuschwächen, um einen zu großen Einfluss von Obertönen zu vermei-
den. Da diese Oktavgewichtung in den Standardparametern der verwendeten Funktion 
so vorgesehen ist, wurde diese Methode ebenso übernommen. Je nach Anwendungsfall 
wird das berechnete Chroma noch zusätzlich normalisiert. Als Norm wird hier die Sup-
remumsnorm verwendet, die zusätzlich dafür sorgt, dass das Maximum eines jeden 
Chromavektors den Wert 1 besitzt. Abb. 8 zeigt die gewichtete Zusammenfassung der 
Frequenzanteile des Tons C auf Basis des logarithmierten Betragsspektrums in den ver-
schiedenen Oktaven und mit welcher Wahrscheinlichkeit dieser Ton im vorliegenden Au-
diomaterial vorhanden ist. 

 
Abb. 8: Vereinfachte Darstellung der Berechnung des Pitch-Chromas (Jehan, 2005, S. 58) 

 

2.3.2 Erweiterter Ansatz (HSS-Chroma) 

Eine weitere Methode zur Berechnung des Pitch-Chromas ist das Verwenden eines Har-
monic Sum Spectrum (HSS). Der Vorteil des HSS besteht darin, zusätzlich zum Grund-
ton auch die Obertöne des potenziell im Spektrum vorhandenen Tons mit einzubeziehen 
und so die Erkennungsgenauigkeit im Gegensatz zu der vorher vorgestellten, simplen 
Methode zu verbessern, welche die Obertöne nicht berücksichtigt. 
Um das HSS zu berechnen wird eine Kreuzkorrelation mit einem auf der Frequenzachse 
logarithmierten Spektrum und einem Oberton-Template-Vektor (Abb. 9) durchgeführt. 
An den Frequenzstellen, bei denen nach der Kreuzkorrelation Maxima auftreten, kann 
somit ermittelt werden, ob im Spektrum ein bestimmter Grundton vorhanden ist. Der 
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Template-Vektor mit den Obertönen ist so konstruiert, dass mit größerem Abstand zum 
Grundton auch eine Abschwächung der Amplituden einhergeht, sodass diese durch die 
geringere Gewichtung auch weniger Einfluss besitzen. 
Dieser Ansatz wurde zum einen ausgewählt, weil er im Gegensatz zur vorher vorgestellten 
simplen Berechnung eine elaboriertere Methode darstellt, zum anderen verwendet die 
Firma zplane zur Zeit eine ähnliche Art der Chromaberechnung für die erste Stufe ihrer 
Akkorderkennung, daher lag eine zusätzliche Evaluierung dieses Systems nahe. 
 

 
Abb. 9: Ein Template-Vektor mit Grundton a‘ = 440 Hz und zugehörigen Obertönen, der für 

Kreuzkorrelation mit dem Betragsspektrum verwendet werden kann. 
 

2.4 Maschinelles Lernen 

Grundsätzlich beschreibt der Begriff des maschinellen Lernens (ML) Methoden, die aus 
gegebenen Daten bestimmte Muster, Regeln oder Strukturen selbstständig durch einen 
Lernprozess ableiten können. Für dieses Projekt werden ausschließlich Algorithmen be-
trachtet, die auf überwachtem maschinellen Lernen basieren, was bedeutet, dass ein von 
menschlichen Experten annotierter Datensatz vorhanden sein muss. Es ist also zu jedem 
zu klassifizierenden Datenpunkt bereits das tatsächliche Label vorhanden.  
Der Datensatz dient gleichermaßen dem Training und der Evaluation, daher sollte er 
zunächst aufgeteilt werden. Der Trainingsdatensatz umfasst üblicherweise ca. 70% des 
ursprünglichen Datensatzes. Anschließend wird die Genauigkeit der Klassifizierungser-
gebnisse auf Grundlage des Testdatensatzes (30%) evaluiert. Um während des Trainings 
zu überprüfen, ob der Algorithmus ausreichend trainiert wurde, wird in einigen Fällen 
noch ein Validationsdatensatz von den Gesamtdaten abgespalten (bspw. vom Testdaten-
satz), sodass eine Aufteilung von Trainings-, Validations- und Testdatensatz im Verhält-
nis 70-10-20 % erfolgen kann. Andere Aufteilungen mit ähnlichen Verhältnissen sind 
ebenso legitim und können je nach Anwendungsfall entsprechend ausgewählt werden. Da 
die Validations- bzw. Testdaten beim Training nicht verwendet wurden, sind sie für den 
Algorithmus unbekannt, können aber durch die vorhandene Annotation dazu benutzt 
werden, die Klassifikationsgenauigkeit zu überprüfen. Eine Methode zur Überprüfung der 
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Genauigkeit ist die k-fache Kreuzvalidierung (Goodfellow et al., 2016, S. 121). Dabei 
wird der Testdatensatz zunächst in k gleichgroße Abschnitte unterteilt, und die restlichen 
Daten, proportional wie oben beschrieben, zufällig in Trainings- und Validationsdaten 
aufgeteilt, mit jeder Variation ein Algorithmus trainiert und die Testergebnisse gemittelt. 
Diese Form der Parametersuche ist allerdings für das Trainieren komplexer ML-Algo-
rithmen eher ungeeignet, da sich der ohnehin oft lange Trainingsprozesses noch zusätzlich 
erheblich verlängern würde. Daher wird im Fall von künstlichen neuronalen Netzen (NN) 
eine Kreuzvalidierung oft nur im letzten Schritt zur endgültigen Bestimmung der Gene-
ralisierungsgüte des Netzwerks eingesetzt, wenn abschließend mit allen Daten trainiert 
wurde.  
Bei der Auswahl eines Algorithmus kommt es unter anderem darauf an, wie viele Daten 
vorliegen, da beispielsweise komplexere neuronale Netze in vielen Fällen erst dann bessere 
Ergebnisse liefern können, wenn die Datenmenge eine kritische Masse erreicht hat 
(Bartlett und Maass, 2003). Eine genaue Aussage über die Mindestanzahl an Datenpunk-
ten, die für eine gegenüber anderen ML-Algorithmen überlegene Klassifikationsgüte nötig 
ist, lässt sich allerdings nicht so einfach treffen. Hier muss mit einem empirischen bzw. 
explorativen Ansatz gearbeitet werden, was zu einem gewissen Maß auch auf den gesam-
ten Prozess des Trainierens von ML-Algorithmen zutrifft.  
Diese Arbeit beschränkt sich auf die Verwendung und Evaluierung von NN zur Pitch-
Chroma-Berechnung aufgrund der Tatsache, dass bereits einige Forschungsarbeiten viel-
versprechende Ansätze aufzeigen konnten (Korzeniowski und Widmer, 2016a, 2016b; 
Deng und Kwok, 2017, 2018).  
 

2.4.1 Neuronale Netze 

In diesem Kapitel sollen die grundlegenden Bausteine und Funktionsweisen von künstli-
chen neuronalen Netzwerken erläutert, sowie das Verfahren beschrieben werden, wie diese 
Netzwerke trainiert werden können, um vorliegende Klassifikationsprobleme bewältigen 
zu können. 
 
2.4.1.1 Ein einzelnes Neuron 

In grober Anlehnung an die Funktionsweise des biologischen Neurons wird das stark 
simplifizierte, künstliche Neuron dazu benutzt, um als Knotenpunkt im neuronalen Netz-
werk zu fungieren und als kleine Einheit Eingangsinformationen zu erhalten, diese auf 
Grundlage einer Aktivierungsfunktion, welche auf den Input „reagiert“, zu verarbeiten 
und dann wieder an andere Neuronen weiterzuschicken. In Abb. 10 ist die Struktur eines 
einzelnen, künstlichen Neurons mit Ein- und Ausgängen dargestellt. Der Input eines 
künstlichen Neurons ist die Summe aller eingehenden Verbindungen, die vorher mit dem 
jeweiligen Gewicht (weight) multipliziert wurden, wobei die Gewichte anfangs mit Zu-
fallswerten initialisiert werden. Ein weiterer Bestandteil ist die Aktivierungsfunktion, 
populär sind hier etwa der Tangens Hyperbolicus (Gl. 6) die Sigmoid-Funktion (Gl. 7), 
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oder die Rectified-Linear-Unit (ReLU) (Gl. 8), welche in Abb. 11 abgebildet sind. In der 
Praxis wird allerdings meist die ReLU-Funktion (oder von dieser leicht abgewandelte 
Funktionen) verwendet, da bei Sigmoid- und tanh-Funktion sehr häufig das Problem des 
vanishing gradient (Kapitel 2.4.1.4) auftritt. 
 
 

 
Abb. 10: Ein einzelnes künstliches Neuron 

 
 

 
Abb. 11: Aktivierungsfunktionen 

 

𝑓(𝑥) =
𝑒P 	−	𝑒:P

𝑒P 	+	𝑒:P 
 

( 6 ) , 𝑓(𝑥) = 	
1

1 + 𝑒:P 
 

( 7 ) , 
 

𝑓(𝑥) = 	max	(0, 𝑥) 
 

( 8 ) 

 
Mathematisch ausgedrückt: Wenn in Vektor 𝒙 die Eingangswerte enthalten sind, Vektor 
𝒘 die Gewichte der eingehenden Verbindungen beinhaltet, und Funktion 𝑓 die Aktivie-
rungsfunktion beschreibt, so kann der Output eines Neurons in einem Hidden-Layer wie 
in Gleichung 9 beschrieben werden. Dabei ist 𝑏 der sogenannte Bias, der es ermöglicht, 
dass ein zusätzlicher, konstanter Wert gelernt wird, der die Aktivierungsfunktion entlang 
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der x-Achse verschieben kann, sodass zwischen bestimmten Inputwerten besser differen-
ziert werden kann. 

 

𝑔Y(𝒙) = 𝑓(𝒘Z𝒙 + 𝑏) 
 

( 9 ) 

 
2.4.1.2 Struktur 

Künstliche neuronale Netze sind grob an die Struktur des menschlichen Gehirns ange-
lehnt. Sie beinhalten miteinander verbundene Neuronen und können als Graph mit Kno-
tenpunkten und Richtungspfeilen dargestellt werden (Abb. 12) (Sarle, 1994). 
 

 
Abb. 12: Eine vereinfacht dargestellte Struktur eines neuronalen Netzes 

 
Sie bestehen in der Regel aus mehreren sogenannten Schichten (Layer), die eine beliebige 
Anzahl an Neuronen enthalten können, wobei für diese Arbeit eine grobe Einteilung der 
Layer-Typen in drei Unterkategorien sinnvoll ist: Dense-Layer, Convolutional-Layer und 
Feedback- bzw. Recurrent-Layer (im Besonderen mit Long-Short-Term-Memory-Einhei-
ten (LSTM) oder Gated-Recurrent-Units (GRU)). Dabei sind auch durchaus Kombina-
tionen der verschiedenen Layer-Typen in einem Netzwerk möglich. Die Ausgänge der 
Neuronen eines Layers sind dabei in der Regel mit den Eingängen des nächsten Layers 
verbunden, wobei auch Verbindungen einen Layer überspringen können. 
Grundsätzlich wird der erste Layer eines Netzwerks als Input-Layer, der letzte als Out-
put-Layer und alle dazwischenliegenden als Hidden-Layer bezeichnet. Je nach gewünsch-
ter Komplexität der durch das Netzwerk zu modellierenden Funktion kann eine beliebige 
Anzahl an Hidden-Layern hinzugefügt werden. Dabei ist zu beachten, dass bei steigender 
Komplexität des Netzwerkes auch mehr Trainingsbeispiele vorhanden sein müssen. 
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2.4.1.3 Layer-Typen 

Bei der Architektur des Dense-Layers ist jedes einzelne Neuron eines Layers mit jedem 
Neuron des nachfolgenden Layers verbunden. Die Anzahl der Neuronen im Output-Layer 
entspricht der Anzahl an Klassen, die für die Erkennung in Frage kommen. Wird die 
Softmax-Funktion (Gl. 10) als Output-Layer verwendet, so ist das Ergebnis als Wahr-
scheinlichkeitsverteilung zu interpretieren, bei der es eine Klasse gibt, welche die größte 
Wahrscheinlichkeit aufweist und daher als Klassifizierungsergebnis angesehen werden 
kann (Sarle, 1994). Dabei ist 𝜎(𝒙); die Wahrscheinlichkeit der jeweiligen Klasse mit In-
dex 𝑗 und Eingangsvektor 𝒙.  
Die Wahl der Softmax-Funktion als Normalisierung ist dadurch begründet, dass die 
Werte des Outputs eines gewöhnlichen Layers eines Netzwerkes als log-Wahrscheinlich-
keiten interpretiert werden können und diese durch die Exponentialfunktion in tatsäch-
liche Wahrscheinlichkeitswerte umgewandelt werden (Goodfellow et al., 2016, S. 181).  
 

𝜎(𝒙); =
𝑒P]

∑ 𝑒P_`
IK)

	für	𝑗 = 1,… , 𝐾 
 

( 10 ) 

 
Convolutional-Layer werden hauptsächlich in Bilderkennungskontexten verwendet, sind 
im Audiobereich allerdings auch als sinnvoll zu erachten, da Spektrogramme ebenfalls 
als Bild interpretiert werden können. Hier wird die Aktivität eines Neurons über eine 
diskrete Faltung berechnet, wobei eine Faltungsmatrix mit beliebiger Größe in wählbaren 
Schritten über das Bild geschoben und damit eine Detektierung von Audio-Features in-
nerhalb des Spektrogrammes möglich wird. Soll die Dimensionalität der Input-Matrix 
nach der Faltung erhalten bleiben, kann an den Kanten ein (Zero-)Padding durchgeführt 
werden, welches die Matrix mit zusätzlichen Nullen erweitert und der Fensterfunktion 
nun mehr Schrittmöglichkeiten bietet, ohne Informationen zu verändern. Welche Werte 
die Faltungsmatrizen (Features) enthalten, lernt das Netzwerk selbstständig durch Back-
propagation (2.4.1.4) und Trainingsbeispiele. In diesem Kontext werden außerdem soge-
nannte Max-Pooling-Layer eingesetzt, welche die Dimension der Inputmatrix reduzieren, 
indem eine Fensterfunktion in wählbaren Schritten über die Spektrogramm-Matrix ge-
schoben wird und nur den Maximalwert innerhalb des Fensters zurückgibt (Krizhevsky 
et al., 2012). Die Dimensionsreduktion bewirkt, dass die vom Netzwerk durch den Fal-
tungsprozess erlernten Hidden-Features ein größeres rezeptives Feld abdecken können, 
was sonst nur durch eine Vergrößerung der Filterkernel möglich wäre. Im Gegensatz zum 
Max-Pooling ist auch das Average-Pooling möglich, bei dem anstatt des Maximalwertes 
der Mittelwert gewählt wird. Eine extreme Form dieses Vorgangs ist das Global-Average-
Pooling (GAP), bei der die Fensterfunktion die gleiche Größe besitzt wie die vorliegende 
Input-Matrix und somit nur ein Durchschnittswert zurückgegeben wird. GAP wird häu-
fig im letzten Layer vor der Softmax-Funktion durchgeführt (anstatt eines Dense-Layers) 
und kann dabei helfen Overfitting (Kapitel 2.4.1.5) durch die im Gegensatz zum Dense-
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Layer geringere Anzahl an Parametern zu vermeiden. Abb. 13 stellt beispielhaft die 
Struktur eines Convolutional Neural Networks dar. Dabei wird als Input ein Bild in das 
Convolutional-NN hineingegeben, um dann zu berechnen, ob das im Bild vorhandene 
Objekt einer vorher definierten Klasse zugeordnet werden kann. Das hier beschriebene 
Subsampling wird durch die Max-Pooling-Operation verursacht. 
 

 
Abb. 13: Convolutional Neural Network8 

 
Netzwerke, die aus Recurrent-Layern bestehen, können Informationen nicht nur in eine, 
sondern in beide Richtung weitertragen und beinhalten auch Schleifen (im Gegensatz zu 
Netzwerken, die ausschließlich aus Dense- oder Convolutional-Layern bestehen). Daher 
eignet sich diese Art von Netzwerk hauptsächlich für Daten, die als Zeitreihen vorliegen, 
da hier die Information des Gesamtkontextes nicht ignoriert wird. Dabei kann außerdem 
ausgewählt werden, ob das Netzwerk nur zurückliegende Werte betrachten soll, oder ob 
durch Bidirektionalität ein Blick in die Zukunft erlaubt ist (Gers et al., 1999). 
Ein wichtiger Bestandteil der Recurrent NN (RNN) sind die LSTM- und neuerdings auch 
GRU-Einheiten (Abb. 14), die ein Lernen von Abhängigkeiten innerhalb der Inputse-
quenz in einem größeren Kontext mit diesen Netzwerktypen überhaupt ermöglichen, da 
bei RNNs mit simplen Neuronen häufig das Problem des vanishing gradient (Kapitel 
2.4.1.4) auftritt. 
  

                                       
 
8https://en.wikipedia.org/wiki/Convolutional_neural_network#/media/File:Typical_cnn.png 
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Abb. 14: Illustration einer Long-Short-Term-Memory-Einheit (links) und Gated-Recurrent-Unit 
(rechts). C	 =f  Speicherzelle, Cg =f neue Speicherzelle; h =f Aktivierung, hg =f Aktivierungskandidat 
(Chung et al., 2014) 
 
Zentraler Bestandteil der LSTM-Einheiten sind drei verschiedene Gates, die den Infor-
mationsfluss unter Einbeziehung der Speicherzellen innerhalb der Einheit regeln. Das 
Input-Gate beeinflusst, inwiefern eintreffende Werte in Speicherzelle Cg  berücksichtigt 
werden. Analog dazu bestimmt das Output-Gate den Einfluss des alten Werts in Spei-
cherzelle C und das Forget-Gate reguliert, ob und in welchem Maße der Wert in C auf 
Basis des neuen Wertes in Cg angepasst werden muss.  
Bei beiden Einheiten wird eine lineare Summe zwischen dem existierenden und dem neu 
berechneten Zustand gebildet. GRU-Einheiten besitzen allerdings keine dedizierten Spei-
cherzellen und somit keinen Regelmechanismus, der den Grad des Einflusses der Akti-
vierungskandidaten bestimmen kann. Hier bestimmt lediglich das Update-Gate, in wel-
chem Verhältnis die tatsächlichen Werte der Kandidaten h und hg zusammengeführt wer-
den. Das Reset-Gate hat ähnlich zur LSTM-Einheit die Funktion, vorangegangene Werte 
wieder „vergessen“ zu lassen. Die Aktivierungsfunktion ist in beiden Fällen eine tanh-
Funktion. Ein direkter Vergleich der Klassifikationsgüte der beiden Einheiten führte zu 
ähnlichen Ergebnissen, daher kann keine abschließende Aussage über die Priorisierung 
einer der beiden Einheiten getroffen werden (Chung et al., 2014). Ein Vorteil der GRU-
Einheit könnte allerdings sein, dass sie im Gegensatz zur LSTM-Einheit weniger Para-
meter besitzt und daher in der praktischen Anwendung potenziell recheneffizienter ist. 
 
2.4.1.4 Lernen durch Backpropagation 

Das Trainieren des Netzwerkes funktioniert mithilfe des Backpropagation-Algorithmus 
(Rumelhart et al., 1986), bei dem der Fehler zwischen dem vom Netzwerk ausgegebenen 
und dem vom Label vorgegebenen Wert durch das Netzwerk zurückpropagiert wird und 
sich die Gewichte ein kleines Stück in Richtung des absteigenden Gradienten der Fehler-
funktion ändern. In der Praxis wird für alle NN-Typen dieser Algorithmus verwendet, 
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da es zur Zeit keine praktikableren Alternativen gibt. Die Möglichkeiten für Fehlerfunk-
tionen sind vielfältig, sofern die Funktion differenzierbar ist. Als beispielhafte Fehler-
funktion kann der Mean-Squared-Error aufgeführt (Obermayer, 2015, S. 14) werden: 
 

𝐸0j0./ =
1
2	H

(𝑡k − 𝑦k)'
J

kK)

 
 

( 11 ) 

 
Wobei in Vektor 𝒕 (𝑡𝑎𝑟𝑔𝑒𝑡) mit Länge 𝑁 die zu lernenden Werte aus der Grundwahrheit 
und in Vektor 𝒚 mit gleicher Länge die vom Algorithmus ausgegebenen Werte enthalten 
sind. Zusätzlich dazu wird in dieser Arbeit die sogenannte binary cross entropy ℒ ver-
wendet, wobei 𝑁 in diesem Fall die Anzahl der Elemente des Chroma-Vektors repräsen-
tiert: 

ℒ =
1
𝑁H−𝑡k log(𝑦k) − (1 − 𝑡k)	log(1 − 𝑦k	)

J

kK)

 
 

( 12 ) 

 
In Abb. 15 ist eine Visualisierung des Gradientenabstieges (rote Linie) auf einer zweidi-
mensionalen Fehlerfunktion 𝐸(𝑤), 𝑤')  dargestellt, wobei die einzelnen Schritte mit 
Punkten gekennzeichnet sind. 
 

 
Abb. 15: Visualisierung des Gradientenabstiegs auf einer zweidimensionalen Fehlerfunktion 

 
Gleichung 13 stellt die Berechnung des angepassten Gewichtvektors ∆𝒘 dar, wobei der 
Parameter 𝜂 als Learning-Rate bezeichnet wird. 
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∆𝒘0x) = 𝒘0 − 	𝜂 ∙ 	
𝜕𝐸0j0./
𝜕𝒘0

 
 

( 13 ) 

 
Die Learning-Rate bestimmt, in welchem Ausmaß die Gewichte geändert werden sollen. 
Ist der Trainings-Fehler noch relativ hoch, kann eine größere Learning-Rate gewählt 
werden, da der Gradient noch relativ steil ist und der Fehler somit schneller minimiert 
werden kann. Wenn die Funktion allerdings schon recht gut approximiert wurde, wird 
der Gradient in der Regel flacher und für die Learning-Rate sollten kleinere Werte ver-
wendet werden, um eine Oszillation um das lokale Minimum der Fehlerfunktion zu ver-
meiden (Qian, 1999). Die Learning-Rate kann also zum einen manuell angepasst werden, 
es gibt aber auch die Möglichkeit, dies durch eine Adaptive-Learning-Rate automatisch 
erledigen zu lassen. Ein Beispiel hierfür ist die Adam-Optimierung (Adaptive moment 
estimation), bei der ein exponentiell gleitender Mittelwert über die zurückliegenden Gra-
dienten gebildet wird, um die Learning-Rate anzupassen (Kingma und Ba, 2015). 
Im Zusammenhang des Gradientenabstieges sollte das Problem des vanishing gradient 
erwähnt werden, bei dem die Gradienten durch den Abstieg immer kleiner werden, da 
immer kleiner werdende Zahlen miteinander multipliziert werden, bis diese schließlich zu 
klein sind und ein Lernen unmöglich machen, da die Gewichte sich nicht mehr ändern. 
Gleiches gilt für den Fall des exploding gradient, der genau den umgekehrten Fall be-
schreibt, bei dem die Gradienten zu groß werden (Pascanu et al., 2012). 
Das Training findet meist in Epochen statt, wobei eine Epoche einem Durchlauf aller 
Trainingsdaten entspricht. Die Anzahl der zum Training benötigten Epochen muss em-
pirisch ermittelt werden. 
 
2.4.1.5 Regularisierung 

Ein essenzielles Problem bei ML-Algorithmen ist das sogenannte Over- oder Underfitting 
(Abb. 16). In beiden Fällen kann der trainierte Algorithmus bei ungesehenen Daten nicht 
sinnvoll generalisieren, da die gelernte Funktion entweder unter- oder überkomplex ist. 
Häufiger ist jedoch das Overfitting anzutreffen, bei dem der Algorithmus gute Ergebnisse 
während des Trainings erzielt, da die dem Trainingsset zugrundeliegende Funktion zu 
genau approximiert wird, auf dem Testdatenset jedoch deutlich schlechter abschneidet.  
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Abb. 16: Das Problem des Over- bzw. Underfittings 

 
Mögliche Gegenmaßnahmen sind vielfältig und werden unter dem Begriff Regularisierung 
zusammengefasst (Goodfellow et al., 2016, S. 224). Im Fall von NN kann das Hinzufügen 
von Dropout-Layern genannt werden, die während des Trainings dafür sorgen, dass zu-
fällig Neuronen abgeschaltet werden. Damit wird das Netzwerk gezwungen, andere Ver-
bindungen zu verwenden und wirkt der Tendenz entgegen, nur eine kleine Anzahl an 
Neuronen tatsächlich zu nutzen. Das Netzwerk lernt dadurch sozusagen viele verschie-
dene Architekturen miteinander zu kombinieren, was sich in einer besseren Fähigkeit zur 
Generalisierung widerspiegelt.  
Eine andere Methode ist das Hinzufügen eines Regularisierungsterms zur Fehlerfunktion, 
der die Gewichte normalisiert, damit diese nicht zu groß werden. Zu große Gewichte 
führen tendenziell dazu, dass das NN zu empfindlich gegenüber Rauschanteilen im Da-
tensatz wird und diese unnötig versucht ebenfalls zu modellieren, was zu Overfitting 
führen würde. Häufig wird hierbei die in Gl. 14 dargestellte L2-Regularisierung (Good-
fellow et al., 2016, S. 227) verwendet, welche aus der L2-Vektornorm (Gl. 15) abgeleitet 
ist, bei der die Gewichte zunächst quadriert und dann summiert zur Fehlerfunktion hin-
zuaddiert werden: 
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Auch hier beschreibt 𝑁 die Anzahl der Elemente in Ausgangssequenz 𝒚 und Grundwahr-
heitssequenz 𝒕, 𝑀 steht für die Anzahl an Gewichten, die in Vektor 𝒘 enthalten sind.  
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Der Parameter λ bestimmt dabei den Grad der Regularisierung und kann mithilfe einer 
k-fachen Kreuzvalidierung ermittelt werden.  
Eine weitere Möglichkeit der Regularisierung ist das Abbrechen des Trainingsprozesses, 
sobald anhand der Ergebnisse des Validierungsdatensatzes im Anschluss einer Epoche 
festgestellt wird, dass der Validierungsfehler wieder größer wird. Dieses wird auch Early-
Stopping genannt und kann so durchgeführt werden, dass das Training abgebrochen wird, 
sobald sich der Validierungsfehler (oder eine andere verwendete Metrik) nach einer vor-
her festgelegten Anzahl von Epochen nicht mehr verbessert (Goodfellow et al., 2016, 
S. 241 249). 
 
2.4.1.6 Datenaugmentierung 

Als Datenaugmentierung wird die künstliche Erweiterung eines Trainingsdatensatzes 
durch leichtes Abändern der Ausgangsdaten bezeichnet, wobei das Label entweder nicht 
verändert wird (Taylor und Nitschke, 2017), oder leicht angepasst werden kann. Dies 
kann durchaus ebenso als Regularisierung angesehen werden, da auch hier verhindert 
wird, dass der Algorithmus sich zu stark an die Trainingsdaten anpasst. Das Anwenden 
von Augmentierung führt dazu, dass der Algorithmus robuster gegenüber kleineren Ver-
änderungen ist. Im Bereich der Bildverarbeitung werden die Bilder bspw. gedreht, ge-
streckt, gestaucht oder vergrößert bzw. verkleinert, sowie Rauschen hinzugefügt (Kriz-
hevsky et al., 2012). Dies kann eingeschränkt auch auf Spektrogramme angewendet wer-
den (siehe Abschnitt 3.1.4).  
 
2.4.1.7 Salienzkarte 

Häufig ist die Interpretation der Ergebnisse des trainierten NN schwierig. Um festzustel-
len, was dieses tatsächlich gelernt hat und welche Bereich des Inputs es beachtet, kann 
es sinnvoll sein, eine Salienzkarte (Simonyan et al., 2013) zu berechnen und über das 
Input-Spektrogramm zu legen. Dabei handelt es sich um eine Möglichkeit, darzustellen, 
welche Bereiche des Inputs vom Netzwerk beachtet werden, wenn ein bestimmtes Label 
angegeben wird. Zu diesem Zweck wird der Gradient des entsprechenden Output-Labels 
in Abhängigkeit vom Input-Spektrogramm berechnet, um feststellen zu können, in wel-
chen Bereichen des Inputs eine Änderung stattfinden muss, um eine besonders hohe Aus-
wirkung auf die Werte des Outputs zu erreichen. Um eine noch bessere Visualisierung zu 
erreichen wird hier außerdem die Methode der Guided Backpropagation (Springenberg et 
al., 2014) angewendet, was bedeutet, dass nur positive Gradienten für positive Aktivie-
rungen propagiert werden. Die Verwendung dieser Methode hat den Vorteil, dass beim 
zurückpropagieren negative Gradienten ignoriert werden, die ansonsten die Aktivierung 
der Neuronen besonders in weiter hinten liegenden Layern wieder abschwächen würden, 
was zu einer schlechteren Möglichkeit der Visualisierung führt. 
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2.4.2 Hidden-Markov-Model 

Als Hidden-Markov-Model (HMM, Abb. 17) wird ein aus einer sogenannten Markov-
Kette bestehendes System bezeichnet, welches eine Modellierung eines stochastischen 
Prozesses durch verborgene, nicht beobachtete Zustände erlaubt. Die Markov-Kette 
selbst ist eine Aneinanderreihung einer endlichen Anzahl von direkt beobachtbaren Zu-
ständen mit Übergangswahrscheinlichkeiten (Behrends, 2008). Die Emissionswahrschein-
lichkeit beschreibt in diesem Zusammenhang, mit welcher Wahrscheinlichkeit ein be-
obachteter Zustand von einem bestimmten verborgenen Zustand verursacht wurde. 
 

 
Abb. 17: Vereinfachte Darstellung eines Hidden-Markov-Models 

 
In Abb. 17 ist zu sehen, wie eine Sequenz von Beobachtungen 𝑂 =	𝑜), 𝑜', 𝑜� durch eine 
Aneinanderreihung von unbeobachteten Zustandselementen ℎ), ℎ', ℎ� und ℎ� verursacht 
wurde (durch gestrichelte Pfeile gekennzeichnet), wobei die Elemente ℎ), ℎ', ℎ�, ℎ� belie-
big kombinierbar in einer Sequenz 𝑄 angeordnet werden können. Die Pfeile zwischen den 
Zuständen der unbeobachteten Sequenz stellen die Übergangsmöglichkeiten dar, wobei 
es auch dazu kommen kann, dass der gleiche Zustand erneut angenommen wird. Bei 
einem HMM 1. Ordnung gelten zudem zwei Eigenschaften, die von Rabiner (1989) fol-
gendermaßen formuliert wurden: 
 

1. Markov-Eigenschaft: Die Übergangswahrscheinlichkeit zum nächsten Zustand ist 
ausschließlich vom aktuellen Zustand abhängig: 𝑃(𝑞k|	𝑞), … , 𝑞k:)) = 𝑃(𝑞k|	𝑞k:)) 

2. Unabhängigkeit der Observationen: Die Wahrscheinlichkeit, dass eine Observation 
𝑜k von einem bestimmten Zustand 𝑞k emittiert wurde ist unabhängig von allen 
anderen Zuständen sowie Observationen:	𝑃(𝑜), … , 𝑜k	|	𝑞),… , 𝑞k) = 	𝑃(𝑜k	|	𝑞k)  
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Des Weiteren beschreibt Rabiner drei Anwendungsfälle für HMMs: 
 

1. Gegeben sei eine Observationssequenz 𝑂 und ein HMM 𝜀, so kann es von Interesse 
sein, herauszufinden, mit welcher Wahrscheinlichkeit 𝑃(𝑂|𝜀) die Observationsse-
quenz dem HMM entstammt. 

2. Gegeben sei eine Observationssequenz 𝑂  und ein HMM 𝜀   gegeben. Es kann 
ebenso von Interesse sein herauszufinden, mit welcher Wahrscheinlichkeit eine 
bestimmte Abfolge von verborgenen Zuständen 𝑄 zu den Observationen geführt 
hat. 

3. Gegeben seien die Observationssequenz 𝑂 und die Abfolge der verborgenen Zu-
stände 𝑄. Gesucht werden nun die Übergangs- und Emissionswahrscheinlichkei-
ten. Die Parameter des HMM 𝜀 können optimiert werden, damit 𝑃(𝑂|𝜀) maxi-
miert wird und 𝜀 nun eine Verteilung modelliert, die den Observationen ent-
spricht. Dieser Prozess wird auch als Training des HMM beschrieben. 

 
In dieser Arbeit kommt ausschließlich der zweite Anwendungsfall zum Tragen. Das HMM 
lässt sich gut für nicht randomisiert erzeugte Zeitreihen verwenden, da hier bei jedem 
Zeitpunkt eine Abhängigkeit zum vorangegangen Wert gegeben ist.  
Die Parameter des HMM können auf der einen Seite mit Expertenwissen heuristisch 
ermittelt und manuell gesetzt werden, es ist aber auch möglich, die Parameter mittels 
ML selbstständig lernen zu lassen, wenn geeignete Trainingsdaten vorhanden sind (wie 
in Punkt 3 beschrieben). Um nun die wahrscheinlichste Sequenz der verborgenen Zu-
stände zu ermitteln, wird häufig der Viterbi-Algorithmus eingesetzt, welcher eine effizi-
ente Berechnung der Maximum-Likelihood (höchste Wahrscheinlichkeit) durch das Prin-
zip der dynamischen Programmierung ermöglicht. Damit ist die Zerlegung eines komple-
xen Problems in weniger komplexe Teilprobleme gemeint, die einzeln gelöst werden kön-
nen (Rabiner, 1989), wobei der Rechenaufwand bzw. die Komplexität bei insgesamt 
𝑂(𝑛') einzuordnen ist. 
Im Besonderen ist das HMM auch im Feld der Spracherkennung populär, welches einige 
Parallelen zur automatischen Akkorderkennung aufweist. Im Falle der Spracherkennung 
kann eine zu klassifizierende Sequenz aus Phonemen9 bestehen, aus denen dann mithilfe 
des HMM einzelne Wörter gebildet werden können. 
 

2.4.3 Conditional-Random-Fields 

Analog zur Funktionsweise des HMM wird im Grundsatz auch beim Conditional-Ran-
dom-Field (CRF) die wahrscheinlichste Abfolge von Zuständen 𝒚 gesucht, die durch eine 

                                       
 
9 Phonem: Kleinste bedeutungsunterscheidende Einheit der Laute in der menschlichen Sprache. 
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Sequenz von Observationen 𝒙 verursacht wurde (Gl. 16), wobei alle möglichen Kombi-
nationen der Zustandssequenz 𝒚 betrachtet werden. 
CRFs werden vielfach im Kontext der Bildverarbeitung und im Speziellen zur Objekter-
kennung bzw. semantischen Bildsegmentierung durch das Klassifizieren einzelner, zum 
Objekt zugehöriger Pixel verwendet. Abb. 18 zeigt anschaulich, wie ein Bild in verschie-
dene Bereiche segmentiert werden kann, um die darin abgebildeten Objekte herauszu-
stellen. Analog dazu kann ebenso eine Sequenz von Chromavektoren auf ähnliche Weise 
segmentiert und eine entsprechende Akkordsequenz berechnet werden.  
 

 
Abb. 18: Conditional Random Fields in der Bildverarbeitung10 

 
Wie aus Sutton und McCallum (2012, S. 23) entnommen, können CRFs folgendermaßen 
beschrieben werden:  

𝑃(𝒚	|	𝒙;𝒘) =
exp�𝒘 ∙ 𝐹(𝒙, 𝒚)�

∑ exp�𝒘 ∙ 𝐹(𝒙, 𝒚�)�𝒚�∈��
 

 

( 16 ) 

 
Wenn Vektor 𝒙 die zu klassifizierende Sequenz und Vektor 𝒚 die zugehörigen Labels 
bzw. Zustände enthält, so können mithilfe einer Feature-Funktion 𝐹 beliebig viele Fea-
tures aus der Sequenz 𝒙 extrahiert und mithilfe von Vektor 𝒘 unterschiedlich gewichtet 
werden. Anschließend wird eine Normalisierung durchgeführt, bei der eine Summe über 
die gewichteten Feature-Funktionen gebildet wird, die aus allen Kombinationen der mög-
lichen Output-Elemente mit Sequenzlänge 𝑛 besteht, genauer: (𝐴𝑛𝑧𝑎ℎ𝑙	𝐾𝑙𝑎𝑠𝑠𝑒𝑛)*. Eine 
einzelne mögliche Zustandssequenz ist in Vektor 𝒚� enthalten, welche wiederum Teil des 
Sets 𝑌*	ist, das jede einzelne der möglichen Kombinationen enthält. 

                                       
 
10 http://www.robots.ox.ac.uk/~szheng/crfasrnndemo/ 
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Die Funktion 𝐹 (Gl. 17) kann als globaler Feature-Vektor aufgefasst werden, der wiede-
rum ein Set von einzelnen Feature-Funktionen 𝑓),… , 𝑓� enthält. Jede einzelne Funktion 
𝑓; hat außerdem Zugriff auf die komplette Sequenz 𝒙, das Label 𝑦k und den Vorgänger 
𝑦k:), sowie auf die aktuelle Sequenzposition 𝑖. 
 

𝐹(𝒙, 𝒚) = 	H𝑓(𝑦k:), 𝑦k, 𝒙, 𝑖)
k

	 
 

( 17 ) 

 
Da nur die Werte 𝑦k und 𝑦k:) verwendet werden, wird von einem Linear-Chain-CRF 
gesprochen, das für diese Arbeit ausschließlich verwendet wird und daher im weiteren 
Verlauf der Begriff CRF stellvertretend für dieses steht.  
Ein großer Unterschied zum HMM ist also die Annahme, dass die Unabhängigkeit der 
Observationen nicht gilt und daher jeder Wert aus der Inputsequenz den einzelnen Fea-
ture-Funktionen des CRF zu jedem Zeitpunkt zugänglich ist. Dies hätte theoretisch den 
Vorteil, dass deutlich mehr Features zum Klassifizieren der Sequenz zur Verfügung stün-
den. Zum Training des CRF können die Gewichte ähnlich wie bei den NN mithilfe des 
Gradientenabstieges angepasst werden, wenn geeignete Trainingsdaten vorliegen. Um 
nun eine Klassifikation einer Sequenz durchführen zu können, muss folgende Gleichung 
maximiert werden: 
 

𝒚f = argmax
𝒚
𝑃(𝒚	|	𝒙;𝒘)	 ( 18 ) 

 
Die Anzahl der möglichen Sequenz-Kombinationen in 	𝑌*  ist allerdings mit 
(𝐴𝑛𝑧𝑎ℎ𝑙	𝐾𝑙𝑎𝑠𝑠𝑒𝑛)* so groß, dass sie in der praktischen Berechnung nicht abgedeckt wer-
den können. Allerdings kann dieses Problem ähnlich wie beim HMM mit dynamischer 
Programmierung bzw. im Speziellen mit einer Variante des Viterbi-Algorithmus umgan-
gen werden, oder aber eine Randwahrscheinlichkeit mithilfe des Forward-Backward-Al-
gorithmus errechnet werden (Sutton und McCallum, 2012, S. 31). Dieser wird hier aller-
dings nicht weiter ausgeführt, da er in dieser Arbeit nicht angewendet wird.  
Ein weiteres anschauliches Beispiel für die Verwendung von CRFs ist das sogenannte 
Part-of-Speech-Tagging (POS-Tagging)11, bei welchem den Wörtern eines Satzes die ent-
sprechenden Wortarten zugeordnet werden, wobei auch Satzzeichen berücksichtigt wer-
den (Abb. 19).  
 

                                       
 
11 http://blog.echen.me/2012/01/03/introduction-to-conditional-random-fields/ 
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Abb. 19: Zuordnung von Wortarten zu den einzelnen Wörtern eines Satzes, sowie Benennung 

von Satzzeichen. 
 
Die Inputsequenz ist hier also ein kompletter Satz, wobei mögliche Feature-Funktionen 
folgendermaßen aussehen könnten: 
 

• 𝑓)(𝑦k:), 𝑦k, 𝒙, 𝑖) = 1 wenn 𝑖 = 1, 	𝑦k = Verb und die Inputsequenz 𝒙 endet mit ei-
nem Fragezeichen, ansonsten 𝑓)(𝑦k:), 𝑦k, 𝒙, 𝑖) = 0. Ein hohes Gewicht bei dieser 
Funktion bedeutet also, dass bevorzugt wird, das erste Wort eines Satzes mit 
„Verb“ zu kennzeichnen. 
 

• 𝑓'(𝑦k:), 𝑦k, 𝒙, 𝑖) = 1  wenn 𝑦k = Nomen  und 𝑦k:) = Adjektiv , ansonsten 
𝑓'(𝑦k:), 𝑦k, 𝒙, 𝑖) = 0. Wird diese Funktion hoch gewichtet, so nimmt das CRF an, 
dass nach Adjektiven ein Nomen folgt. 

 
Im Fall der Akkorderkennung könnte eine Feature-Funktion beispielsweise sein: 
 

• 𝑓)(𝑦k:), 𝑦k, 𝒙, 𝑖) = 1  wenn 𝑦k = C:maj  und 𝑦k:) = C:maj , ansonsten 
𝑓)(𝑦k:), 𝑦k, 𝒙, 𝑖) = 0. Bei hoher Gewichtung dieser Funktion hätte das CRF somit 
gelernt, dass zwei aufeinanderfolgende Frames häufig den gleichen Akkord auf-
weisen (in diesem Fall allerdings nur für C-Dur). Für andere Akkorde, die auf 
C:maj folgen könnten, müssten weitere Feature-Funktionen erstellt werden. 

 
Grundsätzlich ist es für die CRF-Berechnung nicht zwingend notwendig, mit manuell 
erstellten Feature-Funktionen zu arbeiten, es können auch anderweitig berechnete, nu-
merische Features verwendet werden. Da es bei dieser Arbeit naheliegt, die vom NN 
errechneten Chroma-Vektoren als numerische Features zu verwenden, wird diese Me-
thode daher bevorzugt. Korzeniowski und Widmer (2016a) wählten einen ähnlichen An-
satz, wobei in ihrer Arbeit keine Chroma-Features verwendet wurden, sondern solche, 
die durch ein NN selbstständig erlernt wurden. In diesem Fall werden also die Funktionen 
𝑓) − 𝑓'� durch die Chroma-Werte dargestellt.  
In Gl. 19 ist die in dieser Arbeit verwendete Funktion dargestellt (aus Gl. 16 hergeleitet), 
welche eng an Korzeniowski und Widmer (2016a) angelehnt ist und daher hier als Aus-
gangspunkt dient. In Matrix 𝑋 sind die Feature-Vektor-Sequenzen [𝒙),… , 𝒙*] (ein Vek-
tor 𝒙k ist in dieser Arbeit ein 24-elementiger Chroma-Vektor) und in 𝑌 analog die zuge-
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hörigen Label-Vektor-Sequenzen [𝒚), … , 𝒚*]  in One-Hot-Kodierung 12  enthalten. 𝑍  be-
schreibt die Normalisierungskonstante (Nenner in Gl. 16), 𝑊 beinhaltet die gemittelten 
bzw. angenäherten Feature-Templates, zu denen noch ein Label-Bias 𝒃 hinzuaddiert 
wird, welcher Wahrscheinlichkeiten für das Auftreten bestimmter Klassen enthält. 𝑈 
kann als Matrix mit den Übergangswahrscheinlichkeiten zwischen dem aktuellen Label-
Binärvektor 𝒚I und dem vorherigen Label-Binärvektor 𝒚I:) angesehen werden. Die Vek-
toren 𝒂) und 𝒂* beinhalten die Anfangs- bzw. Endwahrscheinlichkeiten der Sequenz und 
𝑔 beschreibt in diesem Fall zur Vereinfachung eine lineare Funktion, obwohl an dieser 
Stelle auch andere, nicht-lineare Funktionen denkbar wären. Der Unterschied zu Gl. 16 
besteht zunächst darin, dass hier direkt über alle Label-Vektor-Sequenzen [𝒚),… , 𝒚*] 
summiert wird, sodass diese Summe im Zähler von Gl. 16 fehlt, da hier nur eine Sequenz 
zugrunde gelegt wird.  
 

𝑃(𝑌|𝑋) =
1
𝑍

H exp ¬−𝒂)Z𝒚) − 𝒂*Z𝒚* −	H ­�𝑔�𝒙IZ𝑊 + 𝒃�𝒚I� + 𝒚I:)Z 𝑈𝒚I®
*

IK)

¯
𝒚 ,…,𝒚�

 
 

( 19 ) 

                                       
 
12 „One-Hot“ beschreibt einen Binärvektor, bei dem jeder Index einem Label zugeordnet 
 ist, wobei der Wert des zu kodierenden Labels 1 ist, der Rest 0. 
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KAPITEL 3 

 Pitch-Chroma-Berechnung mithilfe neuronaler Netze 

In diesem Kapitel werden Verfahren erläutert, die in dieser Arbeit verwendet wurden, 
um die Berechnung des Pitch-Chromas mithilfe von NN durchführen zu können. An-
schließend werden die Ergebnisse präsentiert und interpretiert, um eine Aussage darüber 
treffen zu können, ob und inwiefern der in dieser Arbeit gewählte Ansatz eine Verbesse-
rung gegenüber den anderen vorgestellten Systemen darstellt. 
Grundsätzlich ist zu erwähnen, dass in dieser Arbeit aufgrund der Fülle und Vielfältigkeit 
der in Frage kommenden Methoden kein Anspruch auf extensives Untersuchen aller mög-
lichen Vorgehensweisen gestellt wird. Vielmehr soll auf Grundlage von Verfahren gear-
beitet werden, die sich in einigen Forschungsarbeiten bereits als vielversprechend heraus-
gestellt haben. 
 

3.1 Verfahren 

Die Pitch-Chroma-Berechnung erfolgt in dieser Arbeit mithilfe von drei verschiedenen 
Architekturen künstlicher neuronaler Netzwerke: Dense-NN (DNN), Fully-Convolutio-
nal-NN (FCNN) und Convolutional-Recurrent-NN (CNN-RNN). Um diese Netzwerke zu 
trainieren, müssen geeignete Daten für das Training, die Validierung, sowie für das ab-
schließende Testen vorhanden sein. Zunächst wird die Vorverarbeitung der Audiodaten 
erläutert, da diese einen entscheidenden Einfluss auf bestimmte weitere Vorgehensweisen 
besitzt. Im weiteren Verlauf werden dann die eigentlichen NN-Architekturen vorgestellt, 
die Datensätze näher beleuchtet, sowie die verwendeten Methoden der Augmentierung 
erläutert. Abschließend werden Evaluationsmetriken, sowie die verwendete Software vor-
gestellt. 
 

3.1.1 Vorverarbeitung 

Um einen praktikablen Ansatz für das Trainieren des Netzwerkes zu erhalten, sollte die 
Datenmenge zunächst reduziert werden. Würde man beispielsweise das rohe Audiomate-
rial benutzen, so wäre die Datenmenge für die heute übliche Rechenkapazität zu hoch, 



3.  Pitch-Chroma-Berechnung mithilfe neuronaler Netze 
 

 
 

36 

um in plausibler Zeit ein Netzwerk trainieren zu können. Dennoch könnte auch ein Zeit-
bereichsansatz bei entsprechender Komplexität des Netzwerkes funktionieren. Es ist je-
doch ratsam, redundante oder für diesen Zweck nicht essenzielle Informationen zunächst 
zu eliminieren. In Abb. 20 sind die einzelnen Schritte der im Folgenden näher beschrie-
benen Vorverarbeitung anschaulich dargestellt.  
 

 
Abb. 20: Blockdiagramm der Vorverarbeitungsschritte 

 
Für die Reduktion wird in einem ersten Schritt von dem in Stereo vorliegenden Audio-
material ein Downmix durch Summierung der beiden Audiokanäle erstellt, da die Infor-
mationen in den beiden Stereokanälen größtenteils redundant für die Verwendung in 
diesem Kontext sind. Anschließend wird eine STFT mit einer bestimmten zeitlichen 
Fensterlänge und Überlappung der Fenster durchgeführt. Für die STFT eines jeden 
Songs hat sich in der Praxis herausgestellt, dass für das vorliegende Problem eine relativ 
große Fensterlänge von 8192 Samples mit einer Schrittweite von 100 ms angemessen ist, 
da eine hohe spektrale Auflösung für eine Chromaberechnung priorisiert werden sollte. 
Im Anschluss an die STFT wird das Betragsspektrogramm mithilfe von Dreiecksfiltern 
in ein Spektrogramm mit logarithmierter Frequenzachse überführt. Das resultierende 
Log-Spektrogramm ist außerdem auf den Frequenzbereich zwischen 30 Hz und 5500 Hz 
reduziert, da sich ober- bzw. unterhalb dieses Bereiches keine Grundtöne, sondern im 
Zweifel nur noch Obertöne befinden, die in diesem Bereich für die Berechnung des 
Chromas keine große Rolle spielen und daher herausgefiltert werden können. 
Das Log-Spektrogramm besteht nun aus 24 Stützstellen pro Oktave (175 Stützstellen 
insgesamt), sodass man von einem Viertelton-Spektrogramm (VTS) sprechen kann. Die 
aus den 24 Stützstellen resultierende Auflösung von zwei Frequenzbins pro Halbton ist 
ein Kompromiss zwischen ausreichender Frequenzauflösung für die Chromaberechnung 
und nötiger Reduktion der Input-Dimension des NN (Kapitel 3.1.2), da dieses sonst kom-
plexer würde, was u. a. eine Verlangsamung des Trainingsprozesses zur Folge hat. 
Anschließend werden die Amplituden des Spektrogramms noch einer Log-Kompression 
(Gl. 20) unterzogen, um zu verhindern, dass Werte nahe Null im Spektrogramm nach 
dem Logarithmieren zu groß werden.  
 

 
Y = log)2(1 + X) ( 20 ) 
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Abschließend wird über die gesamte Matrix pro Song eine Z-Standardisierung durchge-
führt, wobei keine Standardisierung ausschließlich entlang der Frequenzachse durchge-
führt wurde, um zeitliche Abhängigkeiten nicht zu verwischen, die insbesondere bei dem 
Training mit einem RNN wichtig sind. Grundsätzlich sind viele Parameter-Entscheidun-
gen aus Korzeniowski und Widmer (2016b) entnommen, da diese bereits vielverspre-
chende Ergebnisse erzielen konnten.  
 

3.1.2 Verwendete Architekturen 

Im Folgenden werden die in dieser Arbeit untersuchten NN-Architekturen separat vor-
gestellt, wobei zunächst diejenigen Elemente vorangestellt werden, die bei allen Netz-
werk-Arten gleich sind. 
Der Output-Vektor besteht aus 24 Elementen für das resultierende Chroma und setzt 
sich aus 12 Elementen für das Bass-Chroma, sowie 12 Elementen für das Treble-Chroma 
zusammen. Die annotierten Akkorde werden zunächst in einen Binärvektor mit ebenfalls 
24 Elementen übersetzt, der als Grundwahrheit fungiert. In Abb. 21 ist veranschaulicht, 
wie eine Sequenz von Treble- bzw. Bass-Chroma-Vektoren aussieht, die aus den Grund-
wahrheitsakkorden generiert wurden. Die zugrundeliegenden Akkorde sind dabei im obe-
ren Bereich aufgeführt. 
 

 
Abb. 21: Grundwahrheits-Chroma 

 
Die Aktivierungsfunktion der Neuronen des Output-Layers aller evaluierten Netze ist die 
Sigmoid-Funktion, da hier im Gegensatz zu klassischen Klassifikationsproblemen der 
Output-Vektor nicht als Wahrscheinlichkeitsverteilung interpretiert wird, sondern jedes 
Output-Neuron einzeln als Wahrscheinlichkeit für die Präsenz oder die Abwesenheit des 
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geführt wird. Der 9. Layer (Input nicht mitgezählt) beinhaltet eine relativ große Filter-
kernelmatrix mit einer Größe von 9 x 18. Dies begründen Korzeniowski und Widmer 
(2016a) damit, dass hier abschließend ein großer harmonischer Kontext hergestellt wer-
den soll, um möglichst relevante Features für ihre 2. Stufe der Akkorderkennung zu 
gewinnen. Es ist allerdings auch nicht auszuschließen, dass der auch in dieser Arbeit 
verwendete größere harmonische Kontext in den letzten Layern für die Chromaberech-
nung eine gewisse Bedeutung besitzt. Anschließend werden die 128 Features des 9. Layers 
durch eine gewichtete Mittelung mithilfe des 1 x 1 Kernels und linearer Aktivierungs-
funktion im 10. Layer auf 24 Features reduziert, die Bereits die Chroma-Feature-Dimen-
sionalität repräsentieren. 
Der Input dieses Netzwerkes ist im Gegensatz zum DNN nicht eindimensional, sondern 
wird als zweidimensionale Matrix (Frames x Bins) übergeben, die als Bild interpretiert 
werden kann, daher müssen die Filterkernelgrößen ebenfalls in zwei Dimensionen ange-
geben werden. Die Parameter pro Layer setzen sich wie folgt zusammen: 
 

(𝐾𝑒𝑟𝑛𝑒𝑙² ∙ 𝐾𝑒𝑟𝑛𝑒𝑙³ ∙ #𝐹𝑖𝑙𝑡𝑒𝑟k:) + 1) ∙ #𝐹𝑖𝑙𝑡𝑒𝑟k ( 21 ) 
 

wobei 𝐾𝑒𝑟𝑛𝑒𝑙² die Kernelhöhe, 𝐾𝑒𝑟𝑛𝑒𝑙³ die Kernelbreite, #𝐹𝑖𝑙𝑡𝑒𝑟k die Anzahl der Filter 
im aktuellen Layer und #𝐹𝑖𝑙𝑡𝑒𝑟k:) die Anzahl der Filter im vorherigen Layer beschreibt. 
Beim ersten Layer ist die Anzahl der Filter des vorherigen Layers in diesem Fall mit 1 
gleichzusetzen. Zusätzlich wird in der Klammer noch ein Wert von 1 hinzuaddiert, was 
den Bias des jeweiligen Layers repräsentiert.  
 
3.1.2.3 CNN-RNN 

Die letzte evaluierte Netzwerkarchitektur ist eine Kombination aus Convolutional-, sowie 
Recurrent-Layern (CNN-RNN) mit der in Tabelle 5 aufgeführten Struktur, welche größ-
tenteils von Zámečník (2016) übernommen ist, der mit diesem Ansatz bereits gute Er-
gebnisse erzielen konnte. 
Da hier zusätzlich LSTM-Layer zum Einsatz kommen, müssen die Inputdaten in Sequen-
zen eingeteilt werden (erste Dimension), die in diesem Fall 100 Elemente beinhalten. 
Anders als beim FCNN werden dem CNN-Teil des Netzwerkes nur eindimensionale Vek-
toren übergeben, die ein einzelnes Spektrum eines STFT-Frames enthalten. Der zeitliche 
Kontext wird erst durch die angeschlossenen Recurrent-Layer hergestellt, die eine aus 
100 Elementen bestehende Sequenz von 64 eindimensionalen Featurevektoren (Filter) 
erhalten. Auf ein Padding wird hier komplett verzichtet, da es nicht so viele Convoluti-
onal-Layer gibt und ein früher Informationsverlust in den Randbereichen kein großes 
Problem darstellt, da diese Bereiche auf der Frequenzachse ohnehin weniger wichtige 
Informationen enthalten.  
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3.1.3 Datensätze 

Grundlage für das Training des NN sind folgende Datensätze: Die ersten fünf Alben von 
Robbie Williams13 (65 Songs) (Zanoni, 2014), Isophonics14 (Mauch et al., 2009) (Samm-
lung bestehend aus den Interpreten Queen, Zweieck und Beatles, 218 Songs), RWC-Pop15 
(Goto et al., 2002) (japanische Popmusik, 100 Songs) und ein Subset des McGill Billboard 
Datensatzes16 (Burgoyne et al., 2011) (662 Popsongs aus mehreren Epochen), also insge-
samt 1045 Songs mit einer Gesamtspielzeit von 60 Stunden und 35 Minuten. 
Zusätzlich wurde ein Datensatz verwendet, der auf Basis des Programms Band-in-a-Box 
der Firma PG Music Inc.17 eigens für dieses Projekt erstellt wurde. Band-in-a-Box ist ein 
Kompositionsprogramm und kann u. a. mithilfe von MIDI-Dateien komplette Songs 
wahlweise mit synthetisch erzeugten oder echten, aufgenommenen Instrumenten rendern. 
Zusätzlich kann in einer speziellen Version des Programms eine maschinenlesbare Ak-
kord-Annotationsdatei mit ausgegeben werden, was die Verwendung für dieses Projekt 
rechtfertigt. Um eine Vielzahl von zusätzlichen Trainingsdaten zu erhalten, wurde eine 
im Internet frei zugängliche Sammlung von Band-in-a-Box-Dateien18 verwendet (haupt-
sächlich Jazz, insgesamt 2682 Songs, Gesamtspielzeit 148 Stunden und 14 Minuten), die 
durch eine Stapelverarbeitung als Audiodateien gerendert wurden. Durch die große An-
zahl der Dateien war es allerdings nicht möglich, die vielfach standardmäßig eingestellten 
synthetischen Instrumente einzeln manuell zu natürlichen, aufgenommenen Instrumenten 
zu wechseln (sofern verfügbar). Obwohl die so generierten Daten eine hohe Verlässlich-
keit bei der Güte von annotierten Akkordpassagen aufweisen, muss beachtet werden, 
dass der Klangcharakter dieser Songs nicht mit einem professionell abgemischten Pop-
song zu vergleichen ist. Daher wird der minor9-Datensatz19 zusammen mit einem abge-
spaltenen Teil der professionell produzierten Songs nur zum Trainieren des NN und nicht 
zur Validierung oder zum abschließenden Testen verwendet, da zur Überprüfung der 
Ergebnisse nur Daten verwendet werden sollten, die dem Anwendungsszenario am ähn-
lichsten sind. Grundsätzlich kann die zusätzliche Nutzung von synthetischen Trainings-
daten sinnvoll sein, um den Algorithmus zu verbessern (Le et al., 2017). 
Insgesamt besteht der komplette Datensatz somit aus 3727 Songs mit einer Gesamtspiel-
zeit von 208 Stunden und 49 Minuten. Das gesamte Audiomaterial liegt im WAVE-

                                       
 
13 https://www.researchgate.net/publication/260399240_Chord_and_Harmony_annotations_of_the_first_five_al-

bums_by_Robbie_Williams 
14 http://isophonics.net/datasets 
15 https://staff.aist.go.jp/m.goto/RWC-MDB/ 
16 http://ddmal.music.mcgill.ca/research/billboard 
17 http://www.pgmusic.com/ 
18 http://bhs.minor9.com/ 
19 Der Name „minor9“ wurde aus der Internetadresse abgeleitet, welche die Dateien bereitstellte. 
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Format, in Stereo und mit einer Samplerate von 44100 Hz vor. Zusätzlich muss beachtet 
werden, dass einige der Songs (vor allem der Beatles-Datensatz) nicht mit dem heute 
üblichen Kammerton von 440 Hz eingespielt bzw. aufgenommen wurden, sondern teil-
weise in erheblichem Maße davon abweichen. Dies führt in einigen Fällen zu einer Ver-
schiebung (relativ zu 440 Hz) des gesamten Tonmaterials um mehr als einen Viertelton 
und hat in Konsequenz auch eine nicht korrekte Annotation zur Folge.  
Um die Daten für den Trainingsprozess aufzuteilen, werden die Datensätze (außer mi-
nor9) im gängigen Verhältnis von 70% Trainingsdaten, 10% Validationsdaten und 20% 
Testdaten zufällig aufgeteilt, der minor9-Datensatz wird dann komplett den Trainings-
daten hinzugefügt. Dies resultiert in 209 Songs (aus allen professionell produzierten Da-
tensätzen) für den Testdatensatz und 105 Songs für den Validationsdatensatz, die nicht 
zum Trainieren des Netzwerks verwendet wurden und dem Algorithmus daher unbekannt 
sind. Die Validationsdaten dienten während des Trainings als Referenz und wurden nach 
einer Epoche zur kurzfristigen Zwischenevaluation genutzt, um festzustellen, ob noch mit 
zusätzlichen Epochen trainiert werden sollte. Der Trainingsdatensatz umfasst somit 3400 
Songs, von denen 718 Songs aus Datensätzen stammen, welche professionell produzierte 
Musik beinhalten. 
In Abb. 22 sind die 30 zeitlich am häufigsten auftretenden Akkorde aufgeführt (aus allen 
Datensätzen), wobei hier deutlich zu sehen ist, dass C-Dur mit einer Spielzeit von über 
400 Minuten am häufigsten auftritt. Zusätzlich fällt auf, dass Drei- und Vierklänge mit 
Dur-Charakter häufiger auftreten als Moll-Akkorde. Dies wird in Abb. 23 noch deutli-
cher, wenn man die am häufigsten vorkommenden Akkordtypen grundtonunabhängig 
vergleicht. Die eingeklammerten Nummern hinter einigen Akkordtypen bedeuten, dass 
diese zusätzlich zum Stammakkord hinzugefügt wurden, während die Zahl nach dem 
Schrägstrich den Basston angibt.  
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Abb. 22: Die 30 am häufigsten auftretenden Akkorde aus allen Datensätzen 

 

 
Abb. 23: Die 30 am häufigsten auftretenden Akkordtypen (ohne Grundton) 
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3.1.4 Augmentierungsmethoden 

Die verwendeten Methoden der Augmentierung dieser Arbeit sind eng an die Publikation 
von Schlüter und Grill (2015) angelehnt und können in zwei Kategorien eingeteilt wer-
den, nämlich audiospezifisch (auf Spektrogramme angewendet) und datenunabhängig. 
Audiospezifische Augmentierungsmethoden sind das zufällige Pitch-Shifting um wenige 
Cent (bis knapp unter die Viertelton-Grenze), Time-Stretching, sowie Filterung. Alle 
genannten Methoden verändern das Label nicht und können daher ohne große Anpas-
sungen angewendet werden. Bei der Anwendung des Time-Stretchings muss zusätzlich 
auch der Label-Vektor angepasst werden, was durch eine Interpolation der annotierten 
Zeitbereiche auch ohne großen Aufwand durchgeführt werden kann. Das Time-Stretching 
findet in einem Bereich von +/- 10% statt, da höhere Prozentwerte in der Arbeit von 
Schlüter und Grill keine nennenswerten Verbesserungen, bzw. sogar Verschlechterungen 
zur Folge hatten. 
Das Pitch-Shifting wird auf das lineare Betragsspektrogramm (vor der Filterung mit der 
Dreiecksfilterbank) angewendet. Dazu wird das lineare Spektrogramm auf der Fre-
quenzachse um einen bestimmten Faktor gestaucht oder gestreckt, wobei Werte am obe-
ren Ende (hohe Frequenzen) bei der Streckung abgeschnitten oder bei der Stauchung 
extrapoliert werden. Der Faktor wird zufällig bestimmt, ist aber begrenzt durch die ma-
ximal mögliche Tonhöhenänderung ohne dabei das Label zu verändern. Dies ist gewähr-
leistet, solange die Tonhöhe nicht mehr oder weniger als einen Viertelton verändert wird. 
Da einige der Songs allerdings bereits eine Abweichung vom Standard-Kammerton (440 
Hz) aufweisen, muss vorher sichergestellt werden, dass eine Verschiebung eines ohnehin 
schon stark zum nächsten Ton verschobenen Songs nicht zu einer ungewollten Verände-
rung des Labels führt. Um dies zu erreichen, wird eine Kammertonschätzung aller Audi-
odaten mithilfe des von der Firma zplane entwickelten Algorithmus tONaRT durchge-
führt und die so errechnete Abweichung von 440 Hz in den Streck- bzw. Stauchfaktor 
korrigierend mit eingerechnet.  
Die Filterung des Viertelton-Spektrogramms (VTS) wird durch eine gaußförmige Filter-
Übertragungsfunktion (Gl. 23) mit zufälliger Auswahl von Erwartungswert	𝜇 und Stan-
dardabweichung 𝜎 erreicht, wobei 𝜇 zwischen 150 Hz und 5500 Hz und 𝜎 zwischen 5  7 
Halbtönen liegt. Die Skalierung s wurde zwischen -10 dB und 10 dB ausgewählt und wird 
auch hier zufällig in diesem Intervall gesetzt. 
 

ℎ(𝑥) = s ∙ exp ¹
(𝑥 − 𝜇)'

2	𝜎' º 
 

( 23 ) 

 
Zu den datenunabhängigen Methoden der Augmentierung gehört das Hinzufügen von 
Rauschen, in diesem Fall gaußsches Rauschen mit einer Standardabweichung von 0,1, 
sowie das zufällige Abschalten von Datenpunkten (STFT-Bins) mit einer Wahrschein-
lichkeit von 0,1 im VTS, also das Setzen dieser Werte auf 0 (Dropout). Durch diese 
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Methoden soll verhindert werden, dass das NN Features zu sehr beachtet, die zwar häufig 
auftreten, aber für die Inferenz irrelevant sind. 
Die Wahrscheinlichkeit, dass ein Trainingsbeispiel überhaupt augmentiert wird, liegt bei 
0,5. Darüber hinaus liegt die Wahrscheinlichkeit für jede Anwendung einer Augmentie-
rungsmethode ebenfalls bei 0,5, sodass es auch vorkommen kann, dass verschiedene Me-
thoden gleichzeitig angewendet werden. 
 

3.1.5 Metriken  

Als Evaluationsmetrik bietet sich zusätzlich zu der in Gleichung 12 genannten Fehler-
funktion die Kosinus-Ähnlichkeit (Gl. 24) an, da hier zwei Vektoren 𝒂 und 𝒃 nur anhand 
ihres Winkels cos(𝜃) zueinander verglichen werden können und ihre Länge hierbei uner-
heblich ist. Dies ist wichtig, damit auch Vektoren miteinander verglichen werden können, 
die unterschiedlich skaliert sind, was in dieser Arbeit die Regel ist. In der Praxis liegen 
die Werte im Intervall [0, 1], wobei Werte gegen 0 Unähnlichkeit und Werte gegen 1 
maximale Ähnlichkeit anzeigen. 
 

 

3.1.6 Software 

Für die Implementierung der Netzwerke wurde ausschließlich die Programmiersprache 
Python verwendet und im Speziellen die Bibliotheken TensorFlow20 und Keras21. Dabei 
ist TensorFlow die eigentliche ML-Bibliothek und Keras nur ein Syntax-Übersetzer 
(Wrapper) der den Funktionsumfang von TensorFlow zwar etwas einschränkt, aber dafür 
einen schnelleren Einstieg in die Programmierung von NN ermöglicht. Diese Bibliotheken 
wurden aufgrund der großen Popularität und daher großen Community mit guter Doku-
mentation ausgewählt. 
 

3.2 Ergebnisse und Diskussion 

Im Folgenden werden die Ergebnisse der Evaluation aller NN, sowie der vorgestellten 
Expertensysteme zusammengetragen und vorgestellt. Um eine bessere Aussage über die 
Klassifikationsgüte der NN zu erhalten, wird eine k-fache Kreuzvalidierung (Kapitel 

                                       
 
20 https://www.tensorflow.org/ 
21 https://github.com/keras-team/keras 

cos(𝜃) = 	
∑ 𝑎kJ
kK) 	 ∙ 	𝑏k

½∑ 𝑎k'J
kK) 	 ∙ 	½∑ 𝑏k'J

kK)

 
 

( 24 ) 
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2.4.1.5) mit k = 5 durchgeführt. Dabei wird für jedes k eine andere Aufteilung des Trai-
nings-, Validations-, sowie Testdatensatzes unter Beibehaltung der Verhältnisse vorge-
nommen und ein neues NN auf Grundlage dieser trainiert, wobei der minor9-Datensatz 
nur zum Training verwendet wird. Die so ermittelten Testergebnisse ermöglichen ein 
besseres Bild der tatsächlichen Klassifikationsgenauigkeit des NN, wenn es dann zur fi-
nalen Anwendung auf dem gesamten Datensatz trainiert werden würde. 
In diesem Abschnitt werden zunächst die Ergebnisse der Chromaberechnung mithilfe der 
zu evaluierenden NN-Architekturen DNN (Kapitel 3.1.2.1), FCNN (Kapitel 3.1.2.2) und 
CNN-RNN (Kapitel 3.1.2.3) vorgestellt und im Anschluss die Ergebnisse der Referenza-
lgorithmen (Standard- und erweiterter Ansatz (Kapitel 2.3), sowie des DeepChromaPro-
cessors präsentiert. In Abb. 24 ist die Kosinusähnlichkeit aller 5 Durchgänge der 
Kreuzvalidierung zusammengefasst als Boxplot dargestellt, wobei ebenso eine Gegenüber-
stellung der Verwendung von augmentierten und nicht augmentierten Daten vorgenom-
men wird. Abb. 25 stellt analog zu Abb. 24 den Cross-Entropy-Fehler der verschiedenen 
getesteten Systeme dar. Generell ist anzumerken, dass die Boxplots ohne Ausreißer (Da-
tenpunkte, die außerhalb von oberem oder unterem Whisker liegen) dargestellt werden, 
um eine bessere Übersichtlichkeit gewährleisten zu können. In Abb. 24 und 25 ist zu 
erkennen, dass das mit augmentierten Daten trainierte NN in allen Fällen leicht schlech-
ter abschneidet als das NN ohne Verwendung von augmentierten Daten. Am besten 
schneidet insgesamt die CNN-RNN-Architektur ab, allerdings dicht gefolgt durch das 
FCNN, welches eine ähnlich gute Klassifikationsgüte besitzt. Lediglich das DNN lässt 
hier deutliche Defizite gegenüber den beiden anderen Architekturen erkennen.  
Das Augmentieren der Daten scheint, wie es hier vorgenommen wurde, grundsätzlich 
eher kontraproduktiv zu sein, da die Ergebnisse mit Verwendung der augmentierten Da-
ten in allen Fällen schlechter waren. 
Vor einer Spekulation über die Ursachen des schlechteren Abschneidens muss erneut 
zwischen den zwei Augmentierungsmethoden unterschieden werden, wobei die gleiche 
Einteilung wie in Kapitel 3.1.4 erfolgt. Audiospezifische Methoden versuchen, Spektro-
gramme dahingehend zu verändern, dass diese einen Input abbilden, der so auch in Echt-
welt-Szenarien auftreten kann, im Trainingsdatensatz aber in dieser Form nicht vorhan-
den war. Im Kontext der Bilderkennung ist dies zunächst anschaulich, da dort ein Bild 
z. B. einfach beliebig rotiert werden kann, um es dem Netzwerk zu ermöglichen, Objekte 
in Bildern zu erkennen, die eine andere Orientierung aufweisen. Bei dem vorliegenden 
Problem fällt eine intuitive Einschätzung möglicher Input-Spektrogramme zunächst 
schwerer. Als angewendete Augmentierungsmethoden dieser Kategorie sind Streckungen 
oder Stauchungen der Zeit- bzw. Frequenzachse, das randomisierte Filtern des Spektro-
gramms, sowie die Amplitudenänderung zu nennen. 
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Abb. 24: Boxplot der Kosinusähnlichkeit der einzelnen NN-Architekturen mit und ohne Ver-

wendung von augmentierten Daten. Die rote Linie mit zugehöriger Zahl stellt den Median dar, 
während mit dem Karo das arithmetische Mittel angegeben wird. 

 
Abb. 25: Cross-Entropy-Fehler der verschiedenen NN-Architekturen, ebenfalls mit und ohne 

Verwendung von augmentierten Daten. 
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Eine mögliche Erklärung könnte nun sein, dass die audiospezifischen Augmentierungen 
wenig Entsprechung in tatsächlichen Input-Spektrogrammen des Testdatensatzes besit-
zen und daher nicht relevant genug sind. Es ist ebenso möglich, dass die zuletzt genann-
ten Methoden des Korrumpierens der Daten zu viele essenzielle Informationen zerstören 
und die Anwendung dieser daher zu schlechteren Ergebnissen führen. Grundsätzlich kann 
aber auch das randomisiert kombinierte Anwenden aller Methoden kontraproduktiv sein, 
sodass es, analog zu Schlüter und Grill (2015), sinnvoll für weitere Untersuchungen sein 
kann, jede Methode einzeln zu testen und zu evaluieren.  
Eine mögliche Begründung für das schlechtere Abschneiden des DNN kann auf die hohe 
Anzahl der Parameter (1.882.136) und damit höhere Komplexität zurückzuführen sein. 
Die Parameteranzahl des FCNN ist dagegen etwas geringer (1.413.816), wobei beachtet 
werden muss, dass die Architekturen deutlich voneinander abweichen und nicht die Pa-
rameterzahl allein ausschlaggebend ist. Es ist allerdings auffällig, dass die am besten 
funktionierende Architektur (CNN-RNN) mit nur 773.816 Parametern auskommt, sodass 
gemutmaßt werden kann, dass die Komplexität des DNN im Verhältnis zur Anzahl der 
Trainingsbeispiele vergleichsweise zu groß ist.  
Eine weitere Erklärung für den deutlichen Abstand des DNN könnte sein, dass im Ge-
gensatz zu DNN-Architekturen bei CNNs die Annahme getroffen wird, dass Datenpunkte 
oder Pixel, die lokal näher beieinander liegen eine stärkere Beziehung zueinander aufwei-
sen als Datenpunkte, welche weiter voneinander entfernt liegen. Mit der Lokalität sind 
hauptsächlich Datenpunkte gemeint, die innerhalb eines Filterkernels liegen, sodass nicht 
zwingend unmittelbar nebeneinander liegende Datenpunkte die stärkste Beziehung zuei-
nander aufweisen müssen. Durch diese Annahme können CNN, welche als Input Bilder 
oder als Bild interpretierbaren Input erhalten, durch die reduzierte Komplexität bessere 
Ergebnisse erzielen (Lawrence et al., 1997).  
 
In Abb. 26 ist ein Trainingsvorgang am Beispiel des CNN-RNN aufgeführt, wobei ebenso 
der Referenzpunkt zu erkennen ist, von welchem ausgehend das Early Stopping nach 10 
Epochen ausgelöst wurde. Zu erwähnen ist, dass die Lernkurve in den ersten 3 Epochen 
extrem steil ist, während sie anschließend ebenso extrem abflacht. Nach 20 Epochen ist 
außerdem zu erkennen, dass die Metriken des Trainingsdatensatzes zwar langsam, aber 
kontinuierlich besser werden, die Metriken des Validationsdatensatzes aber tendenziell 
stagnieren. Dieses Verhalten ist typisch für Overfitting, sodass ein weiteres Trainieren 
des Netzwerkes hier kontraproduktiv wäre. 
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Abb. 26: Historie eines Trainingsvorgangs am Beispiel des CNN-RNN (ohne Augmentierung) 

 
Im Folgenden werden die Ergebnisse der Referenzalgorithmen im Vergleich zur am besten 
abschneidenden NN-Architektur (CNN-RNN) vorgestellt. Dabei muss beachtet werden, 
dass für die Ergebnisse des simplen Chromas, sowie des DeepChromaProcessors (DCP) 
(Korzeniowski und Widmer, 2016b) als Vergleichsgrundlage nur das Treble-Chroma ver-
wendet wurde, da diese Systeme kein Bass-Chroma berechnen können. In Abb. 27 ist 
deutlich zu erkennen, dass das simple Chroma am schlechtesten abschneidet. Der erwei-
terte Ansatz mit HSS-Chroma stellt hier bereits eine Verbesserung dar, wobei ein größe-
rer Interquartilabstand zu erkennen ist. Als wesentlich besser erweisen sich hier die NN-
Systeme, wobei der DeepChromaProcessor (DNN-Architektur) im Gegensatz zum CNN-
RNN noch etwas schlechter abschneidet. 
Betrachtet man nun Abb. 28, so ergibt sich zunächst ein ähnliches Bild, wobei auffällt, 
dass der Median des DCP im Vergleich zum CNN-RNN niedriger liegt, im Gegensatz 
dazu weisen das obere Quartil, sowie der obere Whisker deutlich höhere Werte auf.  
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Abb. 27: Kosinusähnlichkeit der verschiedenen Referenzsysteme, sowie des CNN-RNN 

 
Abb. 28: Cross-Entropy-Fehler der verschiedenen Referenzsysteme, sowie des CNN-RNN 
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Abb. 29: Vergleich der drei verschiedenen Systeme untereinander, basierend auf einem Aus-

schnitt des Songs „Born To Be Wild“ von „Steppenwolf“ 
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Besonders der Cross-Entropy-Fehler des DCP zeigt, dass mit hoher Wahrscheinlichkeit 
ein Overfitting auf die zum Training verwendeten Datensätze vorliegt. Der komplette 
McGill Billboard Datensatz ist vom DCP-Algorithmus ungesehen, sodass daraus ge-
schlossen werden kann, dass die Verteilung der Daten dieses Datensatzes leicht von allen 
anderen verwendeten Datensätzen abweicht. 
Zur besseren Interpretation der Ergebnisse ist es sinnvoll, zusätzlich zu den berechneten 
Metriken, beispielhaft einige Chromasequenzen der verschiedenen Systeme zu betrachten. 
Dafür sind in Abb. 29 berechnete Chromasequenzen der verschiedenen Systeme gegen-
übergestellt, die auf Grundlage des Songs „Born To Be Wild“ von „Steppenwolf“ (aus 
dem Testdatensatz stammend) berechnet wurden. Die Chroma-Vektoren wurden zur bes-
seren Vergleichbarkeit mit der L2-Norm (Kapitel 2.4.1.5) normalisiert. Auffällig ist, dass 
das simple Chroma, sowie der erweiterte Ansatz im Gegensatz zum NN-Chroma einen 
deutlich höheren Rauschanteil aufweisen. Zudem hat der Algorithmus des simplen 
Chromas Schwierigkeiten, die Akkordtöne von E-Dur in seiner Gänze zu erkennen, es 
fehlen vor allem im hinteren Bereich die Töne B und G#, die Kosinusähnlichkeit ist 
daher entsprechend niedriger. 
 

 
Abb. 30: Die 32 Filter-Kernel des ersten Layers (CNN) 

 
Um eine Intuition zu bekommen, was das NN genau gelernt hat und welche Strukturen 
im Spektrogramm beachtet werden, kann es bei NN mit Convolutional-Layern hilfreich 
sein, die gelernten Filter-Kernel zu betrachten. In Abb. 30 sind die 32 gelernten Filter-
Kernel (Features) des ersten Layers des CNN aufgeführt. Im Gegensatz zu den Filter-
Kerneln in weiter hinten liegenden Layern, die wiederum auf den Features der vorange-
gangenen Layer basieren, sind die gelernten Features des ersten Layers noch relativ gut 
zu interpretieren, da sie einen direkten Bezug zu den Strukturen des Input-Spektro-
gramms aufweisen. Zu erwähnen ist hierbei, dass der Großteil der gelernten Features 
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horizontale Strukturen aufweist, was grundsätzlich zu erwarten ist, da die im Spektro-
gramm enthaltenen horizontalen Strukturen für die Unterscheidung der einzelnen Fre-
quenzbänder eine wichtige Rolle spielen. 
Im Gegensatz dazu stehen die eher vertikal ausgerichteten Features mit einer gewissen 
Wahrscheinlichkeit für kurze Wechsel von harmonischen zu nicht-harmonischen Passa-
gen (z.B. Stille oder perkussive Elemente) im Spektrogramm. 
Um zu überprüfen, welche Bereiche das CNN-RNN im Input-Spektrogramm betrachtet, 
wird im Folgenden ein Songausschnitt ausgewählt und dieser mit einer Salienzkarte un-
tersucht. Abb. 31 bezieht sich auf die ersten 10 Sekunden des Songs „Bohemian Rhap-
sody“ von „Queen“. Links ist zur Orientierung das Grundwahrheits-Chroma dargestellt, 
welches durch eine rote Linie in Bass-Chroma (unterer Bereich) und Treble-Chroma 
(oberer Bereich) getrennt ist. Rechts daneben ist das korrespondierende Spektrogramm, 
welches in dieser Form in das Netzwerk eingespeist wird. In den beiden rechten Plots ist 
das Input-Spektrogramm überlagert mit einer Salienzkarte (Kapitel 2.4.1.7) mit den La-
bels Bb:maj6 (ca. Frames 5-41) und C:7 (ca. Frames 42-50 und 53-76) abgebildet. Zu 
erkennen ist jeweils, dass hauptsächlich die tatsächlich für das betreffende Label wichti-
gen Bereiche auch besonders beachtet werden. Allerdings ist ebenso auffällig, dass im 
Falle des Labels Bb:maj6 eine hohe Aufmerksamkeit bei ca. 50 Hz zu finden ist. Der am 
nächsten gelegene Ton ist mit ca. 49 Hz ein G, welcher in einer höheren Oktave auch im 
Akkord enthalten ist, sodass gemutmaßt werden kann, dass diese Frequenz daher Beach-
tung findet. Allerdings ist die hier vorhandene Frequenz von 50 Hz aufgrund der Tiefe 
und Konstanz sehr wahrscheinlich auf ein Stromnetz-Brummen zurückzuführen und 
sollte somit eigentlich keine Beachtung im Netzwerk finden. Es ist daher sinnvoll, die 
untere Bandbegrenzung auf knapp über 60 Hz zu erweitern, um auch Netzbrummen von 
60 Hz auszuschließen, welches beispielsweise in Nordamerika durch die entsprechende 
Netzfrequenz hervorgerufen werden könnte. Darüber hinaus scheint es auch sinnvoll zu 
sein, die obere Bandbegrenzung auf eine niedrigere Frequenz einzustellen, da argumen-
tiert werden kann, dass ab 2100 Hz (oberhalb des viergestrichenen c) wenig relevante 
Informationen für die Erkennung der Akkordtöne vorhanden sind. 
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KAPITEL 4 

 Akkorderkennung 

Um nun eine zusätzliche Möglichkeit ausschöpfen zu können, die Güte des NN-Pitch-
Chromas in der Praxis zu evaluieren, wird mithilfe der Chromas eine Akkorderkennung 
durchgeführt. Dabei soll ebenso getestet werden, ob das in einigen Arbeiten verwendete 
CRF einen Mehrwert gegenüber dem eher traditionell eingesetzten HMM bietet. Gleich-
zeitig kann so auch festgestellt werden, ob das auf Basis der NN errechnete Pitch-Chroma 
in der anschließenden Anwendung der Akkorderkennung auch Vorteile gegenüber den 
anderen evaluierten Methoden bietet. 
 

4.1 Verfahren 

Verglichen werden sollen nun drei Systeme, die sich aus Kombinationen von Ansätzen 
für Stufe 1 (Kapitel 1.1.1) und Stufe 2 (Kapitel 1.1.2) ergeben, wobei für Stufe 1 das NN-
Chroma, sowie das HSS-Chroma und für Stufe 2 das HMM, sowie das CRF herangezogen 
werden. Zunächst erscheint es sinnvoll, das bei der Firma zplane verwendete Komplett-
system mit HSS-Chroma und angeschlossenem HMM zu untersuchen und anschließend 
nur Stufe 1 gegen das NN-Chroma auszutauschen, um die direkte Auswirkung des NN-
Chromas beobachten zu können. Um einen Vergleich zwischen CRF und HMM vorzu-
nehmen, werden diese Verfahren mit dem NN-Chroma kombiniert. Ein Vergleich der 
Verfahren in Kombination mit dem HSS-Chroma findet nicht statt, da nicht davon aus-
gegangen werden kann, dass eine Verbesserung des Gesamtsystems erzielt werden kann, 
wenn das zugrundeliegende Chroma bereits schlechter abschneidet. Zusammenfassend 
sollen also die folgenden drei Systeme evaluiert werden: 
 

- HSS-Chroma mit HMM 
- NN-Chroma mit HMM 
- NN-Chroma mit CRF 
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Um die Frage zu untersuchen, ob das NN-Chroma zu einer potenziellen Verbesserung 
der Akkorderkennung beitragen kann, wird dieses zunächst mit der 2. Stufe des in Kapi-
tel 2.3.2 vorgestellten erweiterten Ansatzes getestet. Die 2. Stufe ist in diesem Fall ein 
HMM, dessen Parameter ursprünglich so eingestellt wurden, dass diese ein optimales 
Ergebnis mit der Verwendung des HSS-Chromas sicherstellten. Dieses System wird nun 
mit dem System des erweiterten Ansatzes (HSS-Chroma mit angeschlossenem HMM) 
verglichen, um einen direkten Eindruck über das Abschneiden des NN-Chromas im Ge-
gensatz zum HSS-Chroma gewinnen zu können. 
Um dann zusätzlich eine Evaluation des CRF durchzuführen und damit exemplarisch 
auch einen ML-basierten Ansatz vorstellen zu können, wird in einem dritten Vergleich 
das NN-Chroma als Grundlage für das Training und die Evaluation des CRF herangezo-
gen. Die für das Training des CRF verwendeten Songs sind identisch mit kombiniertem 
Trainings- und Validationsdatensatz des NN. Dadurch erhält das Chroma-NN als Input 
seine eigenen Trainingsdaten und errechnet aus diesen die entsprechenden Chroma-Se-
quenzen. Dies führt eigentlich zu überproportional guten Ergebnissen der Chromaberech-
nung, da ML-Algorithmen bei den im Training verwendeten Daten immer bessere Er-
gebnisse erzielen als bei Daten, welche vom ML-Algorithmus ungesehen sind. Streng ge-
nommen sollte daher mit Chromasequenzen trainiert werden, die nicht ebenso zum Trai-
ning des Chroma-NNs verwendet wurden, um ein möglichst realistisches Abbild des tat-
sächlichen Anwendungsszenarios (ungesehene Daten) zu gewährleisten. Allerdings ist 
diese Herangehensweise in der vorliegenden Arbeit nicht praktikabel, da dafür zu wenige 
Daten zur Verfügung stehen. In der Praxis sollte der Unterschied allerdings nicht allzu 
groß sein, da die Annahme ist, dass trotz der optimistischen Schätzung die Ähnlichkeit 
zwischen Trainings- und Test-Chromavektoren groß genug für eine Generalisierung ist. 
Für alle hier evaluierten Systeme der Stufe 2 wird der gleiche, soeben beschriebene Test-
datensatz herangezogen. 
Das verwendete Akkordvokabular wurde auf Grundlage des erweiterten Systems ausge-
wählt, was auf folgende Akkordtypen limitiert ist (MIREX-Notation): maj, min, aug, 
dim, dim7, hdim7, 7, maj7. Dabei werden Tensions, die zusätzlich im Akkord enthalten 
sein können, ignoriert und nur der Stammakkord ausgegeben. Zu beachten ist, dass die 
Akkordtypen sus2 und sus4 in diesem Fall entweder zum Tongeschlecht Moll (sus2) oder 
Dur (sus4) zugeordnet werden, was den eigentlichen Charakter eines substituierten Ak-
kords streng genommen nicht widerspiegelt, da dieser geschlechtslos ist. Daher werden 
diese beiden sus-Akkordtypen beim Training des CRF noch mit berücksichtigt, um die 
Varianz innerhalb der Dur- bzw. Mollklasse nicht unnötig zu erhöhen und somit ggf. eine 
schlechtere Klassifikationsgüte zu riskieren. Zusätzlich wurden für das CRF die Klassen 
1 für Einzelnote und 5 für Quinte mit berücksichtigt, um zu untersuchen, ob eine zuver-
lässige Klassifizierung mit dem reduzierten Tonmaterial bei Zweiklängen und Einzelnoten 
überhaupt möglich ist.  
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4.2 Metriken 

Als Evaluationsmetrik wird der Weighted Chord Symbol Recall (WCSR) verwendet, bei 
dem die vom zu evaluierenden Algorithmus berechnete, und die aus der Grundwahrheit 
entnommene Akkordsequenz auf Basis von Überlappung korrekter Segmente verglichen 
werden können. Der WCSR wird auf Grundlage des in Gleichung 25 dargestellten CSR 
berechnet und anschließend mit einer zusätzlichen Gewichtung (W) ergänzt, indem durch 
die Länge des jeweiligen Songs dividiert wird. Dies gewährleistet, dass kürzere Songs 
keinen zu großen Einfluss auf das Gesamtklassifikationsergebnis besitzen.  
 

CSR = 	
𝐺𝑒𝑠𝑎𝑚𝑡𝑑𝑎𝑢𝑒𝑟	𝑆𝑒𝑔𝑚𝑒𝑛𝑡𝑒	𝑢̈𝑏𝑒𝑟𝑒𝑖𝑛𝑠𝑡𝑖𝑚𝑚𝑒𝑛𝑑	𝑚𝑖𝑡	𝐴𝑛𝑛𝑜𝑡𝑎𝑡𝑖𝑜𝑛

𝐺𝑒𝑠𝑎𝑚𝑡𝑑𝑎𝑢𝑒𝑟	𝑎𝑛𝑛𝑜𝑡𝑖𝑒𝑟𝑡𝑒𝑟	𝑆𝑒𝑔𝑚𝑒𝑛𝑡𝑒  
 

( 25 ) 

 
Ein möglicher Ansatz zum Vergleichen der Sequenzen ist in Abb. 32 dargestellt, bei dem 
die Sequenzen zunächst in Frames eingeteilt und diese dann einzeln miteinander vergli-
chen werden. Im vorliegenden Beispiel wurden 15 von 20 Frames korrekt erkannt, was 
in einem CSR von 0,75 resultieren würde. 

 
Abb. 32: Framebasierter Ansatz des Akkordsequenzvergleichs (Harte, 2010, S. 194) 

 
Der framebasierte Ansatz hat allerdings den Nachteil, dass die Genauigkeit von der ge-
wählten Framerate abhängt und diese bei einer hohen Frameanzahl zwar steigt, aber 
auch ein größerer Rechenaufwand in Kauf genommen werden muss. Daher wurde von 
Harte (2010) vorgeschlagen, zeitkontinuierliche Segmentgrenzen als Basis für die Berech-
nung zu verwenden, um dieses Problem zu umgehen. Dabei wird die kumulierte Dauer 
aller sich korrekt überlappender Segmente als Bewertungsgrundlage verwendet.  
Als Grundlage für die Bestimmung der Korrektheit eines Labels wird die MIREX-Tetrads 
Metrik verwendet, bei der alle Akkorde bis zu 4 Akkordtönen, sowie Quinten und Ein-
zeltöne als Testgrundlage gelten. Es ist daher anzumerken, dass die jeweiligen Systeme, 
die das HMM enthalten, automatisch bei den annotierten Akkordklassen sus2, sus4, 1 
und 5 grundsätzlich fehlerhafte Ergebnisse liefern, da das HMM diese Klassen nicht de-
tektieren kann. 



4.  Akkorderkennung 
 

 
 

60 

Eine weitere Evaluationsmethodik ist das Überprüfen des Grades der Fragmentierung 
der erkannten Akkordsegmente ohne Berücksichtigung des Akkordlabels. Dabei sind 
möglichst übereinstimmende Akkordgrenzen wünschenswert, die entweder nicht durch 
kurze, falsch erkannte Akkordsegmente unterbrochen sind, oder gegenteilig, eine zu grobe 
Einteilung der Akkordpassagen aufweisen. Der erstgenannte Fall wird als Übersegmen-
tierung, während der letztgenannte als Untersegmentierung bezeichnet wird. Beide Met-
riken können durch die Directional Hamming Distance (Gl. 26) zwischen zwei Akkordse-
quenzen A (annotated) und E (estimated) errechnet werden, bei der die Länge aller sich 
nicht korrekt überlappender Segmente S summiert wird. Dabei stellt 𝑆Äk  die Sequenz von 
berechneten Segmenten dar, während 𝑆Å

; analog die Sequenz der annotierten Akkordseg-
mente abbildet. Für jedes Segment 𝑆Äk  wird dann dasjenige Segment 𝑆Å

; mit der größten 
Überlappung ermittelt und die nicht korrekt erkannten Akkordabschnitte der beiden 
angrenzenden Segmente 𝑆Å

;:) und 𝑆Å
;x) summiert. In Abb. 33 ist dieser Vorgang veran-

schaulicht. 
 

𝑑ÅÄ = H H �Æ𝑆Äk ∩ 𝑆Å
;:)Æ + Æ𝑆Äk ∩ 𝑆Å

;x)Æ�
ÈÉ
_ÊÈÉ

]ÈË
Ì

 
 

( 26 ) 

𝑑ÄÅ = H H �Æ𝑆Åk ∩ 𝑆Ä
;:)Æ + Æ𝑆Åk ∩ 𝑆Ä

;x)Æ�
ÈË
_ÊÈË

]ÈÉ
Ì

 
 

( 27 ) 

 
Die Untersegmentierung kann dann mit der Länge N der Sequenz folgendermaßen be-
rechnet werden: 
 

𝑆𝑒𝑔,*0+z = 1 −
𝑑ÅÄ
𝑁  

 

( 28 ) 

  
Analog zur Untersegmentierung kann die Übersegmentierung wie folgt berechnet werden, 
indem die Sequenzen 𝑆Å

; und 𝑆Äk  in Gl. 26 vertauscht werden, sodass nun Akkordseg-
mente betrachtet werden können, welche in Sequenz 𝑆Å größer sind als in 𝑆Ä (Gl. 27): 
 

𝑆𝑒𝑔,Í+z = 1 −
𝑑ÄÅ
𝑁  

 

( 29 ) 

 
Insgesamt werden in beiden Metriken also immer nur Passagen betrachtet, die kleiner 
sind als in der jeweiligen Referenzsequenz. Der Wertebereich von sowohl Über- als auch 
Untersegmentierung befindet sich zwischen 0 und 1, wobei jeweils ein Wert von 1 bedeu-
ten würde, dass die Akkordsequenzen zeitlich komplett übereinstimmen.  
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Abb. 33: Vergleich von annotierter und errechneter Sequenz, die gestrichelten Bereiche werden 

in der Berechnung der Directional Hamming Distance verwendet (Harte, 2010, S. 216) 
 

4.3 Ergebnisse und Diskussion 

Die in Abb. 34, 35 und 36 dargestellten Konfusionsmatrizen zeigen die nach Klassen 
aufgeschlüsselte Genauigkeit der Algorithmen. Dabei ist zu beachten, dass die Klassen 1 
(Einzelnote), 5 (Quinte), sus2 und sus4, für die beiden Systeme mit HMM nicht aufge-
führt sind, da das HMM die beiden Klassen nicht berücksichtigt. 
Für das CRF wurden diese vier Klassen allerdings in den Trainingsprozess integriert, 
wobei festzustellen ist, dass für die Klassen 1 und 5 keines der Beispiele im Testdatensatz 
richtig klassifiziert wurde. Zusätzlich ist festzustellen, dass für diese beiden Klassen eine 
auffallend starke Verwechslung mit der Klasse maj stattgefunden hat. Diese Tendenz der 
häufigen Verwechslung mit maj ist darüber hinaus bei allen Klassen stark ausgeprägt, 
wobei im direkten Vergleich zwischen CRF und HMM auffällt, dass das CRF diese Ten-
denz in noch höherem Maße aufweist. Des Weiteren ist in Abb. 36 zu erkennen, dass die 
Klassen dim7, hdim7 und sus2 ebenso nicht durch das CRF klassifiziert werden konnten. 
Bei der Interpretation dieser Ergebnisse sollte zunächst beachtet werden, dass die Para-
metereinstellung des CRF durch einen Lernprozess aus den gegebenen Daten stattgefun-
den hat und somit abhängig von der Struktur und Verteilung der verwendeten Daten ist. 
Es ist daher anzunehmen, dass zu wenig Trainingsbeispiele für die schlecht oder gar nicht 
erkannten Klassen vorhanden waren, sodass die Parameter für die Emissions- und Über-
gangswahrscheinlichkeiten nicht adäquat eingestellt werden konnten. Zusätzlich ist die 
Dur-Klasse stark überrepräsentiert und verursacht eine deutliche Verzerrung der Ergeb-
nisse zu Gunsten dieser Klasse. Dem könnte entgegengewirkt werden, indem ein ausge-
wogenerer Trainingsdatensatz zugrunde gelegt wird, welcher mehr Trainingsbeispiele für 
die schlechter erkannten Klassen enthält.  
Im Gegensatz dazu erfolgte die Einstellung der Parameter des HMM manuell, mit einem 
heuristischen, auf Expertenwissen basierenden Ansatz. Als Grundlage diente hierbei das 
HSS-Chroma, welches im Vergleich zum NN-Chroma deutlich mehr Rauschanteile auf-
weist. Um eine Verbesserung des Gesamtsystems mit NN-Chroma und HMM herbeizu-
führen, müssten die HMM-Parameter stärker auf das NN-Chroma angepasst werden, um 
ein adäquates Template-Matching durchführen zu können.  
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Abb. 34: Konfusionsmatrix HSS-Chroma mit HMM 

 

 
Abb. 35: Konfusionsmatrix NN-Chroma mit HMM 
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mentierung der Akkordsegmente stattfindet. Im Gegensatz dazu sind die Werte der Un-
tersegmentierung verbesserungswürdig, sodass angenommen werden kann, dass Akkord-
passagen tendenziell zu breit gefasst und kurzfristige Änderungen nicht so stark berück-
sichtigt werden. 
Ein Vergleich mit den Ergebnissen der aktuellen MIREX-Challenge ist nicht ohne wei-
teres möglich. Dies ist damit zu begründen, dass die Metriken dort datensatzspezifisch 
aufgeführt sind, wobei nicht berücksichtigt wurde, dass Systeme, die ebenso auf NN-
Chroma basieren, bereits mit einigen dieser Datensätze trainiert wurden, sodass die Er-
gebnisse damit tendenziell zu optimistisch sind. Darüber hinaus ist der Schwerpunkt 
dieser Arbeit auch eher im Vergleich der bereits vorgestellten Systeme untereinander 
angelegt, sodass ein Direktvergleich mit Algorithmen der MIREX-Challenge nicht vorge-
nommen wird. 
Abschließend ist also grundsätzlich anzumerken, dass das auf maschinellem Lernen ba-
sierende System der Stufe 2 (CRF) in dieser Arbeit keine Verbesserung gegenüber der 
auf musikalischem Expertenwissen beruhenden Stufe 2 (HMM) erzielen konnte. 
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KAPITEL 5 

 Zusammenfassung und Ausblick 

In dieser Arbeit wurde untersucht, ob mithilfe von künstlichen neuronalen Netzen bei 
der Berechnung von Pitch-Chroma-Features (für eine anschließende Akkorderkennung) 
eine Verbesserung gegenüber Methoden erzielt werden kann, die ausschließlich auf Basis 
von musikalischem Expertenwissen manuell erstellt wurden. 
Es konnte in der Tat gezeigt werden, dass NN bei der Berechnung der Chroma-Features 
vorteilhaft gegenüber manuell erstellten Expertenwissen-Algorithmen sind. Dabei wurden 
sowohl die Ergebnisse des simplen, als auch die des erweiterten Ansatzes weit übertroffen. 
Das mithilfe von NN berechnete Chroma weist zudem deutlich weniger rauschhafte Ele-
mente auf, sodass in vielen Fällen eine eindeutigere Zuordnung zu Akkorden vorgenom-
men werden kann. Darüber hinaus stellte sich die Netzwerkstruktur mit Recurrent- und 
Convolutional-Layern als beste getestete Möglichkeit heraus, wobei das FCNN nur un-
wesentlich schlechter abschnitt, allerdings deutlich mehr Layer und dementsprechend 
auch mehr Parameter benötigt, was aufgrund der steigenden Komplexität und des erwei-
terten Rechenaufwands potenziell eher zu vermeiden ist. Für weitere Forschungsarbeiten 
erscheint es sinnvoll, auf Grundlage der evaluierten Netzwerkarchitekturen und Layer-
Kombinationen zusätzliche Architekturen zu testen, um weiteres Verbesserungspotenzial 
ausschöpfen zu können. Dabei scheint es vielversprechender zu sein, den Fokus auf die 
Kombination von Convolutional- und Recurrent-Layern zu legen, da sich dies in dieser 
Arbeit als Vorteilhaft erwies. 
Eine Augmentierung der Trainingsdaten für eine bessere Berechnung der Chromasequen-
zen war in dieser Arbeit nicht erfolgreich, allerdings konnte diese Methode der Regulari-
sierung nicht in aller Tiefe evaluiert werden, sodass nicht abschließend gesagt werden 
kann, ob eine Datenaugmentierung hier grundsätzlich nicht angewendet werden sollte, 
oder ob eventuell nur einige Methoden sinnvoll sind. Weiterhin sollte die Vorverarbeitung 
der Audiodaten insoweit angepasst werden, dass eine stärkere Bandbegrenzung des be-
rechneten Spektrogramms vorgenommen wird, um zu verhindern, dass für die Berech-
nung irrelevanter Frequenzbereiche zu viele Kapazitäten des NN verwendet werden. Dies 
hätte zudem den Vorteil, dass sich die Input-Dimension verkleinern würde, was zu einer 
insgesamt geringeren Anzahl an Parametern führt und die Komplexität reduziert.  
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Abschließend ist grundsätzlich festzustellen, dass es durchaus sinnvoll ist, Chromabe-
rechnung auf Basis von NN weiterzuverfolgen, da vielversprechende Ergebnisse erzielt 
werden konnten.  
Dies zeigt sich auch bei der anschließenden Verwendung des NN-Chromas in einem Kon-
text der Akkorderkennung. Hier konnte gezeigt werden, dass das System mit HSS-
Chroma und HMM schlechter abschneidet, als das System mit NN-Chroma und identi-
schem HMM. Im Gegensatz dazu ist allerdings weiterhin zu erforschen, ob es gelingen 
kann, einen auf maschinellem Lernen basierenden Ansatz für die 2. Stufe der Akkorder-
kennung zu trainieren, der deutlich bessere Ergebnisse bei der Akkorderkennung mit 
erweitertem Akkordvokabular erzielen kann. Hierbei gäbe es die Möglichkeit, als Trai-
ningsdaten das Grundwahrheits-Chroma zu verwenden, sodass auch künstlich erzeugte 
Chromavektoren mit einer ausgewogeneren Akkordverteilung generiert werden können, 
um zu vermeiden, dass eine bestimmte Klasse überproportional vorhanden ist. 
Wünschenswert wären in diesem Zusammenhang noch weitere Forschungsarbeiten, die 
ein erweitertes Akkordvokabular mit einbeziehen, sodass ein besserer Vergleich mit be-
reits bestehenden System vorgenommen werden kann. 
Zusätzlich ist durch das Vorhandensein des Bass-Chromas auch die Voraussetzung für 
eine Erkennung von Akkordumkehrungen gegeben, was eine weitere Verbesserung des 
bestehenden Systems bedeuten würde.  
Abschließend lässt sich also sagen, dass der Ansatz des maschinellen Lernens und insbe-
sondere künstliche neuronale Netze als eine durchaus vielversprechende Methode des 
Berechnens von Pitch-Chroma-Features in einem Akkorderkennungskontext angesehen 
werden kann. 
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